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Resumen

La inteligencia arti cial (IA) busca replicar la inteligencia humana en procesos
computacionales, creando un campo dentro de las ciencias de la computacon que
tiene como objetivo la resolucon de problemas. Se puede implementar de manera
e ciente mediante el desarrollo de diversos algoritmos adaptados a las necesidades del
usuario. La patologa digital, una excelente herramienta de trabajo en ciencias de la
salud, es un entorno diramico basado en imagenes que permite la adquisicon, geston
e interpretacon de informacon patobgica generada a partir de un portaobjetos
digitalizado [1]. Estas imagenes digitales pueden luego ser almacenadas, compartidas
y analizadas digitalmente por los diferentes pablogos y otros profesionales a nes,
expertos en estearea de trabajo.

El objetivo de este trabajo es utilizar IA para la prediccon de inestabilidad micro-
satelital en carcinomas endometriales, desarrollando un algoritmo que nos permita
separar, de este universo de pacientes, al subgrupo de tumores con sistema de re-
paracon del ADN conservado (Pro ciente, subrogante de tumores estables 0 MSS)
de aqtellos con el sistema de reparacon del ADN de ciente o averiado (De ciente,
subrogante de tumores inestables o MSI). La eleccon de tumores endometriales pa-
ra nuestro proyecto radica en la importancia de reconocer el subgrupo MSI, por la
respuesta a novedosos tratamientos con inmunoterapia entre otras consideraciones
y el aporte invalorable en la simpli cacon de procesos por parte de la patologa
digital que describiremos a lo largo de nuestro trabajo.

El algoritmo desarrollado se ba® en la arquitectura CLAM Clustering Cons-
trained Attention Multiple Instance Learning) que es un modelo de clasi cacon de
imagenes patobgicas, basado en la atencon. Este modelo utiliza aprendizaje pro-
fundo en un marco semi supervisado en donde se entrena con W&hole Slide
Images que tienen unaunica etiqueta (MSI o MSS) para toda la diapositiva. El
modelo logra enfocarse en las regiones relevantes de la imagen para luego poder
predecir la inestabilidad o estabilidad microsatelital en inagenes desconocidas para
el modelo. En primer lugar, se segmentan las regiones de tejido dentro de la dia-
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positiva y se divide la misma en parches nmas pequenos de 256 x 256 pxeles. Para
reducir el costo computacional del modelo, se utiliza una red neuronal convolucio-
nal (CNN) para extraer caractersticas relevantes de cada uno de los parches. Son
estas caractersticas las que se utilizan como entrada para el modelo de clasi ca-
con. Se entrero al modelo con dichas caractersticas correspondientes a 397 WS,
169 MSI y 228 MSS obtenidas de los proyectos publicos TCGA-UCEC y CPTAC-
UCEC. Cuando se evalw el modelo en 38 inagenes de dichos conjuntos de datos
se obtuvo un 100 % de sensibilidad, 81,6 % de exactitud, 68,2 % de especi cidad y
91,5% de AUROC. Por otro lado, cuando se evalw el modelo en un conjunto de
51 imagenes obtenidas de muestras retrospectivas de un laboratorio independiente
de anatoma patobgica, se obtuvo un 90,9 % de sensibilidad, 62,7 % de exactitud,
41,4% de especi cidad y 74,1 % de AUROC. Adenas se desarrolb un prototipo de
interfaz gl ca para que los profesionales a nes de diversas instituciones nedicas
del pas puedan acceder a esta herramienta y e cientizar el proceso de eleccon del
tratamientooptimo.

En concluson y tras un afno de dedicacon al desarrollo de nuestra plataforma
digital, consideramos que proporcionar a pacientes con @ncer la capacidad de ser
categorizados, inicialmente, en un subgrupo molecular mediante una coloracon tan
kasica como la Hematoxilina-Eosina (H&E), representa una contribucon signi ca-
tiva al avance en el diagrostico dalrivers oncogenicos. Reconociendo que requeria
de un mayor rumero de casos y de mejoras en el modelo para perfeccionar los resul-
tados, estamos convencidas de haber iniciado un camino que agilizaa los tiempos
de diagrostico y ampliaa el alcance de la deteccon de inestabilidad microsatelital
y otros biomarcadores moleculares en @ncer.



Introduccon

El ancer de endometrio es el sexto ancer diagnosticado con mayor frecuencia
en mujeres y la neoplasia maligna ginecobgica con mayor incidencia en pases de
ingresos altos [2]. La mayora de estos casos son espordicos, pero se estima que
el 5% ocurre en el contexto de una patologa hereditaria, mas conunmente en el
Sndrome de Lynch, a partir de mutaciones en el sistema de reparacon de errores
del ADN (MMR). Dependiendo el tipo de tumor endometrial, el tratamiento pue-
de ser mas agresivo o0 mas conservador, por lo que resulta de suma importancia
identi car a las pacientes con mayor riesgo a la recurrencia y muerte, para garan-
tizar un tratamiento acorde a su enfermedad, evitando danos y costos innecesarios.
Los subgrupos moleculares, que permiten identi car pacientes con valor prorostico
(sobrevida) y predictivo (tratamiento) se de nen mediante la determinacon de dis-
tintos biomarcadores que en el @ancer de endometrio son: la protena P53, el gen
Pol-E y la inestabilidad microsatelital.

La inestabilidad microsatelital en particular, es una consecuencia de defectos en
el proceso del sistema de reparacon del ADN o MMR. Este es un mecanismo de
reparacon de errores de replicacon del ADN a trawes de cuatro protenas esenciales:
MLH1, MSH2, MSH6 y PMS2. Cuando este mecanismo falla, el sistema de repa-
racon es de ciente (de cient MMR o MMRJd); por el contrario, cuando las cuatro
protenas estin intactas y conservadas, el sistema es pro cientgio cient MMR
o0 MMRp). En la actualidad, el tamizaje para determinar si un tumor es MMRp
o0 MMRd, es efectuar inmunohistoqumica (IHQ) en husqueda de la presencia de
las cuatro protenas. Debido a que esta tcnica resulta un excelente subrogante de
inestabilidad microsatelital, podemos separar a los pacientes con baja probabilidad
de aquellos que tengan alta probabilidad de presentar este biomarcador. Todos los
casos no concluyentes por IHQ e incluso los que resultan MMRd, deben continuar su
estudio con otras ecnicas de biologa molecular para con rmar los distintos eventos
moleculares. Las pruebas son muy costosas y requieren de un pablogo entrenado,
bologos y de un laboratorio preparado para efectuar estos diagrosticos, por lo que
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resulta esencial simpli car tecnologas y ahorrar en tiempo y recursos. Cuando se
habla de pacientes con @ncer, el tiempo es un recurso escaso y esencial y este tipo
de pruebas no solo son costosas, sino que suelen retrasar el diagrostico nal.

Dado que la inestabilidad microsatelital es uno de ladrivers oncogenicos nmas
importantes, tanto en la patologa oncobgica en general como espec camente en el
tumor de endometrio, es crucial destacar que si el tumor resulta ser inestable (MSI),
el enfoque del tratamiento y el prorostico para la paciente cambiaan signi cativa-
mente, bene ciando en distinta medida segun el estado clnico. Este cambio hacia
la medicina de precison subraya la importancia de considerar el estado MSI para
una atencon nedica mas personalizada y efectiva.

2.1. Objetivos del trabajo

Con el n de simplicar la metodologa de diagrostico de MSI, la propuesta
de este trabajo es el desarrollo de una herramienta de patologa digital para la
clasi cacon de carcinomas endometriales pro cientes y de cientes para el sistema
de reparacon del ADN, mediante un algoritmo de inteligencia arti cial. El objetivo
adenmas, es crear una herramienta que acorte el tiempo al diagrostico, ayude en la
toma de decisiones del pablogo y permita invertir o no, luego de este tamizaje,
en aralisis moleculares. El ujo de trabajo consiste en obtener imagenes tumorales
(WSI) digitalizadas de las cuales ya se sepa su estado microsatelital. Estas inagenes
se utilizan para entrenar a un modelo de aprendizaje profundo para que luego pueda
ser capaz de predecir la estabilidad o inestabilidad microsatelital de una imagen
desconocida. Adicionalmente, se busca armar un prototipo de interfaz gi ca para
gue laboratorios de anatoma patobgica del pas puedan acceder a esta herramienta.

Adenmas del objetivo impulsor del trabajo, la meta principal es desarrollar un
modelo con potencial para ser implementado como parte integral de los procesos
rutinarios en entornos nedicos, con una sensibilidad que supere el 90%. Se aspira
alcanzar un hito ambicioso: aprender del modelo. Si el modelo adquiere el desempefo
deseado, se le podra solicitar que identi que aquellos patrones que motivan las
distintas clasi caciones. En lo que se re ere al presente trabajo, en la actualidad,
la inestabilidad microsatelital es un feromeno molecular imperceptible para el ojo
humano. Si el algoritmo lograse identi car patrones y clasi car correctamente a
las imagenes digitalizadas como MSI, tales patrones podran ser examinados por
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un pablogo experto y se podra establecer una relacon entre dichos patrones y sus
respectivas caractersticas tisulares. Este aralisis, contribuira signi cativamente a la
ciencia nmedica, al asociar las caractersticas tisulares identi cadas en las imagenes
digitalizadas con la presencia del biomarcador. Se complementaran herramientas
de laboratorio complejas como la Inmunohistoqumica o la PCR constituyendo un
complemento |apido y costo-efectivo en el diagrostico. Esta colaboracon entre la
IA y los profesionales de salud podra revolucionar la forma en que se aborda el
diagrostico nmedico, mejorando as la atencon y el tratamiento de los pacientes.

El desarrollo es de especial utilidad en un pas como Argentina, donde los recursos
de alto costo y los profesionales entrenados no estin disponibles en todas las regiones
para efectuar estas determinaciones. Puede resultar tamben, en mayor informacon
para el on®mlogo y una mejora en la toma de decisiones para las pacientes con @ancer
de endometrio, que tendian un tratamiento dirigido y acorde a su enfermedad.

Para concluir, esperamos que con el advenimiento del procesamiento de inagenes
y de la IA orientada a la medicina, esta herramienta pueda ser utilizada en un
laboratorio de rutina de Anatoma Patobgica y a nes. La aplicacon se realizara
a partir del corte histobgico coloreado con Hematoxilina-Eosina del tumor de un
paciente. El objetivo sera identi car la inestabilidad microsatelital, actuando como
un sistema de soporte en la toma de decisiones, es decir, una variable mas a la hora
de determinar el plan de tratamiento.

Queremos resaltar ademas que, basandonos en nuestro algoritmo, podran desa-
rrollarse otros con la misma o una similar metodologa de inteligencia arti ciaEstos
estaran dirigidos a distintos biomarcadores en este u otro tipo de ancer, ofreciendo
un aporte signi cativo en futuras investigaciones clnicas.



Marco teorico

3.1. @Gncer de endometrio

El endometrio es el tejido que recubre elutero, unorgano hueco, muscular con
forma de pera invertida, en donde crece y se desarrolla el feto durante el embara-
zo. Se encuentra en la pelvis femenina por delante del recto, detas de la vejiga y en
contacto con la vagina. Las trompas de falopio entran por ambos lados en su parte
superior [3]. Elutero se compone de dos partes principales: la primera, conocida
como el cuerpo delutero o Corpus Uteri, constituye la porcon superior delorgano;
la segunda, que conecta elutero con la vagina, se denomina cuello delutero o ervix.
Si bien existe tamben el @ancer cervical (Cervix Uteri), en este trabajo cuando se
hable de @ncer deutero se estaa haciendo referencia al @ancer de cuerpo uterino
(Corpus Uteri) [4]. La anatoma de dichoorgano puede observarse en la siguiente
gura:

Figura 3.1: Anatoma delutero [4]

Tal como se puede ver en la Figura 3.1, el cuerpo del utero tiene tres partes
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principales, el miometrio, el endometrio y la serosa o perimetrio. La capa media es
el miometrio, una capa gruesa muscular que se contrae involuntariamente de acuer-
do a las necesidades del sistema reproductor como la menstruacon, el embarazo o
el parto. Por otro lado, el endometrio es la capa interna. Durante el ciclo mens-
trual femenino, la morfologa del endometrio va variando de acuerdo a las hormonas
presentes en las distintas fases. Los niveles hormonales regulan el crecimiento y vas-
cularizacon del endometrio para la implantacon, seguido de la menstruacon si no
hay embarazo, repitendose hasta la menopausia [5]. Porultimo, la capa externa es
la serosa o el perimetrio, y sus principales funciones son la proteccon y la lubrica-
con [6]. La siguiente gura muestra la histologa delutero identi cando claramente

sus tres capas distintas.

Figura 3.2: Histologa delutero. Endometrio, miometrio y perimetrio [7]

Sequn la organizacon mundial de la salud (OMS), el ancer de cuerpo deutero,
histobgicamente, puede referirse a los tumores epiteliales del endometrio, pero tam-
ben, a otros tipos tumorales como las neoplasias mesenquimales y dentro de estos
al sarcoma uterino, los tumores mixtos, etc. En la Figura 9.1 del anexo se encuentra
la clasi cacon mas detallada de la OMS.

Sin embargo, el carcinoma endometrial representa alrededor del 95% de todos
los casos de esta neoplasia, en tanto que el diagrostico de sarcoma uterino es poco
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frecuente [8]. Los sarcomas se desarrollan a partir del estroma uterino y el carcinoma
endometrial a partir del epitelio del revestimiento interno uterino. [3].

Adenas del @ancer uterino existen tamben otras lesiones benignas como miomas
y endometriosis. Los miomas son tumores benignos que se generan en el miometrio
y la endometriosis es la aparicon y crecimiento de tejido endometrial fuera delutero
aumentando el riesgo para el desarrollo de otros tumores [3].

3.1.1. Incidencia y mortalidad

Como se mencioro previamente, el @ancer uterino es el sexto ancer nmas frecuente
en mujeres en todo el mundo con un estimado de 417.367 nuevos casos diagnosticados
y 97.370 muertes en el ano 2020. Esto corresponde a una incidencia dey8a7una
mortalidad de 1,8 por cada 100.000 mujeres en el mundo [9]. Es el ancer ginecobgico
mas frecuente en pases desarrollados. De hecho su incidencia es ampliamente mayor
en dichos pases que en pases en desarrollo. La siguiente gura muestra la compa-
racon entre las tasas de incidencia de dicho ancer en los distintos pases del mundo.

Figura 3.3: Tasas de incidencia de @ncer de cuerpo deutero estandarizadas por edad estimadas a
nivel mundial en el ano 2020 para todas las mujeres de todas las edades [9]

Por otro lado, en Argentina, la incidencia es de 7,6 y la mortalidad de 2,3. Si se

1Se utiliza una tasa estandarizada por edad (ASR, Average Standard Rate) ya que es una medida resumida
de la tasa que se habra observado si la poblacon tuviera una estructura de edad esandar. La estandarizacon es
necesaria cuando se comparan varias poblaciones que di eren con respecto a la edad ya que la misma tiene una
fuerte in uencia en el riesgo de @ncer.
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analiza el caso de los Estados Unidos, dicho @ncer tiene una incidencia de 21,4 y
una mortalidad de 3,1 [9]. La siguiente gura muestra la comparacon entre ambos
pases:

Figura 3.4: Tasas de incidencia y de mortalidad de los 10 @anceres nas frecuentes estandarizadas por
edad estimadas a nivel mundial en 2020 para todas las mujeres de todas las edades. Comparacon
entre Argentina y Estados Unidos [9]

La mediana de edad al diagrostico del ancer de endometrio en Argentina es 65
anos y su tasa de supervivencia a 5 anos es del 80 % [10]. Estos rumeros son muy
similares a los de Estados Unidos que tienen una mediana de edad de 60 anos y una
tasa de supervivencia a 5 anos del 81 % [11].

3.1.2. Factores de riesgo

En primer lugar, un exceso a la exposicon a estiogenos es considerado un gran
factor de riesgo. Tal como se mencioro con anterioridad, esto se debe a que el
estogeno estimula el crecimiento del endometrio. Un crecimiento descontrolado pue-
de derivar en @ancer. Dicho exceso puede ser atribuido tanto a causas endgenas
como exgenas. Dentro de las causas endgenas, las mas comunes son la obesidad,
un tumor productor de estogeno, ciclos anovulatorios, menarqua precoz y meno-
pausia tarda. En cuanto a las causas exgenas, las nas comunes son la terapia
estrogenica con y sin progesagenos, la terapia con tamoxifeno y los toestiogenos.
Por otro lado, los factores de riesgo no hormonales mas signi cativos son la edad,
los antecedentes familiares, las mutaciones gereticas, de las cuales se hablaa en
mas profundidad, la infertilidad, la etnia (las mujeres cau@sicas tienen un mayor
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riesgo de desarrollar ancer de endometrio que las mujeres de otras etnias), la regon
geoga ca y radioterapia pelvica previa por otra neoplasia [3].

3.1.3. Carcinoma de endometrio hereditario

El ancer de endometrio puede ser espordico o hereditario. Estosultimos corres-
ponden al 2-5% de todos los @nceres de endometrio. Si bien el riesgo poblacional
de que una mujer desarrolle este tipo de @ncer es bajo, la presencia de antecedentes
familiares o condiciones hereditarias puede aumentar signi cativamente este riesgo,
llegando hasta un 70 %. Los sndromes hereditarios nmas frecuentemente relacionados
con el ancer de endometrio son el sndrome de Lynch y el sndrome de Cowden.
En losultimos anos, tamben se ha relacionado el sndrome de @ancer de mama y
de ovario hereditario (BRCA1/2) con el desarrollo de ancer de endometrio. Otros
sndromes hereditarios posiblemente relacionados son el sndrome de Peutz-Jeghersy
el sndrome de Li-Fraumeni. De todos estos sndromes, el mas conun es el sndrome
de Lynch que surge de un defecto en el sistema de reparacon del ADN [3].

Carcinoma de endometrio y Sndrome de Lynch

Esta patologa, el sndrome de Lynch, merece una breve consideracon aparte. Se
trata de un sndrome autoomico dominante de predisposicon al @ancer, en el cual
los afectados suelen heredar una variante inactivadora en uno de los cuatro genes
del sistema de reparacon de errores del ADN: MLH1, MSH2, MSH6 o0 PMS2. Este
sistema, altamente conservado, es responsable de corregir los errores de insercon
y eliminacon que se producen durante la replicacon geromica. La perdida de la
funcon del MMR conduce a la inestabilidad de los microsatlites, generando un fe-
notipo hipermutado y una mayor susceptibilidad al ancer. Aunque los pacientes con
sndrome de Lynch tienen un mayor riesgo de padecer diversas neoplasias malignas,
es mas comun que desarrollen @ancer colorrectal y de endometrio. Como resultado,
estos pacientes suelen tener una esperanza de vida mas reducida en comparacon
con aquellas personas no afectadas [12].

3.1.4. Clasi cacon del @ancer de endometrio

Originalmente, la clasi cacon del carcinoma endometrial se basabaunicamente
en criterios histobgicos como los que se mencionaron previamente. Con el avance
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de las ecnicas de biologa molecular, se introdujo tamben una clasi cacon mole-
cular. El carcinoma endometrial, 0 adenocarcinoma, es la neoplasia mas cormun en
elutero y se origina en e&lulas glandulares. Los adenocarcinomas pueden desarro-
llarse en diversos tejidos, incluyendo pulnon, colon, mncreas, esbmago y otros.
En el adenocarcinoma de endometrio, las @lulas glandulares experimentan un creci-
miento anormal y una proliferacon descontrolada, pudiendo invadir el tejido uterino
circundante y extenderse fuera delorgano [13].

En referencia a los carcinomas endometriales, la clasi cacon de la FIGO (Fede-
racon Internacional de Ginecologa y Obstetricia) divide los tumores en dos tipos
principales. El tipo I, tamben conocido como adenocarcinomas endometrioides gra-
do 1y 2, constituye el grupo nas prevalente (70-80 %) y presenta un bajo potencial
maligno. Estos tumores son asociados con estiogeno, vinculados a la obesidad, y
muestran un prorostico favorable. Por otro lado, los tumores de tipo Il, que inclu-
yen adenocarcinomas endometrioides grado 3, serosos y otros subtipos histobgicos,
son menos frecuentes (20-30%) y de alto grado. Estos tumores son biobgicamente
agresivos, mas comunes en mujeres con peso saludable y no responden a la estimu-
lacon de estogeno [3].

Clasi cacon molecular

Esta clasi cacon sirve para estrati car a los tumores epiteliales segun rumero
de mutaciones y es de suma utilidad para predecir el prorostico o la sensibilidad a
inmunoterapia. Hoy en da esta clasi cacon forma parte de las nuevas guas para el
desarrollo del plan terapeutico del paciente. Esta clasi cacon puede observarse en
la siguiente gura:
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Figura 3.5: Clasi cacon molecular del ancer de endometrio [14]

La clasi cacon molecular de los carcinomas endometriales se resume en cuatro
categoras principales. Los tumores POLE mutados, representando el 5-15 %, exhi-
ben un rumero muy elevado de mutaciones, morfologa endometrioide, alto in ltrado
inmunitario y un muy buen prorostico. Aquellos con MMRd, constituyendo el 20-
30%, muestran un rumero alto de mutaciones, son en su mayora endometrioides,
presentan mutaciones en genes MMR y tienen un prorostico intermedio. Los tumores
con alteraciones en el gen p53, comprendiendo el 10-25 %, exhiben elevada variacon
del umero de copias, carga mutacional muy baja, y se presentan en histologas
serosas, @lulas claras, carcinosarcoma y algunos endometrioides, con un prorostico
desfavorable. Porultimo, la categora de tumores no espec cos de subtipos molecu-
lares (NSMP) abarca el 30-60 %, caracterizandose por escasa variacon del rumero
de copias, carga mutacional baja, endometrioides de bajo grado o histologa mixta,
y prorostico intermedio a malo [3].

3.1.5. Diagrostico

El diagrostico clnico consiste en la recopilacon de informacon relevante, como la
existencia de factores de riesgo, antecedentes familiares o condiciones hereditarias.
Para con rmar la presencia de un tumor, se realizan exploraciones ginecobgicas,
ecografas transvaginales, histeroscopas y biopsias. Posteriormente, se llevan a ca-
bo pruebas complementarias para identi car marcadores tumorales o para obtener
imagenes detalladas del tumor, utilizando ecnicas como resonancia magretica, to-
mografa computarizada o PET-CT [3].

El sangrado genital aromalo constituye el signo clnico crucial para diagnosticar
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el ancer de endometrio. El diagrostico de nitivo se lleva a cabo mediante el estudio
histobgico, que generalmente se realiza en cagulos provenientes de sangrado geni-
tal, biopsias por histeroscopia o0 piezas quiurgicas. Este procedimiento permite la
categorizacon precisa de la neoplasia y facilita la realizacon de estudios moleculares
espec cos en relacon con la patologa de cada paciente [3].

3.2. Inestabilidad microsatelital y @ancer de endometrio

3.2.1. Microsatlites

En geromica, un microsatlite es un fragmento corto y repetido de ADN. Suelen
estar formados por patrones de no nas de 6 pares de bases, los cuales se repiten
hasta 50 veces. Estos fragmentos se encuentran en todo el genoma, tanto en las partes
codi cantes como en las no codi cantes [15]. En la Figura 3.6 se puede observar un
ejemplo de un microsatlite dinucleotido, es decir que repite un paton de dos pares
de bases.

Figura 3.6: Microsatlite dinucleotido

La presencia de los microsatlites tiene una gran incumbencia en el @ancer por
la forma en queestos mutan. Al igual que todo el ADN, cuando los microsatlites
son replicados, se pueden generar errores, encontrando en la nueva cadena bases
de mas, de menos o incorrectas. Se cree que la mayor cantidad de mutaciones en
los microsatlites se da por deslizamiento durante la replicacon [16]. En este tipo
de mutaciones, la ADN polimerasa, enzima responsable de ubicar las nuevas bases
en la cadena complementaria de ADN siendo sintetizada, se desasocia de la cadena
molde, y se vuelve a asociar en el lugar incorrecto. Esta disociacon puede generar
dos tipos de mutaciones. En primer lugar, es posible que la enzima se saltee una
secuencia repetitiva, causando que la cadena complementaria sea nas corta que la
cadena molde. Por otro lado, puede suceder que la polimerasa se deslice hacia atas,
sintetizando el mismo segmento dos veces, generando una cadena complementaria
mas larga que la cadena molde [17]. En la Figura 3.7 se puede observar la replicacon
normal as como ambos casos de deslizamientos mencionados.
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Figura 3.7: Replicacon normal de un microsatlite (A), deslizamiento hacia adelante (B) y desli-
zamiento hacia atas (C) [17]

3.2.2. Mecanismo de reparacon del ADN

Dado que los errores de replicacon ocurren constantemente, el ser humano cuenta
con mecanismos de reparacon para garantizar que el ADN se replique de forma co-
rrecta y que las mutaciones no perduren. El mecanismo adesmatch repair (MMR)
es un sistema de reparacon del ADN que puede identi car y corregir errores de
replicacon en la cadena recen sintetizada [18]. EI MMR logra identi car errores
cuando las bases fueron apareadas de forma incorrecta, as como la existencia de in-
serciones o deleciones de bases. Este sistema reconoce el error, remueve el pedazo de
la cadena nueva que contiene dicho error, y llena el agujero con las bases correctas.

Diversos estudios llevados a cabo en bacterias como Escherichia Coli han demos-
trado que al silenciar ciertos genes, el ADN muta a niveles mucho nas altos de los
usuales. Estos genes codican las protenas Mut, las cuales se ven altamente con-
servadas en seres humanos. En el caso de las bacterias, tres de estas protenas son
esenciales para el mecanismo MMR, llamadas MutS, MutH y MutL. Las protenas
honologas a la MutS en humanos son la MSH2 y la MSH6. Juntas forman un he-
terodmero que puede reconocer los errores de la cadena recientemente sintetizada
[19].

Por otro lado, la protena MutL tiene muchos honologos en humanos, pero la
protena mas importante para el mecanismo MMR es el heterodmero de MLH1
y PMS2. Estas cumplen el importante rol de estimular e interactuar con otras
protenas, como las exonucleasas o helicasa para eliminar las bases incorrectas de
la cadena de ADN. De esta forma, la ADN polimerasa puede intervenir y ubicar
las bases correctas en los lugares correspondientes. En la Figura 3.8 se puede ob-
servar una esquematizacon del mecanismo MMR y @mo intervienen las protenas
mencionadas.
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Figura 3.8: Mecanismo MMR y las protenas involucradas [20]

De esta manera, el organismo logra eliminar los errores generados durante el
proceso de replicacon. Por la naturaleza repetitiva de los microsatlites, los errores
de deslizamiento son muy comunes. Por lo tanto, el sistema de reparacon es de suma
importancia para mantener la estructura correcta de estos sectores del ADN.

3.2.3. Inestabilidad microsatelital y sus variantes sonatica y germinal

En el caso de que el sistema de reparacon MMR se encuentre dafnado, los errores
no van a ser reparados. Por ende, cuando la cadena complementaria se convierte en el
molde para una replicacon posterior, la mutacon persiste a lo largo de las sucesivas
replicaciones. De esta manera, dependiendo de la naturaleza de la mutacon, el nuevo
microsatlite es nmas corto o nas largo que en la cadena original. Estos casos son
conocidos como inestabilidad microsatelital.

Es importante destacar que la inestabilidad microsatelital y un mecanismo MMR
de ciente no son equivalentes, ya que se trata de feromenos biobgicos distintos. Da-
do que hay una gran concordancia entre estos feromenos, en este trabajo y en muchos
otros se asume que al decir que un tumor tiene el mecanismo MMR de ciente, tiene
inestabilidad microsatelital, y viceversa.

Dentro de la inestabilidad microsatelital, existen variantes sonaticas y germina-
les. Como fue mencionado, esta distincon habla sobre el origen de la mutacon, es
decir, si la misma es causada por una condicon geretica o si fue adquirida a lo largo
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de la vida del paciente. En el caso de la variante germinal, los genes responsables
del mecanismo MMR esan mutados en todas las @lulas del paciente desde su na-
cimiento. Esta variante est asociada al sndrome de Lynch que fue explicado en la
seccon 3.1.3. Por otro lado, un paciente puede presentar un tumor con inestabilidad
microsatelital sin tener una predisposicon geretica. En este escenario, la MSI es de
tipo somatico, siendo la mas comun entre las dos variantes [21]. La perdida de la
expreson de la protena MLH1, asociada con la inestabilidad somatica, se produce
debido a la metilacon del promotor de dicho gen. Este feromeno epigeretico impli-
ca la adicon de grupos metilo al gen promotor de MLH1, responsable de regular la
iniciacon de la transcripcon de este gen. En consecuencia, la hipermetilacon del
promotor causa la inhibicon del gen y se re eja en la falta de produccon de MLH1
[22].

3.2.4. Diagrostico de inestabilidad microsatelital
Inmunohistoqumica

La tcnica de diagrostico mas utilizada para identi car la inestabilidad microsa-
telital en un tumor es la inmunohistoqumica. Este nmetodo observa el funcionamiento
del mecanismo MMR, evaluando la perdida de expreson de una o nas de las cuatro
protenas clave de este mecanismo: MLH1, MSH2, MSH6 y PMS2. De esta manera,
actia como un subrogante e caz para detectar la inestabilidad microsatelital en el
tumor.

Esta ecnica tiene el n de hacer visible un antgeno, generalmente una protena,
de la biopsia de un tumor para que un nedico pablogo pueda determinar su pre-
sencia o ausencia. Utiliza la unbn espec ca entre un antgeno y un anticuerpo para
lograr su visualizacon [23]. La misma puede ser directa o indirecta. En la inmunohis-
togumica directa se utiliza un solo anticuerpo marcado para detectar directamente
la protena de intees en la muestra de tejido, mientras que en la indirecta se em-
plean dos anticuerpos: uno espec co para la protena y otro secundario marcado,
ampli cando la senal. Ambos netodos son cruciales en el diagrostico e investigacon
bionedica [24].

En el laboratorio, el procedimiento implica tefir una muestra con hematoxilina y
eosina para clasi car la neoplasia, identi car sus caractersticas, evaluar la cantidad
de tumor en cada portaobjetos y asegurarse de que el tejido ese bien jado y sea
viable. Desptes de veri car la idoneidad de la muestra, se realiza la incubacon con el
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anticuerpo anti-MLH1, anti-MSH2, anti-MSH6 y anti-PMS2 en cuatro portaobjetos
diferentes, asignando cada protena a un portaobjetos espec co [25]. A continuacon,
la Figura 3.9 muestra una esquematizacon del proceso.

Figura 3.9: Flujo de trabajo del proceso de inmunohistoqumica (ejempli cado con inmunohisto-
gumica indirecta) [26]

Las muestras deben ser evaluadas bajo un microscopio por un pablogo entrenado
para detectar la presencia o ausencia de cada una de las protenas. Para que el
pablogo pueda determinar que el mecanismo MMR se encuentra intacto, debe haber
tincon de los rucleos de las @lulas tumorales para las cuatro protenas. En el caso de
gue una de ellas no tenga tincon del rucleo, se puede concluir que no hay presencia
de la protena en cueston y que por lo tanto, el mecanismo MMR se encuentra
danado. En la Figura 3.10 se pueden observar ejemplos de una tincon positiva
(izquierda) y negativa (derecha) para la protena MSH2 en los rucleos tumorales.
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Figura 3.10: Protena MSH2 presente (izquierda) y ausente (derecha) en rucleos tumorales me-
diante IHQ [25]

Si el mecanismo MMR resulta de ciente, se determina que el tumor del paciente
presenta inestabilidad microsatelital. No obstante, en muchos laboratorios, se realiza
una segunda prueba de biologa molecular para con rmar este diagrostico y poder
seleccionar el tratamiento adecuado. Adenas, en situaciones en las que la conclu-
sbn por inmunohistoqumica no sea clara para alguna de las protenas, tamben se
recomienda recurrir a pruebas de biologa molecular.

Biologa molecular

La deteccon directa de inestabilidad microsatelital se realiza a trawes de prue-
bas de reaccon en cadena de la polimerasa (PCR). Esta ecnica ampli ca millones
de copias de un segmento de ADN, espec camente del microsaelite en cueston.
Posteriormente, se emplea la electroforesis en gel para visualizar los resultados, per-
mitiendo la comparacon del microsatlite con un marcador de tamafo conocido. Si
se observa una discrepancia en longitud, ya sea que el microsatlite sea nas largo o
mas corto de lo esperado, se concluye que existe inestabilidad [27].

Se repite este proceso para multiples microsatlites en el tejido tumoral. El Insti-
tuto Nacional del Gancer (NCI) de Estados Unidos recomienda analizar cinco mar-
cadores (BAT-25, BAT-26, D2S123, D5S346 y D17S250) como indicadores micro-
satelitales para determinar el estado microsatelital de un tumor [28]. Si los cinco
marcadores muestran estabilidad, la muestra se clasi ca como MSS. En cambio, si
solo un marcador presenta inestabilidad, se clasica como MSI-L, y si dos o nas
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marcadores son inestables, se clasi ca como MSI-H. Es importante destacar que en
los casos MSI-L, la IHQ suele resultar indeterminada.

De esta manera, se dispone de dos tcnicas de laboratorio: una para evaluar la
integridad del mecanismo MMR (IHQ) y otra para visualizar directamente la estabi-
lidad o inestabilidad del microsatlite (PCR). Diversos estudios comparativos entre
estas metodologas han revelado disparidades en el diagrostico, oscilando entre el
2% y el 8% de los casos en diversas instituciones [29]. Dada la baja discrepancia,
se consideran aceptables los resultados obtenidos por cualquiera de las dos ecnicas,
apli@andose ambas solo en casos no concluyentes o cuando la muestra resulta ines-
table por IHQ. Sin embargo, es crucial senalar que esta discrepancia existe y puede
ser origen de posibles errores.

3.2.5. Inestabilidad microsatelital y su mejor prorostico

Se establece una clasi cacon del @ncer que distingue entre tumores "fros" y
"calientes”. Los tumores con inestabilidad microsatelital presentan elevados niveles
de mutaciones, facilitando la generacon de neoantgenos, es decir, antgenos tumora-
les capaces de inducir una respuesta inmune por parte del hiesped. Esta capacidad
de producir neoantgenos clasi ca al tumor como "caliente"[30]. En la Figura 3.11,
se presenta una representacon esquenatica que ilustra las diferencias entre un tu-
mor "fro" y uno "caliente", destacando la notable presencia de @lulas del sistema
inmune en el tumor "caliente".
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Figura 3.11: Tumor "fro" y tumor "caliente" [31]

Existen diversos factores que determinan si un tumor es "fro" o "caliente", entre
ellos se incluyen checkpoints inmunobgicos, la presencia de linfocitos in ltrantes de
tumores, el tejido linfoide terciario, mutaciones espec cas, as como la inestabilidad
microsatelital [30].

Hisbricamente, las pruebas de inestabilidad microsatelital para mujeres con ancer
de endometrio lo se llevaban a cabo en el caso de que la paciente tuviera sospecha
de sndrome de Lynch [32]. Hoy, la clasi cacon de un tumor como "fro" o "calien-
te" desempena un papel crucial en la formulacon de tratamientos personalizados
para las pacientes afectadas. Los tumores "fros", al carecer de la produccon de
neoantgenos, no son identi cados e cazmente por el sistema inmune, lo que limita
la e cacia de la inmunoterapia en estos casos. En contraste, los tumores "calien-
tes" son susceptibles a la inmunoterapia, una estrategia de tratamiento que ofrece
prorosticos mas favorables que la quimioterapia o radioterapia convencional, mejo-
rando as la calidad de vida durante el tratamiento [33]. Esta categorizacon permite
optimizar la atencon, adaptando los enfoques terapeuticos segun las caractersticas
espec cas de cada tumor, lo que se traduce en mejores perspectivas de erradicacon
y una mejora general en el bienestar del paciente.
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3.3. Tratamiento

El principal desafo que enfrenta el tratamiento del ancer de endometrio radica
en su agresividad. En la mayora de los casos, la intervencon implica procedimientos
quiurgicos que, lamentablemente, pueden privar a las mujeres de su capacidad de ser
madres si as lo desean, una preocupacon particularmente signi cativa para aquellas
gue aun se encuentran en edad ertilEsta es la razn por la cual se estin llevando a
cabo constantemente investigaciones y ensayos clnicos con el objetivo de desarrollar
terapias menos invasivas. La clave reside en identi car con precison los casos de
@ncer de mayor gravedad y aquellos con menor gravedad, a n de evitar que todas
las pacientes reciban tratamientos sumamente agresivos e innecesarios. La correcta
clasi cacon del tipo de tumor es esencial para ofrecer el tratamiento mas adecuado.
En la actualidad, una alternativa terapeutica que brinda un prorostico prometedor
es la inmunoterapia, una opcon de tratamiento que se exploraa en detalle mas
adelante, analizando su aplicacon y cuales son los casos en donde muestra mayor
efectividad.

Como se mencioro previamente, el tratamiento del ancer de endometrio consiste
en la mayora de los casos en una intervencon quinrgica. El tratamiento vara de
paciente a paciente ya que segun el estado clnico del tumor se establece la magnitud
de la intervencon. Existe incluso la posibilidad de participar en algun ensayo clnico
en donde se esk probando una nueva alternativa de tratamiento. A continuacbon
se mencionan brevemente los tratamientos mas frecuentes. Se utilizan cinco tipos
de tratamiento esaindar: la ciruga, la quimioterapia, la radioterapia, la terapia con
hormonas y la terapia dirigida.

Laciruga consiste en la extirpacon del ancer mediante un tratamiento quiurgi-
co y es la terapia mas frecuente para el ancer de endometrio. Segun aumenta el
estado del ancer, aumenta la agresividad de la intervencon. Una vez que se extir-
pa todo el tumor visible, es posible que la paciente reciba alguna terapia adyuvante
para terminar de eliminar las @lulas cancerosas que pueden permanecer luego de
la ciruga. Nuevamente, el tipo y agresividad de dicha terapia tamben dependen
del grado del tumor. A continuacon se explican brevemente las terapias adyuvantes
mas frecuentes [13].

La radioterapia es un enfoque de tratamiento del ancer que emplea rayos-X
de alta energa o diversas formas de radiacon con el propsito de destruir @lulas
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cancerosas 0 prevenir su proliferacon. Se puede tratar de radioterapia externa o
interna. No solo se utiliza para tratar el ancer sino tamben como terapia paliativa
para calmar los sntomas y mejorar la calidad de vida [13].

Por otro lado, la quimioterapia es un tratamiento contra el ancer que utiliza
medicamentos para eliminar las @lulas cancerosas. Estos medicamentos pueden ad-
ministrarse por va oral, intravenosa o directamente en el tumor. En el ancer de
endometrio, la quimioterapia se emplea para tratar la enfermedad que se ha propa-
gado o que ha reaparecido tras un tratamiento. Tamben puede utilizarse desples
de la ciruga para prevenir la reaparicon del ancer. Los medicamentos de quimio-
terapia tienen diversos mecanismos de accon, algunos danan el ADN de las @lulas
cancerosas, lo que detiene su crecimiento y divison, mientras que otros bloquean
el suministro de nutrientes esenciales para las @lulas cancerosas. Los efectos se-
cundarios de la quimioterapia varan segun el medicamento y la dosis, pero suelen
incluir fatiga, rauseas, vomitos, perdida de apetito, cada del cabello, infecciones y
trastornos sanguneos [34].

Porultimo, la terapia con hormonas es un enfoque de tratamiento contra el
@ncer que suprime o bloquea la in uencia de las hormonas, frenando as el crecimien-
to de las elulas cancerosas. En algunos casos, ciertas hormonas pueden estimular
el crecimiento de determinados tipos de @ncer. Cuando las pruebas indican que
las @lulas cancerosas tienen receptores que las hacen susceptibles a las hormonas,
se utilizan medicamentos, ciruga o radioterapia para reducir la produccon de las
mismas o bloquear su funcon [13].

3.3.1. Terapia dirigida

Este es un enfoque de tratamiento que emplea medicamentos y otras sustancias
con el proposito de identi car y atacar elulas cancerosas espec cas. En comparacon
con la quimioterapia o la radioterapia, estas terapias suelen causar menos dafo a las
@lulas normales. En el tratamiento del ancer de endometrio, se utilizan sustancias
como los anticuerpos monoclonales, los inhibidores de mTOR vy los inhibidores de
la transduccon de senales como ejemplos de terapias dirigidas [13].

La inmunoterapia representa un importante avance en oncologa, ofreciendo una
alternativa de tratamiento para tumores que responden poco a la quimioterapia, con
la ventaja adicional de minimizar los efectos adversos en la calidad de vida de los
pacientes en comparacon con otros enfoques terapeuticos. En mayo del 2017 la FDA
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(Administracon de Alimentos y Medicamentos de Estados Unidos) aprolo el uso de
una droga llamada Pembrolizumab, un inhibidor deheckpointsinmunobgicos. Se
trata de un anticuerpo monoclonal que impide que las @lulas tumorales supriman al
sistema inmune del paciente permitiendo que el mismo ataque y elimine a las elulas
tumorales [35]. La droga fue aprobada para usar en todos los casos de tumores con
inestabilidad microsatelital o de ciencia del mecanismo MMR, sin importar el sitio
primario del tumor.

3.4. Inteligencia arti cial y aprendizaje profundo

La inteligencia arti cial es un conjunto de herramientas y habilidades que bus-
can replicar la inteligencia humana en procesos computacionales, creando un campo
dentro de la ciencia de la computacon que tiene como objetivo la resolucon de
problemas [36]. Su aplicacon es diversa, abarcando desde el control de robots en la
rolotica hasta el reconocimiento de patrones en datos, el aprendizaje automatico
y el procesamiento del lenguaje natural. Los bene cios potenciales de la IA para
la sociedad son signi cativos. Destaca la mejora de la e ciencia y la productividad
mediante la automatizacon de tareas, respaldando la toma de decisiones informadas
al analizar grandes conjuntos de datos. Adenas, ofrece la posibilidad de desarrollar
productos y servicios innovadores que podran mejorar la calidad de vida de las per-
sonas, como diagrosticos medicos precisos 0 asistencia a personas con discapacidad
[37].

Una de las ramas nmas conocidas de la IA es el aprendizaje automaticarmachine
learning (ML), que se centra en el desarrollo de algoritmos para que las computado-
ras adquieran la capacidad de aprender de los datos y mejorar su rendimiento con
el tiempo [38]. Dentro de ML, existe el aprendizaje profundo, deep learning,un
tipo de aprendizaje que utiliza nultiples capas para extraer de manera autonatica
la informacon relevante de los datos, para luego aprender y tomar decisiones [39].

3.4.1. Redes neuronales

Los algoritmos de aprendizaje profundo se basan en el uso de redes neuronales
para emular las conexiones neuronales presentes en el cerebro humano. En estas
redes, las cuales esan compuestas por varias capas, se pueden encontrar nodos, que
representan las neuronas arti ciales. Estas neuronas estin interconectadas mediante
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pesos, que son valores ajustables que determinan la fuerza y la direccon de la cone-
xon entre ellas. Durante el proceso de aprendizaje, estos pesos se van actualizando
de manera iterativa a medida que la red es entrenada con datos. La red neuronal se
estructura en tres secciones clave: la capa de entrada, por donde se introduce la infor-
macon; las capas ocultas, donde se lleva a cabo el procesamiento principal mediante
la interaccon de neuronas y ajuste de pesos; y la capa de salida, que proporciona el
resultado nal del algoritmo [40]. Para una comprenson visual de la relacon entre
las neuronas y sus conexiones ponderadas, se presenta una simpli cacon ga ca en
la siguiente gura.

Figura 3.12: Esquema simpli cado de una red neuronal

Dependiendo de la tarea que se busque realizar, se incluyen distintas capas en
la red. Cada una de estas capas tiene un propsito espec co que dicta ®mmo se
relacionan sus neuronas de forma tal que la red adquiera conocimiento y capture
patrones en los datos de forma efectiva. En particular, a continuacon se mencionan
las capas nas utilizadas para el procesamiento de imagenes.

Capa convolucional

Una capa convolucional es una parte central de la arquitectura de una red neuro-
nal convolucional principalmente utilizada para procesar imagenes. Al igual que en
otras capas de una red, las conexiones entre neuronas se establecen mediante pesos
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gue se actualizan durante el proceso de aprendizaje. Estos pesos corresponden a los
paametros de los Itros utilizados en la capa convolucional. En este contexto, los
Itros son ventanas pequenas que se desplazan sobre la imagen de entrada, calcu-
lando la relacon entre sus elementos y la imagen en cada posicon (convolucon).
La aplicacon de estos Itros genera mapas de activacon, los cuales se apilan para
formar el volumen de salida. La conexon de cada neurona en el mapa de activacon

a una regon local de la entrada permite a la red aprender y reconocer patrones
locales, aprovechando las correlaciones espaciales cercanas. Ademnas, los paametros
del Itro se comparten en todas las posiciones locales, lo que reduce la cantidad
de paametros y contribuye a la e ciencia de la red. En £rminos de funcionalidad,

las capas convolucionales iniciales se centran en capturar caractersticas de bajo ni-
vel, como Ineas y bordes, mientras que las capas posteriores se dedican a extraer
caractersticas de alto nivel, como formas y objetos espec cos [41].

Capa de pooling

En la capa de pooling, el objetivo es reducir la complejidad de la red neuronal me-
diante la agrupacon de paametros generados en capas anteriores. Esta reduccon de
dimensionalidad se logra a trawes de funciones de agregacon, comarex-pooling
gue selecciona el valor mas alto de un grupo de paametros, o &erage-poolim,
gue calcula un valor promedio. La eleccon de la funcon depende de la tarea es-
pec ca. Aunque esta capa implica perdida de informacon, su funcon es simpli car
signi cativamente el algoritmo [42].

Capa de atencon

De manera araloga a ®mo una persona enfoca su atencon, en una red neuronal,
una capa de atencon permite que la red se concentre en partes espec cas de la
entrada [43]. Esto resulta especialmente bene cioso en tareas como el procesamiento
del lenguaje natural, donde la red debe comprender las relaciones entre palabras o
frases, as como en el procesamiento de imagenes para reconocer o segmentar objetos
[44]. Las capas de atencon, esencialmente, realizan una reduccon ponderada de la
media. En este proceso, se asigna un peso a cada elemento que contribuye a la
media, determinado por una funcon de atencon que considera las relaciones entre
los distintos elementos de la entrada. Adenas, estas capas reducen la dimenson de
la entrada al combinar los elementos en ununico vector de salida [43].
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Capa de regularizacon

En esta capa se busca resolver problemas de sobreajuste del algoritmo, que sucede
cuando el modelo se torna muy personalizado para un conjunto de datos particular,
y aprende de paametros incorrectos, lo cual baja signi cativamente su desempefo
para otros datos. El metododropout de regularizacon hace que, en cada iteracon
de entrenamiento, se ignore un porcentaje determinado de neuronas seleccionadas
aleatoriamente antes de pasar a la siguiente capa. A este porcentaje se lo conoce
como eldropout rate, y se lo determina antes del entrenamiento. Suele tomar un valor
entre 0,2 y 0,5. Esto evita el sobreajuste, aumentando la habilidad de generalizacon
del modelo [45].

Capa totalmente conectada

En este tipo de capas, tamben conocidas como capas densas, hay una intercone-
XDn total entre neuronas, es decir que todas las salidas de las neuronas de una capa
son utilizadas como las entradas para todas las neuronas de la capa siguiente. Dado
gue otras capas no trabajan con la totalidad de la informacon, sino que de a grupos,
estas capas son necesarias para lograr recopilar toda la informacon. Se suele contar
con varias de estas capas, para bajar gradualmente el rumero de neuronas en la red
[46]. De todos modos, estas capas son de alto costo computacional y no mantienen
la estructura espacial de la entrada. Es por esto que estas capas suelen colocarse al
nal de la red y se utilizan principalmente para tareas de clasi cacon. En el caso
de dichas tareas en donde la capa de salida de la red es una capa totalmente conec-
tada, como funcon de activacon, es decir, la funcon que transforma las entradas
en salidas, se suele utilizar una funcorsoftmax Esta funcon convierte un vector
cuya dimenson coincide con el rumero de clases posibles para la clasi cacon en
otro vector del mismo tamano, el cual representa las probabilidades de pertenencia
a cada una de las clases [47].

La siguiente Figura 3.13 muestra un ejemplo de red neuronal para una tarea
de clasi cacon en donde se utilizan capas convolucionales para la extraccon de
caractersticas de la imagen, una capa de atencon para reducir la dimenson de la
entrada y una serie de capas densas para la clasi cacon.
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Figura 3.13: Esquematizacon de una red neuronal convolucional [48]

3.4.2. Proceso de aprendizaje

El proceso de aprendizaje de un modelo dieep learningimplica la adaptacon

de su comportamiento a trawes de la modi cacon de las ponderaciones de cada neu-
rona. Durante el proceso de entrenamiento, que utiliza una gran cantidad de datos
con valores de salida conocidos, se parte de una ponderacon arbitraria para cada
neurona. Se compara el valor obtenido con el valor esperado, y en caso de discre-
pancia, se ajustan las ponderaciones para mejorar la concordancia. Estos ajustes
se realizan mediante una funcon de optimizacon, que busca que las predicciones
se asemejen cada vez nmas a los valores reales, facilitando as el proceso de apren-
dizaje. Los pasos detallados a continuacon describen @mo lograr un aprendizaje
satisfactorio del algoritmo mediante este procedimiento.

Inicializacon de pesos

Cada neurona posee pesos que aplican ponderaciones a las conexiones, destacando
las mas importantes para una prediccon precisa. Estos pesos pueden ser inicializados
de diversas maneras, siendo una de ellas la inicializacon aleatoria. Esta estrategia
contribuye a que el algoritmo converja sin quedar atrapado enoptimos locales [49].

Propagacdbn hacia adelante

Desples de asignar los pesos iniciales a las neuronas, se introduce en la red la
seccon del conjunto de datos destinada al entrenamiento. La informacon atraviesa
las diversas capas y se propaga en funcon de los pesos asignados. En la salida de la
ultima capa se obtiene una prediccon [50].
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Funcon de mrdida

Para poder mejorar el modelo entre iteraciones de aprendizaje, es necesario contar
con una funcon de perdida o costo.Esta calcula el error, es decir, la diferencia entre
el valor obtenido con el valor real. Al minimizar esta funcon, se logra mejorar el
desempeno de la red. En problemas de clasi cacon, se suele usar la funcon de
perdida de entropa cruzada, que puede ser utilizada tanto para problemas binarios
como multiclase. Esta funcon evalia y penaliza casos con respecto a su probabilidad
de estar en la clase incorrecta [51]. Otra funcon de perdida conocida es la SVM
(support vector machines)inaria, en el cual se considera un margen entre clases,
y utiliza una perdida bisagra. Esta penaliza a los casos incorrectos con respecto a
cuan lejos se encuentren de dicho margen, mientras que los casos correctos tienen una
penalizacon nula [52]. Una variante de esta funcon es la SVM binaria suavizada,
donde se utiliza una verson suavizada de la perdida bisagra. En este caso, tamben
se aplica una penalizacon leve a las predicciones correctas, la cual disminuye al
alejarse del margen. Esta variante hace que la funcon sea menos sensible al ruido
de los datos [53].

Retropropagacon del error

Una vez calculada la funcon de perdida, es necesario ajustar los pesos de la
red para que, en una nueva iteracon, la funcon de perdida disminuya. Se recorre
la red, con el n de calcular el gradiente de la funcon de perdida con respecto a
cada uno de los paametros del modelo. Esto deja en evidencia que paametros son
los responsables del desempefo del mismo. El ajuste de los paametros es llevado
a cabo por un optimizador que utiliza el gradiente calculado para actualizar los
paametros en cada iteracon. La magnitud de la actualizacon est dada por la tasa
de aprendizaje, dearning rate. Este valor tiene que ser lo su cientemente grande
como para que el algoritmo no quede en un mnimo local ni sea demasiado lento, y
lo su cientemente chico como para que converja [50].

El optimizador Adam combina elementos de varios optimizadores populares y se
distingue por su capacidad para emplear tasas de aprendizaje adaptativas para cada
paametro individual. Utiliza dos momentos exponenciales, uno para el promedio de
los gradientes y otro para el promedio de los cuadrados de los gradientes, los cuales
se actualizan en cada iteracon para ajustar dirmmicamente la tasa de aprendizaje de
cada paametro. La inclusbn de sesgo de correccon contrarresta el sesgo hacia cero
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al inicio del entrenamiento. En sntesis, Adam destaca por su e ciencia y capacidad
para adaptarse de manera personalizada a los paametros, lo que lo convierte en una
opcon verstil para diversos problemas de optimizacon en el aprendizaje autonatico
[54].

La cantidad de iteraciones, tamben conocidas comoepocasgochg, requeridas
durante el entrenamiento vara segun el modelo. Algunos autores optan por un
rumero jo de iteraciones, mientras que otros eligen un rango y evalban la funcon
de perdida para decidir si se deben realizar mas iteraciones. En el contexto de la
validacon cruzada, se evaba la funcon de perdida en un conjunto de validacon
desconocido para el modelo, y se selecciona la iteracon en la que esta funcon alcanza
Su mnimo.

3.4.3. Distintos tipos de entrenamiento

Dentro del rubro de la IA, existe una clasi cacon sobre los niveles de supervi-
sbn que requiere el algoritmo para su entrenamiento. Los algoritmos supervisados
cuentan con etiquetas para cada una de sus datos. El algoritmo aprende al observar
los datos y sus etiquetas, para luego predecir la etiqueta de un nuevo dato. Por otro
lado, los algoritmos no supervisados carecen de etiquetas y buscan patrones internos
para realizar la clasi cacon. Por ejemplo, un algoritmo no supervisado entrenado
con imagenes de radiografas podra utilizar paametros como tamano y forma para
distinguir diferentes partes del cuerpo. Mientras que los algoritmos supervisados re-
quieren etiquetas proporcionadas por expertos, los no supervisados suelen demandar
una mayor cantidad de datos para su funcionamiento, lo que los hace computacio-
nalmente mas costosos [55]. A continuacon, en la Figura 3.14, se puede observar un
esquema de esta clasi cacon y en gue tipo de tareas se utiliza cada una.

Figura 3.14: Tareas de aprendizaje supervisado y no supervisado
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Existe una categora intermedia denominada algoritmos cebilmente supervisados.
Estos algoritmos se basan en el uso de etiquetas cebiles o gerericas aplicadas a
todos los datos, proporcionando clasi caciones sin detalles espec cos. Aunque estas
etiquetas tienden a tener mas ruido y carecen de gran especi cidad, simpli can
considerablemente el proceso de etiquetado. Este tipo de supervisbn permite llevar
a cabo tareas de clasi cacon que requieren un aralisis mas detallado por parte
del algoritmo, llevandolo a aprender que aspectos espec cos debe considerar para
realizar la clasi cacon [56].

Una forma de aprendizaje cebilmente supervisado es el aprendizaje de nmultiples
instancias (MIL por sus siglas en ingeMultiple Instance Learning). En este tipo de
modelo, las instancias de aprendizaje se encuentran organizadas en grupos llamados
bolsas. En lugar de tener una etiqueta para cada instancia, se tiene una etiqueta
para cada bolsa. En este modelo, se trabaja bajo la asuncon de que en una bolsa
negativa, todas las instancias son negativas, mientras que en una bolsa positiva, hay
al menos una instancia positiva [57]. En el caso de estar trabajando con inagenes,
los pxeles o parches son instancias mientras que la imagen es la bolsa, y se tiene
una etiqueta para la imagen entera. Este tipo de modelo es muyutil para problemas
de clasi cacon de imagenes nedicas, donde la presencia de un evento biobgico en
algun sector de la imagen hace que la imagen entera sea positiva. Se puede observar
un ejemplo de esto en la Figura 3.15 a continuacon.

Figura 3.15: Esquematizacon de aprendizaje de multiples instancias [58]
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3.4.4. Aprendizaje por transferencia

En el contexto del aprendizaje por transferencia, el proceso implica aprovechar
el conocimiento adquirido por un modelo durante su entrenamiento en una tarea
fuente (source task para mejorar su rendimiento en una tarea destinadrget task).
Durante la fase de pre-entrenamiento en la tarea fuente, el modelo aprende a extraer
caractersticas relevantes y a entender patrones complejos presentes en los datos.
Luego, en la fase de ajuste me-tuning en la tarea destino, el modelo utiliza este
conocimiento previo como punto de partida.

En el ajuste no, se adapta el modelo pre-entrenado a la tarea destino mediante
la actualizacon de sus pesos a medida que se expone al nuevo conjunto de datos.
Es conun "descongelar” algunas capas del modelo para permitir que se ajusten nas
espec camente a los detalles de la nueva tarea, mientras se mantienen otras capas
con los pesos pre-entrenados para retener el conocimiento general aprendido. Este
enfoque es particularmente util cuando el conjunto de datos de la tarea destino es
limitado, ya que el modelo aprovecha las caractersticas aprendidas en la tarea fuente
para mejorar su desempefo en la nueva tarea.

El aprendizaje por transferencia permite una mayor e ciencia y rendimiento al
evitar la necesidad de entrenar modelos desde cero en cada tarea, especialmente
cuando se enfrenta a limitaciones de datos o recursos [59].

ResNet-50

Un modelo frecuentemente utilizado para el aprendizaje por transferencia es
ResNet-50. ResNet signi ca Red Residual y es un tipo espec co de CNN intro-
ducido en el artculo \Deep Residual Learning for Image Recognitidrpublicado en
2015 por He Kaiming et al. [60]. Esta red neuronal esh compuesta por 50 capas:
48 capas convolucionales, una capa dex-poolingy una de average-poolingComo
se mencioro anteriormente, las capas convolucionales son esenciales en la extraccon
de caractersticas de una imagen mientras que las dosultimas capas se utilizan para
reducir y resumir las caractersticas de las entradas. La caracterstica distintiva de
las redes neuronales residuales es el uso de bloques residuales, que permiten que las
capas de una red aprendan las diferencias entre las caractersticas originales y las
caractersticas transformadas. Esto facilita el entrenamiento de redes muy profundas
como ResNet-50 [61].
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Vision Transformers

Los Vision Transformers (ViT), tamben conocidos como Transformadores de
Vison, representan un tipo de modelo basado en redes neuronales disenado es-
pecialmente para abordar tareas relacionadas con el procesamiento de inagenes.
Inicialmente concebidos como una arquitectura de aprendizaje profundo para el
procesamiento del lenguaje natural, estos modelos fueron posteriormente adapta-
dos para sustituir a las CNN en las tareas de procesamiento de imagenes por los
investigadores Dosovitskiy et al. en el ano 2020 [62].

Los transformadores tradicionales emplean mecanismos de atencon durante el
proceso de entrenamiento del modelo. En la arquitectura ViT, el primer paso consiste
en dividir la imagen en parches, conunmente de dimensiones 16x16 pxeles. Cada
parche se transforma en un vectorefnbedding a traves de una CNN, capturando as
las caractersticas relevantes. La eleccon de una CNN se justi ca por su capacidad
para extraer caractersticas signi cativas de los parches. Estos vectores se introducen
luego en un codi cador transformador, que puede conceptualizarse como una serie
de capas de atencon en donde el modelo busca las relaciones entre los parches y
aprende mmo los mismos contribuyen al etiguetado nal de la imagen [63].

De esta manera, la salida del codi cador transformador son vectores con las
caractersticas de la imagen.Estos son decodi cados por una red de mnultiples capas
para poder realizar una clasi cacon de la imagen. Los VIiT tienen la ventaja de
poder procesar parches, lo cual es menos costoso computacionalmente que procesar
pixel por pixel, pero sin perder de vista dbnde se ubicanestos y ®mo se vinculan
entre s. Los VIiT pueden ser entrenados con conjuntos de inagenes nmas pequenos
y se pueden utilizar para diversas funciones de procesamiento de imagenes, desde
clasi cacon hasta deteccon de objetos. En la Figura 3.16 se puede observar una
esquematizacon de un modelo ViT [63].
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Figura 3.16: Esquematizacon de un ViT [63]

3.5. Evaluacon y netricas

Una vez que el algoritmo ha sido entrenado, se procede a realizar pruebas para
evaluar su desempeno. Este proceso se lleva a cabo utilizando un conjunto de datos
de evaluacon, para el cual se conocen los resultados reales. Se compara la salida del
modelo con estos resultados para obtener netricas estadsticas que proporcionan
informacon sobre su rendimiento. Como se ilustra en la Figura 3.17, en el caso
de tareas binarias, los resultados de la evaluacon se clasi can en cuatro categoras
segun la combinacon de los valores reales y las predicciones. Esta representacon se
conoce como una matriz de confuson.

Figura 3.17: Matriz de confusbn

La exactitud o accuracyes la tasa de casos predichos correctamente sobre el total
de casos. Es la mas simple de todas las netricas, y habla del desempefo global del
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algoritmo. La brmula para esta netrica se encuentra en la ecuacon (3.1).

: VP+ VN
Emwwd_VP+VN+FP+FN (3.1)

La sensibilidad orecall es la netrica que mide la utilidad de la prueba al ser
utilizada en casos positivos. Es la tasa de verdaderos positivos con respecto al total
de los casos positivos. En cambio, la especi cidad mide la utilidad de la prueba al
ser utilizada en casos negativos. Es la tasa de verdaderos negativos con respecto al
total de los casos negativos. Las ecuaciones que describen a estas netricas se pueden
observar en las ecuaciones (3.2) y (3.3) respectivamente.

. VP

Sensibilidad = m (32)
e _ V' N

Especificidad = VN+EP (3.3)

Luego, existe la precisbn o valor predictivo positivo (PPV). La misma es la tasa de
verdaderos positivos con respecto al total de los casos predichos como positivos. Por
otro lado, el valor predictivo negativo (NPV) es la tasa de verdaderos negativos con
respecto al total de los casos predichos como negativos. Las ecuaciones que describen
a estas netricas se pueden observar en las ecuaciones (3.4) y (3.5) respectivamente.

VP

PPV = VUp+Fp 3.4)
VN

NPV = UN+EN (3:5)

Porultimo, estas netricas se pueden contrastar para obtener mas informacon.
El aralisis ROC (caracterstica operativa del receptor) es una gia ca entre la tasa
de verdaderos positivos (sensibilidad) y la tasa de falsos positivos (1-especi cidad)
a distintos umbrales de decisbn. Calculando elarea debajo de esta curva, se obtiene
la metrica AUROC @rea debajo de la curva ROC). Esta netrica aporta informacon
sobre la habilidad del algoritmo de distinguir entre las clases. Un valor de AUROC
igual a 1 indica un modelo perfecto, mientras que un valor de 0,5 sugiere que el
modelo es tan bueno como una clasi cacon aleatoria [64]. Similarmente, existe la
AUPR @rea debajo de la curva PR), una netrica derivada de calcular elarea debajo
de la curva PR (precison-recall). Esta curva gra ca el valor de la sensibilidad y la
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precison para los distintos umbrales de decison [65]. Por lo tanto, la curva PR y la
AUPR son muy utiles para encontrar un umbral donde tanto la precison como la
sensibilidad son satisfactorias. En la Figura 3.18 se pueden observar ambos tipos de
curvas.

Figura 3.18: Curva ROC y curva PR [66]

La decison sobre que netricas considerar a la hora de evaluar un algoritmo
depende del tipo de tarea que se est realizando y de su base de datos. En los casos
clnicos, es importante considerar que es nas peligroso para un paciente, si un falso
positivo o un falso negativo. Adenas, en el caso de contar con clases desbalanceadas,
es necesario utilizar las netricas que tengan esto en consideracon.

3.6. Patologa digital

La patologa digital es un entorno diramico basado en imagenes, que permite la
adquisicon, geston e interpretacon de informacbn patobgica generada a partir de
un portaobjetos digitalizado [1]. El ermino para las imagenes en el ordenador es
Whole Slide images diapositivas completas de preparado histobgico (WSI por sus
siglas en ingks). El proceso de digitalizacon de un corte histobgico implica el uso
de un es@ner especializado en histopatologa. Este es@aner realiza un barrido minu-
cioso de la Amina histobgica, capturando imagenes de alta resolucon en nultiples
secciones. Estas inagenes se ensamblan digitalmente para crear un WSI completo.
Durante este proceso, se registran detalles microsmpicos, y la informacon resultan-
te se almacena en formato digital para su visualizacon y aralisis en una pantalla
de computadora [67]. En la Figura 3.19 se observan tres ejemplos de este tipo de
imagenes, WSI de @ancer endometrial.

Estas imagenes digitales, obtenidas a partir de biopsias o resecciones tumorales,
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pueden luego ser almacenadas, compartidas y analizadas digitalmente, ofreciendo
una serie de ventajas sobre los netodos tradicionales de patologa. Se ofrece la
posibilidad de acceso desde cualquier sitio, la colaboracon entre pablogos en tiempo
real y la utilizacon de herramientas digitales de aralisis de inagenes para mejorar
la precisbn de diagrostico [68].

Figura 3.19: WSI de @ancer de endometrio

Los enfoques de patologa computacional basados en aprendizaje profundo re-
quieren, o bien la anotacon manual del preparado en su totalidad, en un entorno
totalmente supervisado, o grandes cantidades de datos con etiqueta a nivel de la
diapositiva en un entorno cebilmente supervisado. Las inagenes H&E se suelen di-
gitalizar en diferentes resoluciones y luego se guardan como unaunica imagen en un
archivo SVS @lide Viewer System Dichos archivos contienen imagenes piramidales
con distintos niveles de magni cacon segun la digitalizacon. Cada nivel correspon-
de con una resolucon, es decir cantidad de micrones por pixel (mpp), que indica
la magni cacon maxima a la cual se puede observar la imagen sin perder calidad.
En la mayora de los casos, el nivel mas bajo corresponde a la mayor magni cacon
mientras que el mas alto, a la menor. Este formato de imagen de alta resolucon
tiene caractersticas muy distintas a una imagen en formato JPG o PNG, por lo que
Su procesamiento es muy distinto.

La manipulacon integral de imagenes piramidales en formato SVS a menudo
resulta desa ante, por lo que es conmun segmentar algun nivel de magni cacon
segin las necesidades y convertirlo en parches de dimensiones constantes. Optar
por una magni cacon nmas alta permite examinar con mayor detalle estructuras
diminutas, mientras que una magni cacon menor abarca una mayor extenson de
tejido, y reduce el costo computacional asociado al procesamiento de los parches.

En la actualidad, existen numerosos enfoques para realizar operaciones sobre es-
tas imagenes, pero se busca comunmente netodos que no requieran la extraccon
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manual de regiones de intees (ROI) ni anotaciones detalladas a nivel de pxeles o

parches. El objetivo es obtener resultados lidos incluso con una cantidad limitada

de muestras. Dado que no siempre se encuentra accesible la informacon geromica,
transcrippmica o proteomica de las muestras, resulta crucial hallar modelos que ges-

tionen e cientemente conjuntos de datos y puedan operar con una cantidad reducida

de imagenes.

3.7. Arquitectura CLAM

La herramienta CLAM (clustering-constrained-attention multiple instance lear-
ning) fue desarrollada por Mahmood Lab y publicada en marzo de 2021 como una
herramienta para resolver los principales problemas de la patologa computacional
mencionados previamente [69]. Dicho laboratorio pertenece a la instituc@righam
and Women's Hospital(BWH) en Boston, Massachusetts, Estados Unidos y se de-
dica a la utilizacon de inteligencia arti cial para el aralisis de imagenes patobgicas
[70].

CLAM es una herramienta de aprendizaje profundo de alto rendimiento para la
clasi cacon cebilmente supervisada en patologa computacional. En este enfoque,
cada diapositiva digitalizada de tejido patobgico se etiqueta con un diagrostico,
pero no se proporciona ninguna anotacon a nivel de pxel o regon. Esto signi ca
gue CLAM no necesita extraer ROI ni realizar anotaciones de parches. Median-
te tres aralisis independientes, los autores demostraron que la herramienta puede
obtener un alto rendimiento a trawes de diferentes tareas de clasi cacon. Adenas
ha demostrado ser e ciente en cuanto al manejo de datos ya que dichos resulta-
dos prometedores se mantienen aun reduciendo el rumero de datos etiquetados.
La herramienta se evalia en tres tareas independientes: clasi cacon de carcinoma
de elula renal (RCC), clasi cacon de @ncer de pulnon de @lulas no pequenas
(NSCLC) y la deteccon de tumor en rodulos linhticos. Se utilizan tanto datasets
publicos como cohortes independientes y se ha demostrado que, a pesar de haber
sido entrenada con resecciones tumorales, la misma puede ser adaptada para biop-
sias e incluso imagenes fotomicrogra cas obtenidas con un celular inteligente. Las
imagenes fueron obtenidas ddhe Cancer Genome AtlagTCGA). A continuacon
se puede observar la Tabla 3.1 en la cual se resumen los resultados obtenidos en ca-
da una de estas pruebas. La netrica provista corresponde al promedio del AUROC
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junto a su desvo estindar de los 10 pliegues sobre los cuales se realio la evaluacon.

Tarea Dataset Cantidad de imagenes Magni cacon AUROC
TCGA [71] 884 x20 0.991+ 0.004
Clasi cacon RCC

interno 135 x20 0.972: 0.008

TCGA [72] 1967 x20 0.956t 0.020

Clasi cacon NSCLC

interno 24 x20 0.975t 0.007

CAMELYON [73] 899 x40 0.953 0.029

Deteccbon de metstasis

interno 133 x40 0.94(Gt 0.015

Tabla 3.1: Desempeno de arquitectura CLAM en distintas tareas
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El objetivo de este trabajo es desarrollar una herramienta de patologa digital
para la clasi cacon de carcinomas endometriales pro cientes y de cientes para el
sistema de reparacon del ADN. Con esto en mente se busca desarrollar un mode-
lo de aprendizaje profundo que pueda cumplir con dicha tarea. En este trabajo se
implementan y evalan cuatro modelos distintos y luego se elige el que mejor se
adapta a los requisitos de esta clasi cacon. A grandes rasgos, el desarrollo y evalua-
con de un modelo consiste en entrenarlo con un conjunto de imagenes de las cuales
se conoce su estado de inestabilidad microsatelital, es decir, se sabe si cada una de
ellas es MSI 0 MSS. La idea es que el modelo aprenda clales son las caractersticas
distintivas de cada clase y que cuando se le presente una imagen con estado desco-
nocido, el mismo pueda predecir su estabilidad o inestabilidad microsatelital. Los
cuatro modelos comparten la misma arquitectura y se diferencianunicamente en el
conjunto de datos que se utiliza para su entrenamiento. Las diferencias radican en
la magni cacon de las inagenes y en gLe tan balanceadas esan ambas clases en el
conjunto de entrenamiento. Los cuatro modelos son los siguientes:

Magni cacon Equilibrio de clases
modelo _balanceado _20x 20x balanceado
modelo _desbalanceado _20x 20x desbalanceado
modelo _balanceado _10x 10x balanceado
modelo _desbalanceado _10x 10x desbalanceado

Tabla 4.1: Distintos modelos de entrenamiento

En primer lugar, es importante destacar que los cuatro modelos se basan en la
arquitectura CLAM que no lo provee un modelo de aprendizaje profundo para
la clasi cacon sino que tamben facilita cada uno de los pasos en el procesamiento
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de las imagenes patobgicas. El ujo de trabajo completo para el desarrollo de los
modelos puede observarse en la Figura 4.1 y se explica a continuacon.

Figura 4.1: Flujo de trabajo de la herramienta completa

El primer paso, tanto para entrenar al modelo como para evaluar el mismo en
una imagen nueva, es segmentar el tejido dentro de la imagen. Luego, se segmenta
dicha regon en parches iguales de 256x256 pxeles para poder operar sobre regiones
mas pequenas de la misma.

Estos parches ingresan a una CNN pre entrenada para poder extraer 1024 ca-
ractersticas de cada uno. Son estas caractersticas las que van a ingresar al modelo
de clasi cacon para poder predecir la estabilidad o inestabilidad microsatelital para
cada WSI. Al trabajar en esta dimensbn de caractersticas en vez de en la dimenson
de los pxeles, se reduce signi cativamente el costo computacional.

En cuanto al modelo de clasi cacon, para poder entrenar un modelo de aprendi-
zaje profundo utilizando WSI sin anotaciones ni extraccon de ROIs, CLAM utiliza
una funcon de agregacon basada en atencon para combinar las caractersticas de
los parches de una imagen en una representacon a nivel de toda la diapositiva.
Tanto durante el entrenamiento como en la evaluacon, el modelo examina y ordena
todos los parches de tejido asigrandoles wstore/puntaje de atencon a cada uno de
ellos. Este puntaje provee informacbn sobre la contribucon o importancia de dicho
parche en la representacon de toda la imagen para cada clase. La salida del modelo
es la probabilidad que presenta la diapositiva completa de pertenecer a cada una de
las clases junto con su clase predicha.
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4.1. Eleccon de la arquitectura CLAM como base para el
modelo

La seleccon de CLAM como arquitectura principal se ba® en una lusqueda y
evaluacon exhaustiva de diversas alternativas. Esta opcbn se desta® por su pro-
metedor rendimiento, e ciencia computacional, manejo e caz de datos y la mnima
intervencon de pablogos profesionales. A continuacon, se detallan las ventajas que
ofrece esta arquitectura en comparacon con otras opciones consideradas.

En primer lugar, la plataforma fue creada para procesar WSI de muestras pa-
tobgicas con tincon H&E en formato de imagen piramidal de alta resolucon. La
manipulacon de estas inagenes es sumamente complejay, por lo tanto, es importan-
te contar con un algoritmo que emplee las libreras adecuadas para poder procesar
este tipo de archivos y sacar provecho de la alta resolucon del formato piramidal. El
procesamiento de una inmagen patobgica requiere de varios pasos y CLAM facilita
cada uno de ellos.

En segundo lugar, al tratarse de una metodologa semi-supervisada, CLAM fa-
cilita la obtencon de muestras. Slo es necesaria una etiqueta para cada inagen,
indicando siesta es estable o inestable. En el caso de utilizar un algoritmo super-
visado, sera necesario que un pablogo experto indique qe sector de la imagen es
relevante para la tarea, ya sea con un ROI o etiquetando cada uno de los parches. Ya
gue la imagen incluye tanto tejido tumoral como tejido sano, y considerando que la
regon tumoral es la que contiene informacon relevante, la tarea de preparar los ca-
sos para el entrenamiento se simpli ca notablemente cuando se requiereunicamente
una etiqueta para cada imagen.

En tercer lugar, la forma en la que se procesan los datos esta disenada con el
objetivo de reducir el costo computacional. Como fue mencionado, las imagenes pi-
ramidales son de muy alta resolucon, lo cual las hace muy grandes, por lo que pro-
cesarlas suele ser muy costoso computacionalmente. En esta arquitectura se plantea
un paso previo al entrenamiento, en el cual se extraen caractersticas importantes de
cada parche y se transforman en un espacio numrerico con el cual es mas sencillo tra-
bajar. Esto logra que el entrenamiento sea mucho mas apido y computacionalmente
menos Costoso.

Por ultimo, CLAM no se trata de un modelo en el cual todos los paametros
fueron determinados por los autores, sino que es posible intervenir signi cativamente
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en cada paso del proceso de aprendizaje y evaluacon. De esta manera es posible
adaptar el modelo a distintas tareas con distintas necesidades. Es posible supervisar

el proceso en cada momento, para poder corregirlo y lograr que el algoritmo obtenga

buenos resultados.

Es fundamental resaltar que este estudio representa un desafo signi cativo, ya
gue la tarea de clasi cacon resulta considerablemente mas compleja que aquellas
para las que CLAM fue originalmente concebido. Esta herramienta fue desarrollada
y evaluada para clasi car tumores a nivel de microscopa de luz, segun caractersticas
morfobgicas visibles por un nedico experto en elarea. Nuestro trabajo, altamente
ambicioso, busca la deteccon de feromenos moleculares, tan lo detectables por
ecnicas complementarias so sticadas de laboratorio.

A continuacon se detalla el proceso de implementacon de esta arquitectura,
incluyendo la obtencon de muestras para su entrenamiento y evaluacon. Adensas,
se desarrolla un prototipo de interfaz ga ca para que esta herramienta pueda ser
implementada y operada por los pablogos en una institucon nedica.

4.2. Obtencon de muestras

Para llevar a cabo este trabajo, se ensamblaron dos conjuntos de imagenes his-
tobgicas de carcinomas endometriales de las cuales se conoce su estado microsate-
lital. Por un lado, para el entrenamiento y una primera evaluacon del modelo, se
cren el conjunto con muestras del TCGA y delClinical Proteomic Tumor Analysis
Consortium (CPTAC). Este conjunto es denominado TCGA-CPTAC, y cuenta con
muestras de los proyectos TCGA-UCEC y CPTAC-UCEC. Las siglas UCEC corres-
ponden al proyecto de carcinoma endometrial del cuerpo uterinbterine Corpus
Endometrial Carcinoma). Por otro lado, para contar con una instancia de evalua-
con independiente, se cren un segundo conjunto con imagenes obtenidas de muestras
retrospectivas de un laboratorio independiente de anatoma patobgica en Buenos
Aires.

4.2.1. Conjunto TCGA-CPTAC

Tanto el TCGA como el CPTAC son dos proyectos importantes en la investigacon
del ancer, llevados a cabo por el Instituto Nacional del Gancer de Estados Unidos.
El TCGA est enfocado en las caracterizaciones gereticas y epigereticas del ancer,
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mientras que el CPTAC se enfoca en la proteomica del mismo. Por mas que su
enfoque sea distinto, ambas tienen como objetivo la recopilacon de informacon
asociada al @ancer, y hacerla disponible al publico para una mejor comprenson y
un avance en la investigacon delarea.

Estas bases de datos fueron seleccionadas como fuentes de inagenes por su pre-
sencia recurrente en otros trabajos similares. La investigacon de Hong et al. [74]
utiliza tanto TCGA-UCEC como CPTAC-UCEC para el entrenamiento de su mo-
delo de aprendizaje profundo destinado a la clasi cacon del ancer de endometrio
en sus distintos subtipos moleculares. Fremont et al. [75] emplea diversas fuentes
de datos para abordar la misma tarea de clasi cacon de carcinomas endometriales,
siendo TCGA-UCEC elunico conjunto de datos de acceso publico en dicha inves-
tigacon. Tamben es importante considerar que CLAM, si bien se enfoca en otros
organos, tamben fue entrenado y evaluado con muestras del TCGASstos son unos
de losunicos conjuntos de datos abiertos al publico, ya que si bien muchos hospitales
0 centros nmedicos cuentan con imagenes digitalizadas y con su estado microsatelital,
esta informacon no es de publico acceso.

Para cada uno de los conjuntos de datos, la forma en la que se evala la inesta-
bilidad microsatelital es distinta. El TCGA, que tiene un enfoque geromico, utiliza
tcnicas de biologa molecular para determinar si el microsatlite es estable o inesta-
ble. Se emplean siete locus, los cinco recomendados por el NCI, junto con BAT40 y
TGFBRII. En este caso, para que la muestra sea clasi cada como MSI-H, se requiere
gue tres o mas marcadores presenten inestabilidad. Si ©lo uno o dos resultan ines-
tables, la muestra se clasi ca como MSI-L, y si todos resultan estables, se designa
como MSS [76]. En los estudios previos realizados por Hong et al. y Fremont et al.
las muestras MSI-L son agrupadas junto a las MSS ya que no se consideran a las
mismas como tumores inestables. En este trabajo, para contribuir con el balance
de las clases y evitar generar confuson en el modelo, se excluyen los casos MSI-L.
Es importante destacar que los mismos representan menos del 4% del total de los
casos.

En cambio, el CPTAC, que tiene un enfoque proteomico, evalia el mecanismo
MMR para determinar el estado microsatelital. Si el mismo resulta de ciente, se
cataloga a la muestra como MSI mientras que si resulta pro ciente, como MSS. La
evaluacon de dicho mecanismo implica el aralisis de las cuatro protenas responsa-
bles. En el caso de que alguna de ellas ese ausente, la muestra se categoriza como
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