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PRONOSTICO DE DEMANDA DE USO DE AEROPUERTOS EN ARGENTINA AL 2022

Resumen

En la mayoria de los negocios, se desea ser capaz de estimar la demanda futura de un producto o servicio
dado. El andlisis sobre series temporales permite utilizar la informacion histérica para ofrecer un

numero aproximado de dicho valor, dentro de un rango de probabilidades determinado.

Este estudio surge a partir de la necesidad que tiene el Ministerio de Transporte de la Nacion de conocer
el nimero de pasajeros que utilizardn cada aeropuerto del pais en el futuro para poder asignar de una

manera mas eficiente los recursos disponibles y orientar inversiones.

En este estudio se han evaluado en total 4 modelos de proyeccion de series de tiempo: suavizamiento
exponencial (Holt-Winters), ARIMA, Prophet (desarrollado por Facebook) y redes neuronales
(procedimientos de aprendizaje automatico o machine learning), para las cuales se probaron tres
implementaciones distintas en R. Se obtiene asi el resultado de proyeccién de pasajeros domésticos e
internacionales para cada una de estas seis implementaciones y para todos los aeropuertos de la
Argentina para un horizonte de 5 afios (60 meses a partir del Ultimo disponible), entregando también el

error de ajuste de cada uno de los modelos.

Los resultados obtenidos para el afio 2022 sobre el total pais alcanzan un valor de 17,8 millones de
pasajeros en vuelos de cabotaje, lo que constituye un incremento del 37% contra el afio 2017, cuando
viajaron 13,0 millones de personas. En vuelos regionales e internacionales, el nimero al 2022 es de 18,6
millones de pasajeros, que implica una mejora del 27% contra los 14,7 millones del afio 2017. Estos

valores no alcanzan las cifras previstas en las hipdtesis: 19,5y 21,0 millones, respectivamente.

En vista de los resultados, se podran evaluar y llevar a cabo distintas politicas aerocomerciales que
procuren incrementos mayores en el corto plazo. Si bien no se podrd modelar esto por adelantado, con
cada nuevo mes de informacion, todos los resultados se ajustaran y el algoritmo entregara nuevos

valores finales acordes.

Palabras clave

Modelo, Proyeccién, Series de Tiempo, Tendencia, Estacionalidad, Ciclo.
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Introduccion

El Gobierno Nacional, a través del Ministerio de Transporte de la Nacion, avanza en lo que se denomind
“La Revolucién de los Aviones”, plan que engloba una serie de acciones cuyo objetivo principal es la
duplicacién de pasajeros de cabotaje, haciendo que el volar sea accesible para todos y con servicios
disponibles a lo ancho y largo del pais. Esto lo sostiene en tres pilares: el crecimiento sostenido de la
aerolinea de bandera (Aerolineas Argentinas), el ingreso de nuevas empresas y la modernizacion de la

infraestructura y redisefio del espacio aéreo.

Argentina es el octavo pais del mundo en cuanto a su extension territorial. Sin embargo, aun se
encuentra muy por debajo del resto de los paises de la regién en cuanto a la cantidad de personas que
utilizan el avién como medio de transporte. Por ejemplo, en Perd hay 35 personas por cada 100
habitantes que vuelan; en Brasil, 44; en Colombia, 51 y en Chile, 63. En Argentina, en cambio, el nimero
no supera los 24 pasajeros por cada 100 habitantes. Por otro lado, un estudio realizado sobre las
distintas regiones del pais permitié estimar que existe un aproximado de 12 millones de personas que
podrian remplazar su medio de movilidad actual (auto, micro, tren) por el avion en el mediano plazo.

Todo ello pone en evidencia la potencialidad del sector aéreo comercial en el pals.

A modo de referencia, en el afio 2017 hubo en Argentina un total de 27,8 millones de pasajeros
repartidos en poco mas de 283 mil vuelos. El aeropuerto mas utilizado fue el Aeroparque Jorge
Newbery, por el cual circularon 12,8 millones de pasajeros (arribados y despegados) y se efectuaron
135 mil movimientos (despegues y aterrizajes). Esto Ultimo pone de manifiesto que la situacion es muy
desigual en las distintas provincias y el estado de los aeropuertos de las mismas, dado que el 60% de los
pasajeros despegan desde el Aeroparque Jorge Newbery o el Aeropuerto Internacional Ministro Pistarini
y el restante 40% se reparte entre mas de 38 aeropuertos. A la vez, el equipamiento tecnolégico de los
mismos es obsoleto en muchos casos y requieren inversiones urgentes para poder seguir operando
servicios de aviacién comerciales en sus terminales. Es decir, si bien muchas regiones tienen mucho
potencial de crecimiento, éste serd imposible en la medida que no se acompafie dicha evolucién con

inversiones acordes.

En funcion de ello, el Ministerio de Transporte de la Nacion y la Empresa Argentina de Navegacion Aérea
(EANA S.E.), necesitan conocer un estimado de crecimiento de cada terminal en el futuro. De esta
manera se podrd priorizar las inversiones necesarias en funcién de un criterio unificado (nimero de
pasajeros, por ejemplo). EANA es la empresa encargada de llevar adelante todas las erogaciones
correspondientes al equipamiento en comunicaciones de las torres de control, centros de control de

area, servicios de asistencia a la navegacién aérea, entre otras. Ademas, es quien debe disponer del
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personal para ocupar los puestos de control en las torres y centros regionales. Esto ultimo siempre
resulta proporcional al nimero de movimientos (aterrizajes y despegues) que maneja cada aeropuerto

y zona del pais.

Para poder acercar una solucion a esto, se estudian las series histéricas de pasajeros por aeropuerto
(disponibles desde el afio 2001 a la actualidad), y se determinan los parametros que caracterizan a cada

una de ellas, asi como al total del pais.

Los métodos de prondstico y suavizamiento exponencial permiten un primer acercamiento al asunto,
ofreciendo una solucion relativamente rapida. Por otro lado, los métodos de andlisis de correlaciones y
ARIMA, hacen posible también la utilizacion de los patrones subyacentes, pero utilizando distintas
funciones, que hacen que su automatizacién sea un poco mas compleja. Por ultimo, las técnicas de
aprendizaje automatico (machine learning) pueden ser aplicadas para el estudio de series histéricasy la
prediccién de las variables de estudio para los periodos futuros, sea en un paso o realizando

predicciones recursivas de largo plazo utilizando los propios valores estimados para las proyecciones.

Marco tedrico

Serie de tiempo

Definicion y componentes
Una serie de tiempo es una forma estructurada de presentar los datos, en donde un registro de
fecha/hora lleva asociado un valor. Es decir, es una secuencia de observaciones sobre intervalos de

tiempo regulares.

En el presente estudio, con la base de datos sin procesar, se tiene un movimiento (despegue o aterrizaje)
y un valor de pasajeros y carga (en kilogramos) asociado a la fecha y hora en que se haya registrado

dicha operacion.

Actualmente, el volumen de datos mensual estd en el orden de los 45 a 50 mil registros, lo que lleva
gue la base de datos con varios afios de historia sea dificil de manejar correctamente. De todas maneras,
segln el analisis, se pueden consolidar los datos sobre una base mensual para cada aeropuerto y tipo
de operacion, disminuyendo significativamente el volumen final del dataset. De todas maneras, con las
mismas técnicas uno podria trabajar al nivel de detalle que se requiera: puede existir un negocio donde
los patrones de demanda presenten cierta tendencia y ciclo a nivel diario u horario y en esos casos

también se podra realizar la proyeccion correspondiente.

Una serie temporal se puede caracterizar de acuerdo a sus componentes:
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1) Tendencia: es la componente de largo plazo que determina la base de crecimiento (o
decrecimiento) de la serie. Si la serie es estacionaria, su media y varianza son invariantes.

2) Estacionalidad: es el comportamiento de una serie dentro de un periodo dado. Las series
temporales pueden formar patrones que se repiten de un periodo al siguiente.

3) Ciclos: son desviaciones de la tendencia subyacente debido a distintos factores (generalmente
externos), diferentes de la estacionalidad. El tiempo y duracion de los ciclos no necesariamente
es regular.

4) Aleatoriedad: fluctuaciones impredecibles o no periddicas que subyacen en la serie.

Los pasajeros en los distintos aeropuertos suelen tener un comportamiento estacional que se repite
afio a afo. Por ejemplo, aquellos en centros turisticos en la costa (Aeropuerto de Mar del Plata, por
ejemplo), tienen un fuerte afluente de pasajeros en los meses de verano y una baja demanda el resto

del afio.

Con el correr de los afios, gracias a una mayor oferta de asientos y baja de precios (sobre todo, precios
relativos contra otros medios de transporte, compitiendo principalmente contra los micros de larga
distancia), el sector esta en constante crecimiento, mostrando una tendencia de fondo creciente en la
mayoria de los aeropuertos. Por supuesto, el sector aerocomercial no serd ajeno a los vaivenes
econdémicos y politicos del pais, y sufriran o se beneficiardn de acuerdo a en qué momento se encuentre
la Argentina en su ciclo econdmico. En efecto, es un sector muy sensible a algunas variables, tales como
el tipo de cambio, que hard que pueda existir sustitucién de pasajeros en vuelos de cabotaje por
internacionales o regionales y viceversa. Por Ultimo, siempre hay observaciones que no se explican por
la tendencia de fondo, la estacionalidad propia del aeropuerto o el ciclo. Ejemplo de ello son las

cuestiones climaticas, paros de actividad o cierres por obras.

Prondstico de series de tiempo
El prondstico de la serie temporal implica extender los valores histéricos hacia el futuro. Las dos
variables que lo definen son: el periodo, dado por el nivel de agregacion (dias, horas, meses, etc.), y el

horizonte, dado por la cantidad de periodos a proyectar.

Meétodos de series de tiempo
Los métodos de analisis de las series tienen en consideracién que los datos histéricos pueden estar

correlacionados, asi como la tendencia subyacente y la estacionalidad propia que la define.

Los métodos se pueden clasificar segun:
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1) Métodos de prondstico y suavizamiento simple: de acuerdo a los patrones existentes (dados
por la tendencia, estacionalidad y ciclo) se debera elegir el método adecuado dependiendo de

si los mismos son estdticos (es decir, se observa siempre el mismo comportamiento) o

dindmicos (éstos van cambiando con el tiempo). A partir de alli, se realiza la extrapolacion hacia
el futuro.

2) Métodos de analisis de correlaciones y modelo ARIMA (promedio moévil integrado
autorregresivo): también utilizan los patrones subyacentes en la serie, pero utilizando funciones
de diferenciacion, autocorrelacion y autocorrelacién parcial. Si bien pueden ser mas flexibles a

los datos que en el caso de los métodos simples, su automatizacion no es sencilla.

A estos modelos se le suman las técnicas de aprendizaje automatico (machine learning), que refieren a
sistemas que aprenden automaticamente. Es decir, que identifican patrones complejos entre los datos
y en funcién de ellos, son capaces de predecir el comportamiento futuro. El término “automatico”,
implica que estos modelos continuardn aprendiendo en forma auténoma con el tiempo.
Concretamente, los pesos relativos de los factores (el modelo resulta equivalente a una regresién no
lineal), irdn ajustandose con el tiempo gracias a los nuevos datos y valores de salida con los cuales el

modelo se reentrena.
Existen dos tipos de prondsticos:

1) Prediccién de un paso: utiliza la informacion del pasado y pronostica el valor siguiente.
2) Prediccidn recursiva de largo plazo: requerird utilizar valores calculados por el propio sistema

para la estimacion.

En este trabajo de investigacion, se busca hacer una proyeccién a un horizonte de 60 meses vy, por lo
tanto, nos encontramos en el segundo caso. El problema que puede existir en tal situacion usando una
prediccidn recursiva es que, justamente porque utiliza otras estimaciones, el error se puede propagar
rapidamente y el intervalo de confianza serd mayor cuanto mas lejos se encuentre el periodo a

proyectar con respecto al Ultimo dato histérico disponible.

Descripcién del Contexto

EANA es una sociedad del estado existente bajo la érbita del Ministerio de Transporte y fue creada para
efectivizar el traspaso de los servicios de navegacion aérea al ambito civil. La empresa tiene bajo su
responsabilidad y control un total de 56 aeropuertos, agrupados en 5 centros regionales de control de

area (ACC): Ezeiza, Mendoza, Cérdoba, Comodoro Rivadavia y Resistencia.
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En linea con el Plan Integral del Estado implementado a través del Ministerio de Transporte, cuyo
objetivo es hacer mas eficientes las operaciones aéreas e impulsar el desarrollo del sector y de las
distintas regiones del palis, se comenzé a trabajar en estadisticas de manera de poder contar con la

informacién necesaria y adecuada para la toma de decisiones y definicién de inversiones.

El vacio estadistico
Durante muchos afios, en Argentina no se han confeccionado ni publicado estadisticas relacionadas al
sector aéreo de ningln tipo: pasajeros, movimientos, etc. Lo Unico que habia eran datos que publicaban

algunos organismos en forma espordadica y estrictamente relacionadas con su negocio particular.

Por ejemplo, hasta el afio 2008, Aeropuertos Argentina 2000 (concesionaria de mas de 30 aeropuertos
en la Argentina) publicaba en su sitio varias planillas de célculo con informacion estadistica de cada uno
de sus aeropuertos, pero luego no sélo se discontinud dicha préctica, sino que se elimind lo publicado.
Por su parte, el ORSNA (Organismo Regulador del Sistema Nacional de Aeropuertos) comenzd a publicar
desde 2014 informacion estadistica con datos desde el 2001 con informes anuales. Sin embargo, como
su actividad se centra en los aeropuertos, existe doble conteo de pasajeros (un pasajero despegado
desde A vy arribado a B, se contabiliza tanto en A como en B), lo cual lo hace sus nimeros pocos
representativos de la actividad en su conjunto. Ademas, la nueva informacion de cada afio demora
varios meses en ser publicada. Por ultimo, el INDEC divulgaba, en forma trimestral, algunos datos de
pasajeros (con informacién de Migraciones), movimientos y carga transportada, pero se discontinué la

actualizacion de la informacién en octubre 2015.

Sistema Integrado de Aviacion Civil

La base de datos “Sistema Integrado de Aviacién Civil” (SIAC) es, actualmente, la fuente primaria de
informacién. La carga de datos es manual por parte de operadores EANA en cada aerédromo bajo
responsabilidad de la empresa (56 en el pais), pero es administrado por la autoridad aerondutica
(Administracion Nacional de Aviacién Civil, ANAC). En consecuencia, sélo se cuenta con un permiso de
acceso limitado para poder extraer informacién de movimientos por aerédromo. El archivo descargado
(uno o varios aeréodromos para un rango de fechas determinado), tiene formato .txt donde cada
aerddromo registra un movimiento (salida o arribo) y se genera un nuevo registro. Si se trata de un
vuelo de cabotaje, habra entonces 2 registros que identifiquen ambos movimientos en forma individual;

si es internacional, sélo 1. No se registran sobrevuelos.

Por otro lado, un andlisis minucioso del transporte argentino, realizado con metodologia de aplicacion
internacional, mostré que existen 12 millones de pasajeros potenciales, en vuelos de cabotaje

Unicamente, considerando la eventual sustitucion de medios de transporte alternativos al avién, como
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ser los servicios de micros interurbanos, autos particulares y, en menor medida, el tren. En
consecuencia, para poder acercar a dichas personas a la posibilidad de efectuar sus viajes por via aérea,

se avanza en la modernizacién de la infraestructura de los servicios que dan apoyo a los vuelos.

Definicién del problema

Personal de EANA en cada aeropuerto registra los aterrizajes y despegues que se llevan a cabo,
detallando pasajeros transportados, hora de salida/llegada, origen y destino, carga transportada,
aerolinea u operador. Con estos datos se construye una base de datos, consolidando la informacion de

cada uno de los aeropuertos, con una actualizacién mensual.

Al momento no existe un modelo que permita, en funcion de esta informacion histdrica, generar un

prondstico de mediano/largo plazo (al menos 5 afios) para cada aeropuerto.

En el aflo 2016 se contratd una firma de consultoria que entregd un modelo utilizando software IBM
SPSS. Sin embargo, esto no significd una solucién definitiva, debido a que sélo es capaz de estimar un
trimestre hacia adelante (y no desglosado mensualmente) y por grupos de aeropuertos. Por otro lado,
solo se realizd para vuelos de cabotaje. Asimismo, se intentd en varias oportunidades ofrecer un nimero
estimativo de la demanda futura por aeropuerto en funcion de la capacidad ofrecida (oferta). Se
entiende que el simple dato del nimero de asientos que las aerolineas tienen planificado ofrecer no es

capaz de explicar la totalidad de la demanda para cada aeropuerto o region.

En conclusién, al momento no se ha encontrado una forma préctica y sistematica de explotar la base de

datos para armar un modelo predictivo de pasajeros futuros.

Justificacion
Tanto EANA como el Ministerio de Transporte tienen la necesidad de estimar el nimero de pasajeros

(mediano/largo plazo) para cada aeropuerto.

En el caso de EANA, servird para poder mejorar la planificacion de las inversiones a realizar en
infraestructura de comunicaciones, asi como en las operaciones diarias, dado que el trabajo de los
controladores esta directamente relacionado con la cantidad de aeronaves que atraviesan el espacio

aéreo argentino.

En el caso del Ministerio de Transporte, servird para poder orientar las inversiones a realizar en
infraestructura tecnoldgica y edilicia de los distintos aeropuertos del pais, coordinando asi el trabajo
con las distintas direcciones que de él dependen, asi como para planificar y llevar adelante las distintas

politicas comerciales que permitan desarrollar el sector.

José Ignacio Lépez Sdez 9



Analisis de Series de Tiempo
Prondstico de demanda de uso de aeropuertos en Argentina al 2022

En ambos casos, lo que se busca es una asignacion mas eficiente de los recursos financieros. Los datos

a proveer, entonces, seran necesarios para facilitar la toma de decisiones y evitar que las mismas no

cuenten con datos de respaldo. Dado que las distintas provincias, buscaran orientar las inversiones hacia

sus propios aeropuertos, es un tema de suma importancia para el Ministerio de Transporte el poder

contar con los numeros apropiados para justificar sus asignaciones.

Alcances

1.

El presente estudio analizara los datos histéricos recolectados por el personal de EANA S.E. en
cada uno de los aeropuertos bajo su jurisdiccion y que se encuentran volcados en el Sistema
Integrado de Aviacién Civil.

La finalidad del estudio es proporcionar una herramienta que le permita a EANAS.E. pronosticar
los pasajeros futuros (horizonte de 5 afios) para cada uno de los aeropuertos.

Otro usuario de la herramienta serd el Ministerio de Transporte de la Nacién, que la podrd

utilizar para una mejor asignacion de los recursos.

Limitaciones

La carga de datos manual hace que no se puedan considerar consolidados los registros con una
antigiedad menor a los 3 meses: muchos operadores demoran la publicacién de la informacion
en el sistema y lo hacen a mes vencido. Es por ello que cada mes se vuelve a descargar la
informacién del dltimo trimestre, sobrescribiendo los registros.

Quedan fuera del alcance de este estudio el andlisis de la carga transportada.

Se omite el modelado de aquellos aeropuertos que presenten menos de 1.000 pasajeros en
total dentro del set de entrenamiento de los modelos (70% de los registros), en forma separada
para vuelos de cabotaje e internacionales. Es decir, los datos de un aeropuerto con pasajeros
de cabotaje, pero con escasos (o nulos) internacionales, sélo se modelan los valores de los
vuelos domésticos.

Se consideran series de tiempo univariadas: el Unico elemento a modelar es el nimero de
pasajeros en funcién de la fecha. No se incorporan otros regresores en los modelos. Se entiende
que los diversos efectos (cierre de un aeropuerto, sustitucién de pasajeros de cabotaje e
internacionales entre si, nuevas frecuencias de alguna aerolinea en algun destino, etc.) se irdn
incorporando a medida que la nueva informacién disponible mes a mes asi lo haga. Lo mismo
es valido para la informacion de los afios pasados: no se incorpora ningun tipo de dato exdgeno.
Sélo se podrd remplazar el valor de pasajeros en los datos de entrada por “NA” (Not Available)

si se quisiera omitir el modelado de dicho periodo. Esto permitird evitar que los distintos
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meétodos incorporen en su entrenamiento informacién que no es relevante o representativa de
la actividad de tal aeropuerto. Por ejemplo, meses en los que la terminal permanece cerrada

por obras.

Hipotesis
= En pasajeros de cabotaje, se alcanzard un nivel cercano a los 19,5 millones de pasajeros al 2022,
valor un cincuenta por ciento superior al de 2017.

= En pasajeros regionales/internacionales, se alcanzard un nivel cercano a los 21 millones de

pasajeros al 2022, cifra un cuarenta por ciento superior a la del 2017.

Objetivos

Objetivo general

Entregar a EANA S.E. un modelo informatico que tome la informacién histérica de pasajeros para cada
aeropuerto hasta el Ultimo mes cerrado y sea capaz de realizar una estimacién de esta variable a un

horizonte de 5 afios con desglose mensual.

Objetivos especificos
= Analizar métodos de suavizado exponencial y ARIMA.
= Analizar técnicas de aprendizaje automatico: implementacién de redes neuronales.
= Consolidar la fuente de datos actual para cada aeropuerto y agregarla a nivel mensual.
= Generar un algoritmo genérico que itere sobre los distintos aeropuertos, tanto en sus valores
de pasajeros domésticos como internacionales y, para cada modelo:
o Sobre un subgrupo de entrenamiento, determinar los parametros que describan cada
serie.
o Aplicar el modelo al subgrupo de prueba.
o Entrenar el modelo sobre todo el set de datos y realizar la proyeccion con un horizonte
de 5 afios.
= Entregar los resultados de todos los modelos indicando el error de ajuste en cada caso para
cada aeropuerto.
= Entregar un tablero de control (dashboard) donde se puedan observar las proyecciones de cada

modelo por aeropuerto y los porcentajes de crecimiento resultantes.
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Analisis de los modelos

Holt-Winters

Los métodos de suavizamiento exponencial surgen como una evolucion de aquellos de promedio movil
simple y ponderado. En ellos, el valor prondstico para una determinada variable estd dado por el
promedio del valor de los periodos anteriores (mds precisamente, de una cantidad de datos que se debe
definir y no de la serie completa). La diferencia es que, cuando es ponderado, se les asigna un peso

relativo mayor a aquellos temporalmente mas préximos al momento de la evaluacion.

Esta técnica tiene en cuenta el error de prondstico actual en los siguientes. Esto hace que no necesite
un gran volumen de datos histéricos de la variable a pronosticar: para un periodo n, sélo requiere el

valor real y pronosticado para el instante n-1, asi como la constante de suavizacién:
Pronéstico, = Pronéstico,_, + a X (Valor Real,,_; — Prondstico,,_1)

La constante de suavizacién (a), con un valor comprendido entre 0y 1, es el factor de ponderacién: ante

la necesidad de darle un mayor peso relativo a los valores mds recientes, éste es mas elevado.

Con todo ello, el suavizamiento exponencial simple resulta muy efectivo para series temporales de
demanda en donde exista una tendencia (aungue ésta sea local en un periodo) y un patrén estacional
constante, donde con un peso mayor sobre los Ultimos periodos, se evita el efecto de los elementos

irregulares del pasado.

Al igual que los métodos de promedio moévil, la desventaja que tienen estos métodos es la respuesta a
la tendencia: cambios importantes de la demanda de un periodo al siguiente hacen mdas grande el error

de prondstico.

En estos casos, se puede recurrir a un suavizado exponencial doble (o “Método de Holt”), en donde se
agrega una segunda constante (generalmente denominada 8), cuya funcién es la de reducir este error.
Es decir, a un valor de constante 8 mas elevado (también acotado entre 0 y 1), el indice de respuesta
frente a los cambios de tendencia es mayor. Explicado de otra manera, el suavizamiento exponencial
doble consiste en la conjuncién de dos métodos simples: uno para pronosticar el nivel del valor de

periodo n+1 y otro para la tendencia.

El modelo Holt-Winters (o suavizamiento exponencial triple) engloba varios procedimientos que
conforman la base de las series temporales de suavizamiento exponencial y puede adaptarse en forma

sencilla a cambios, tendencias y patrones estacionales.
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En el método de suavizamiento exponencial doble existen dos componentes: nivel y tendencia. En el
caso del modelo Holt-Winters, se incorpora un tercer elemento: la estacionalidad. Dicho esto, el mismo
no funciona correctamente para el prondstico de series de tiempo que no presenten patrones de
variacion mas o menos regulares a lo largo de los meses del afio. La estacionalidad, a la vez, se explica
en dos componentes: su largo, o nimero de periodos que dura el mismo patrén que se repite; y su
componente estacional, es decir, para un periodo, cuanto se desvia positiva o negativamente, del valor

medio.
En sintesis, los componentes de los distintos modelos exponenciales son los siguientes:

1) Exponencial simple: nivel
2) Exponencial doble: nivel y tendencia

3) Exponencial triple: nivel, tendencia y estacionalidad

Una ventaja importante de los modelos de suavizamiento y, en particular, de Holt Winters, es que son
univariados. Es decir, que implican una Unica variable exploratoria o, en otras palabras, no necesitan
mas informacion que la serie temporal, prescindiendo de la utilizacién de variables de regresion

exogenas.

Estacionalidad

Aplicado en nuestro caso de estudio, los vuelos y pasajeros que arriban o despegan de un aeropuerto
suelen estar fuertemente correlacionados con la época de afio. Mas aun en aquellos que sirven a
destinos turisticos, tales como los aeropuertos del sur del pais, donde hay un marcado crecimiento en
los meses estivales y otro pico en las semanas de vacaciones de invierno y temporada de ski. A modo
de ejemplo, el grafico 1 muestra la cantidad de pasajeros (en miles, sobre el eje derecho) que viajaron
desde y hacia el aeropuerto de Bariloche durante el 2017 y los movimientos (en cantidad, sobre el eje

izquierdo):
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Movimientos y Pasajeros por Mes 2017
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Grdfico 1. Movimientos y pasajeros por mes (2017) - Bariloche

Adicionalmente, en el grafico 2 se ve la foto de los Ultimos cinco afios completos, y se observa el mismo

comportamiento marcadamente estacional:

Pasajeros por mes 2013 a 2017
2013 ——2014 ——2015 2016 2017
200.000
160.000
120.000
80.000
40.000

0
Ene Feb Mar Abr May Jun Jul Ago Sep Oct Nov Dic
Grdfico 2. Pasajeros por mes 2013 a 2017 - Bariloche

Por lo tanto, algo conocido de antemano al trabajar con las series temporales de pasajeros por

aeropuerto es que la longitud de los periodos es de 12 meses.

Tendencia
Por otro lado, el gréfico 3 permite observar estos 5 afios en forma continua, dejando en evidencia la

tendencia de fondo, representada con una linea punteada:
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Pasajeros por mes 2013 a 2017
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Grdfico 3. Pasajeros por mes 2013 a 2017 — Bariloche.

En este caso, una primera aproximacion rapida a la tendencia se puede hacer con una estimacién lineal,
que refleja un crecimiento continuo a lo largo de los afios para este aeropuerto. La pendiente de la
tendencia en un periodo dado depende del incremento (o decremento) del nimero de pasajeros a lo
largo de los meses y se debe, generalmente, a cuestiones exdgenas tales como la instalacién de una
nueva aerolinea, mayores frecuencias de las existentes, apertura de nuevas rutas desde y hacia este
aeropuerto, campafias turisticas, promociones particulares que pueden impulsar fuertemente un
periodo dado, etc. Por supuesto, el crecimiento demografico y la situacién econdmica, tanto nacional
como propia de la region, también estan vinculados, dado que, por ejemplo, un determinado valor del
tipo de cambio hace que los argentinos hagan mas turismo interno que viajes al exterior, o viceversa, y

de igual manera para los visitantes extranjeros.

Nivel

El volumen de pasajeros de cada aeropuerto depende de muchas variables: las opciones turisticas de la
regién, la cantidad de aeropuertos cercanos, la poblacion del lugar, la cantidad de destinos que se sirven
y si son Unicamente de cabotaje o hay rutas internacionales, la actividad econdmica de la zona
(actividades como la industria del petrdleo, por ejemplo, mueven mucha gente en forma periddica), la
cercania a los nucleos urbanos mas importantes del pais (por ejemplo, Rosario tiene relativamente
pocos pasajeros de cabotaje, que se explica, en parte, por su cercania con las ciudades de Cérdoba vy
Buenos Aires), entre otros. En el grafico 4 observamos los niveles correspondientes a cada aeropuerto

(los que tienen vuelos comerciales regulares) como un promedio de todos los meses del 2017:
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Pasajeros por Aeropuerto - Promedio Mensual
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Grdfico 4. Pasajeros por aeropuerto - Promedio mensual 2017 (en miles)

Los aeropuertos de Buenos Aires predominan fuertemente por sobre el resto y son los que mas influyen
sobre las variaciones (crecimiento) que se ven a nivel pais. La diferencia entre ellos es que, en
Aeroparque, el mayor porcentaje de los vuelos son de cabotaje y en Ezeiza, internacionales. Cérdoba se
ubicaria en un segundo escaldn y esta experimentando un fuerte impulso a partir de la creacién de un
hub (centro de conexiones) a partir de abril del 2017. Luego Mendoza, Salta, Bariloche e Iguazu, se

afianzan al ser grandes centros turisticos a nivel local.

La situacion es bastante heterogénea a lo largo del pais debido a que no todos los aeropuertos cuentan
con instalaciones propias adecuadas para recibir cualquier tipo de aeronave comercial (sea por tamafio
de pista, tecnologia para aterrizar y despegar independientemente de las condiciones climaticas,

tamafio de la terminal, disponibilidad de mangas, etc.).

Un argumento que se puede esgrimir es que, en aeropuertos de menor envergadura u operados por
una unica linea aérea, la demanda esta fuertemente condicionada a la oferta de asientos existentes. Por
ejemplo, el aeropuerto de El Calafate muestra un comportamiento marcadamente estacional y sélo es
operado (al presente) por Aerolineas Argentinas. Sin embargo, es claro que si hubiera una fuerte
demanda de asientos desde/hacia este destino, por ejemplo, la oferta responderia siempre y cuando
resulte un destino rentable. Si este fuera el caso y la aerolinea actual no lo hiciera, es probable que otra

buscaria atender esa demanda remanente.

En conclusién, en este trabajo se mantiene la hipétesis de que, al menos en el mediano y largo plazo, la

oferta se acomoda a la demanda en precios y asientos disponibles.

Adicionalmente, un comentario que se puede realizar y que aplica transversalmente a todos los modelos
previstos, es si hay que definir un maximo de capacidad de pasajeros para un aeropuerto determinado.

Es cierto que todos tienen un nivel de saturacién dado y no pueden albergar mas vuelos/pasajeros que
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para lo que estan disefiados, o no al menos en forma constante. Es decir, es probable que una terminal
pueda manejar un pico (como consecuencia de demoras, cancelaciones, etc.) pero no que, en forma
sostenida, el nivel de vuelos diarios se encuentre por encima de su capacidad maxima (limitado por
tamafio de la terminal, capacidad de uso de la pista, posiciones de estacionamiento de aeronaves,
cantidad de puertas, etc.). De todas maneras, a excepcidn de Aeroparque, ningln aeropuerto argentino
en la actualidad se encuentra cerca de su punto de saturacién y esto no se alterara en el mediano plazo.
Por otro lado, justamente, las proyecciones sirven para tener una estimacion del nimero de pasajeros
futuros vy asi llevar adelante las obras que permitan albergarlos. Por lo tanto, no se establece en este

trabajo un maximo tedrico de pasajeros mensuales por aeropuerto que limite los modelos de prondstico.

Valores Atipicos

En el grafico 2, es evidentemente como hay algunos meses (uno o varios continuos) que pueden resultar
atipicos y donde el volumen de movimientos y pasajeros es practicamente nulo (en el ejemplo, marzo
2015). Esto se debe, generalmente, a que se llevan adelante obras de remodelacién en el mismo. En
contrapartida, otros aeropuertos suelen servir de alternativa y ven su afluencia incrementada. El grafico
5 muestra los pasajeros por mes (en miles) del 2016 para los aeropuertos de Mendoza (donde se

desarrollaron obras de remodelacion entre septiembre y diciembre) y San Juan:

Pasajeros por mes 2016
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Grdfico 5. Pasajeros por Mes 2016 - Mendoza y San Juan (en miles)

Las obras en el aeropuerto tuvieron lugar entre el 7 de septiembre y el 7 de diciembre del 2016. Durante
ese periodo, todos los pasajeros con destino final Mendoza, fueron derivados en vuelos hacia San Juan,
principalmente, y San Rafael y San Luis, en menor medida. Como se puede apreciar en el grafico, la
demanda a lo largo del afio para el aeropuerto sanjuanino es relativamente estable en torno a los 15 a
20 mil pasajeros al mes. Sin embargo, durante la obra en Mendoza, este nimero alcanzé los 88 mil. En
Mendoza, en octubre y noviembre, el volumen fue de O pasajeros. El problema con este tipo de

acontecimientos es que se trata de situaciones atipicas y los modelos, al tomar como fuente la
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informacidn histérica de pasajeros no deberian considerar los valores tal como estan, dado que no son

representativos de la operacién y demanda genuina del aeropuerto.

Es por ello, que se puede tratar las series originales con un algoritmo de suavizacién: filtro Hampel. Este
consiste en una ventana movil de longitud 2k+1 que recorre la serie temporal calculando, para cada
punto, la mediana alo largo de la ventana (k valores a cada lado del punto en cuestion). Adicionalmente,
estima la desviacién estandar del mismo contra la mediana de la ventana calculando la desviacion
absoluta mediana (MAD). Si esta diferencia (entre el valor y la mediana) es superior a 3 veces este desvio

estandar, se remplaza con la mediana.
MAD = mediana(|X; — mediana(X)|)
Donde X; es el valor y X la serie de valores comprendidos a k posiciones a derecha e izquierda de Xi.
Luego, se estima el desvio estandar:
o= 1,4826 x MAD
Con lo cual, si |X; — mediana(X)| > 30, se lo remplaza por la mediana para esa ventana.
Algunos ejemplos de aplicacién sobre los datos (con k=3):

1) Pasajeros Aeroparque 2009 a 2017: el filtro elimina el fuerte pico negativo de Nov'10 (cierre del
aeropuerto) y Jul'll (cancelaciones de vuelos por presencia de cenizas volcanicas). Sin
embargo, se pierden dos picos positivos en Ene’16 y Mar’17. El gréfico 6 muestra los valores de

la serie original y la resultante de aplicar el filtro para Aeroparque entre el 2009 y el 2017:

Pasajeros por mes 2009 a 2017

Original Hampel Filter
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Grdfico 6. Pasajeros Aeroparque 2009 a 2017 - Comparacion Original vs Filtro Hampel
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2) Pasajeros Mendoza: con este valor de k no se logra solucionar los valores atipicos de fin del
2016. El grafico 7 muestra ambas series correspondientes al aeropuerto de Mendoza entre el

2009y 2017 para k=3:

Pasajeros por mes 2009 a 2017
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Grdfico 7. Pasajeros Mendoza 2009 a 2017 - Comparacion Original vs Filtro Hampel con k=3

3) Puerto Madryn: logra filtrar 2 picos positivos muy fuertes que tuvo el aeropuerto en Mar’'13
(cierre aeropuerto Trelew) y Mar’17 (idem). El gréfico 8 permite apreciar las series original y

filtrada para Trelew entre 2009 y 2017:
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Grdfico 8. Pasajeros Trelew 2009 a 2017 - Comparacion Original vs Filtro Hampel con k=3

El valor del parametro k es clave a la hora de definir el filtro, dado que determina la “sensibilidad” del
mismo frente a cambios abruptos en la tendencia de la serie y su duracion. Por ejemplo, el grafico 9
muestra el resultado de rehacer los calculos con los datos del aeropuerto de Mendoza, para k=6 (es

decir, una ventana de 13 valores de la serie):
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Pasajeros por mes 2009 a 2017
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Grdfico 9. Pasajeros Mendoza 2009 a 2017 - Comparacion Original vs Filtro Hampel con k=6

El problema esta en aquellos aeropuertos cuyo comportamiento responde a picos de demanda muy
marcados en algin momento del afio. Suele pasar en algunos con los pasajeros internacionales. El
grafico 10, a continuacién, muestra las series de pasajeros internacionales en Bariloche entre 2009 y

2017 para k=6:
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Grdfico 10. Pasajeros Internacionales Bariloche 2009 a 2017 - Comparacion Original vs Filtro Hampel

Se hace evidente que el filtro, con ese valor de k, hace que se pierda la (poca) informacién relevante
gue tiene ese aeropuerto para ese tipo de pasajeros. En consecuencia, cualquier analisis que se haga

sobre la serie filtrada para poder obtener un prondstico, tiene un error significativo.

En definitiva, hay que revisar la eleccién del filtro dado que, en algunos casos, cumple con el objetivo
planteado (omitir algln evento extraordinario, como el cierre de un aeropuerto por obras) y en otros,
filtra informacién de la serie relevante para la regresién. Una solucién para ello es dejar el valor del
tamafio de la ventana de filtro como parametro a definir por el usuario o que se itere sobre el mismo

obteniendo distintos resultados posibles. Luego, sobre el set de prueba se puede estimar el error (con
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una suma de los cuadrados de los mismos) y compararlo contra el que se obtiene con el modelado de

la serie temporal original y alli decidir.

Modelo ARIMA

ARIMA hace referencia a un modelo autorregresivo integrado de promedio moévil, que utiliza las
variaciones y regresiones existentes entre los datos para determinar los patrones intrinsecos en la serie
y, a partir de ellos, puede generar un prondstico de los mismos. Al igual que en el caso del modelo Holt-
Winters, es un modelo univariado, donde los eventos futuros se proyectan Unicamente en funcién de

los datos histéricos y no por variables independientes.

Sin embargo, a diferencia del anterior, que se basa en los valores de tendencia y estacionalidad de la
serie temporal, un modelo ARIMA intenta explicar las correlaciones que existen entre los distintos

puntos dentro de la propia serie.
Consta de las siguientes componentes (que, de hecho, le dan su nombre):

1. Autorregresiva (AR): asume que el valor de la serie en un determinado instante se corresponde
con la combinacién lineal de la funcidon en instantes anteriores (hasta un nimero maximo
determinado de ellos, llamado “p”), a lo que se adiciona un componente de error aleatorio. Es
decir, la informacién presente de un evento esta relacionada con los valores pasados.

2. Integracion (1): se aplicaran sucesivas diferenciaciones en los casos en que las series muestren
evidencia de no-estacionalidad.

3. Promedio Mévil (MA, del inglés moving average): asume que el valor observado en un instante
se corresponde con un término de error aleatorio a lo que le adiciona una combinacién lineal

de errores aleatorios previos (hasta un nimero maximo de ellos, llamado “G”).

En un modelo MA, la correlacion entre el objeto de un instante determinado en la serie de tiempo vy los
valores que se encuentran mas allad de p periodos en el pasado (siendo p el orden del modelo) es siempre
cero, mientras que en uno de tipo AR de igual orden, la correlacion decrece progresivamente cuanto
mas en el pasado uno se ubica. En otras palabras, en un modelo MA, una variacion extraordinaria (en
nuestro caso podria ser la llegada de muchos nuevos pasajeros a un aeropuerto en un mes determinado
como consecuencia del cierre de otro cercano), se disipa rapidamente en el tiempo; mientras que en

otro AR, el efecto tiene una inercia mayor.

La componente autorregresiva (AR) y la parte del promedio mévil (MA) combinadas dan origen a lo que
se conoce como modelo ARMA(p,q). En otras palabras, el valor presente depende de la informacion

pasada (componente AR) y lo restante se modela gracias a un proceso de medias mdviles (componente
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MA). De todas maneras, para analizar una serie de tiempo y que ajuste un modelo de este tipo, se deben
realizar las transformaciones necesarias de manera que la serie resulte estacionaria. Esto significa que
se requiere que las observaciones no estén correlacionadas entre siy que tengan media igual a cero, asi
como que la varianza y covarianza no dependan del paso del tiempo. En consecuencia, toda
componente estacional y de tendencia de nuestra serie temporal debe ser omitida y Unicamente se

modela el ruido aleatorio.

Entonces, dada una serie de tiempo, hay que determinar en primer lugar si se trata de un modelo MA
o AR vy luego, el orden del mismo. Lo primero se resuelve con un grafico denominado ACF (Auto-
Correlation Function). En él se aprecia la correlacion entre los valores para distintos grados de periodos
pasados. Dado que en una funcién MA de orden k no existe correlacién entre el elemento X; y X¢_r_1,
el grafico corta el eje de las abscisas en ese valor de k. A modo de ejemplo, en el gréfico 11 se muestran

los correspondientes para una serie MA(2):

ACF PACF
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Grdfico 11. Ejemplo de grdficos ACF y PACF para una serie de tipo MA(2)

Si fuera una serie de tipo AR, la correlacion disminuye progresivamente sin pasar a terreno negativo.
Luego, si se tratara entonces de una serie AR y quisiéramos determinar su orden, deberiamos observar
una grafica de correlaciones parciales (PACF). Asi, si se tratara de una serie AR de orden k, la correlacién
entre X;y X;_r_1 esnulay alli se corta el eje de las abscisas. En el gréfico 12 se observa cdmo seria el

ACF y PACF para una serie de tipo AR(2):
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Grdfico 12. Ejemplo de grdficos ACF y PACF para una serie de tipo AR(2)

Cuando la serie no es estacionaria en varianza (dispersion no constante en el tiempo, también
denominada heteroscedasticidad), se requiere una transformacion logaritmica o de Box-Cox; mientras
gue para eliminar la componente de tendencia (serie no estacionaria en su media) se suelen considerar
las diferencias entre los valores a lo largo de la serie en lugar de la original. En otras palabras, si la
tendencia es lineal, el tomar la serie transformada Y = X; — X;_; subsana esta cuestién. De cumplirse
esto ultimo, se puede afirmar entonces que estamos tratando con una serie temporal integrada de

primer orden, que se denomina I(1).

En caso de tendencias de mayor orden, se hacen diferenciaciones sucesivas hasta determinar el
coeficiente correspondiente y conseguir una serie estacionaria. El nUmero de operaciones a llevar a

cabo se denomina “d” y se identifica como /(d).
Con todo ello, queda definido el modelo ARIMA(p,d,q).

A modo de ejemplo, podemos ver dos casos de series de pasajeros por aeropuerto que presentan un
comportamiento marcadamente estacional. En primer lugar, el aeropuerto de Ushuaia, con una
afluencia mayor en los meses de verano para luego tener un flujo inferior el resto del afio. Para poner
de manifiesto el componente estacional y la tendencia, el grafico 13 muestra los pasajeros por mes del
2013 a 2017 para el aeropuerto de Ushuaia superpuestos, mientras que en el 14 se observan los valores

mensuales en forma continua para ese periodo:
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Pasajeros por mes 2013 a 2017
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Grdfico 13. Pasajeros por mes 2013 a 2017 — Ushuaia

Pasajeros por mes 2013 a 2017
120.000
100.000
80.000
40.000
20.000
0

ene'13
abri13
jul'13
oct'13
ene'14
abri14
jul'14
oct'14
ene'l5
abr'i1s
jul'1s
oct'l5
ene'16
abri1é
jul'ie
oct'16
ene'17
abr17
jul1?
oct'17

Grdfico 14. Pasajeros por mes 2013 a 2017 — Ushuaia

Estos graficos permiten apreciar la importante componente estacional que presenta este aeropuerto:
fuerte afluencia en diciembre y enero, a lo que se le suma un flujo un poco menor en julio, coincidente
con las vacaciones de invierno en la mayoria de los casos. El segundo, deja en evidencia la tendencia
creciente con los afios y también se puede pensar que no hay un aumento de la varianza con los afios:
la diferencia entre los picos superiores e inferiores con respecto a la tendencia lineal no aumenta
notoriamente. Haciendo en forma sucesiva la transformacion logaritmica y de diferencias, se obtienen
una serie que, a primera vista, parecer ser estacional. En el gréfico 15 se tienen las transformaciones

logaritmica y diferencial de primer orden para los pasajeros de Ushuaia entre 2009 a 2017:
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Pasajeros por mes 2009 a 2017 - Log vy Diff
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Grdfico 15. Transformaciones Log y Diff 2009 a 2017 — Ushuaia
La linea horizontal evidencia que ya con la segunda transformacién (diferenciacién aplicada sobre la
serie logaritmica), se obtiene una serie con media Oy estacional. En el gréfico 16 se observan los graficos

ACF y PACF para la serie (2009 a 2017) para el mismo aeropuerto:

ACF PACF
1,00 0,80
0,80 0,60
0.60 0,40
0,40
0,20
0,20
0,00
0'0012345673910 128 45 6.7 8 910
020 -0,20
-0,40 -0,40
-0,60 -0,60

Grdfico 16. Grdficos ACF y PACF 2009 a 2017 — Ushuaia
Dado que el grafico ACF tiende hacia cero en 4 periodos (/lags), mientras que el PACF corta
abruptamente en el segundo, podemos pensar que se trata de una serie a ajustar con un modelo de

tipo AR(2).

Un segundo ejemplo, lo tenemos con el aeropuerto de Mar del Plata. En este caso, hay un pico de
pasajeros muy importante entre diciembre y enero para luego mantener un caudal muy bajo a lo largo
del afio. Tal como se hizo con Ushuaia, en los graficos 17 y 18 se muestran los valores de personas que
arribaron y despegaron del aeropuerto de Mar del Plata, en forma superpuesta y continua entre los

anos 2013 a 2017:
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Pasajeros por mes 2013 a 2017
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Grdfico 17. Pasajeros por mes 2013 a 2017 — Mar del Plata
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Grdfico 18. Pasajeros por mes 2013 a 2017 — Mar del Plata

Aqui, a diferencia de caso de Ushuaia, se aprecia cémo, si bien la tendencia lineal es creciente, los picos
son cada vez mayores, lo que da idea de una varianza que no es constante en el tiempo. En el gréfico
19, observamos el efecto de las transformaciones sucesivas de logaritmo y diferencia de primer orden

sobre esta serie:
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Pasajeros por mes 2009
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Grdfico 19. Transformaciones Log y Diff 2009 a 2017 — Mar del Plata

También conseguimos en este caso una serie final (Diff) que resulta, a priori, estacionaria (media en
torno a cero) y cuya varianza (amplitud de los picos) no varia con el paso de los meses. En el grafico 20,
observamos los graficos ACF y PACF para estos datos, de manera de estudiar qué modelo AR o MA

ajusta:

ACF PACF

0,80 0,80
0,70 0,70
0,60
0,60 0,50
0,50 0,40
0,40 0,30
0,30 0.20
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0,20 0,00
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0,00 -0,20
123456 7 8 910 -0,30

Grdfico 20. Grdficos ACF y PACF 2009 a 2017 — Mar del Plata

Aqui, a diferencia de Ushuaia, es bastante mas evidente que un modelo de tipo AR(2) ajusta bien, dado

que el grafico ACF, al menos para los primeros 10 /ags ni siquiera corta el eje de las abscisas.

El problema con esta implementacidn es que hay que ir viendo cada serie en forma individual y llevar a
cabo las transformaciones pertinentes para luego poder determinar los pardmetros que definen el
modelo (p, g, d) y a partir de alli, poder hacer las predicciones correspondientes. Una generalizacion de
todas las series a un modelo con los parametros (p, g, d) fijos no funciona adecuadamente para todos

los aeropuertos.

El proceso de ajuste con un modelo ARIMA se podria resumir en los siguientes pasos:
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1. Observar la serie de tiempo (plot) y determinar si hay valores inusuales o outliers que hay que
dejar fuera de la muestra o suavizar la serie.

2. Llevaracabo las transformaciones necesarias para estabilizar la varianza (por ejemplo, tomando
el logaritmo de la serie).

3. Silaserie noesestacional (la original y, en consecuencia, la logaritmica), ir tomando las primeras
diferencias hasta que asi resulte (en nuestro caso de pasajeros por aeropuerto es esperable que
haya cierto componente estacional en la demanda).

4. Observar los gréaficos ACF y PACF y ver si podemos determinar el valor de p o g que ajustaria un
modelo AR o MA, como se mostré en los ejemplos anteriores.

5. Ir probando los modelos y determinar el mejor (con algun criterio o test, como puede ser la
sumatoria de los cuadrados de los errores u otros mas sofisticados como el criterio AIC (Akaike
Information Criteria).

6. Verificar que los residuos del modelo elegido correspondan a una serie aleatoria (“ruido
blanco”), es decir, con media centrada en cero, varianza constante y valores no correlacionados.
Esto significaria que ya hemos podido extraer el maximo posible de informacion de nuestros
datos.

7. Realizar el prondstico con el modelo elegido.

Una generalizacién de los modelos ARIMA(p,q,d) es cuando los residuos de la funcién también
presentan un comportamiento que puede ser modelado de esta misma manera. Esto se corresponde
con series con un componente estacional marcado (se repite en todas las observaciones). En estos
casos, estamos hablando de ajuste con modelo SARIMA(p,q,d)(P,Q,D)m, haciendo referencia a ambas
partes individuales con sus componentes autorregresivo (p,P), de medias moviles (g,Q) y diferencial

(d,D). El valor de m corresponde con el nimero de periodos por estacién (es decir, 12 si es anual):
ARIMA (p,q,d) (P,Q,D),,

{(p, q,d) — Parte no estacional del modelo

(P,Q,D),, — Parte estacional del modelo

Facebook Prophet

En febrero 2017, Facebook liberd una herramienta (de cddigo abierto) disponible para Python y R,
llamada Prophet. En grandes lineas, es una libreria que permite construir modelos de ajuste vy
prondsticos de series. Para ello no utiliza los métodos mas tradicionales (como ARIMA, por ejemplo)

sino que lo que ellos denominaron curve fitting.
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Permite manejar sets de datos en donde haya observaciones nulas, faltantes, grandes outliers, cambios
de tendencia importantes (en nuestro caso podria ser la llegada de una nueva aerolinea a un aeropuerto
o un aumento significativo de las frecuencias, sobre todo en aeropuertos chicos, por ejemplo) o mismo,
tendencias no lineales. Es decir, resulta extremadamente versatil para utilizarlo sobre todo tipo de serie

de tiempo sobre la cual se quieran realizar prondsticos.

De acuerdo a los desarrolladores, los resultados se obtienen de manera muy sencilla y son comparables
con aquellos prondsticos llevados a cabo por analistas especializados o utilizando métodos mas

sofisticados.
En la parte mas técnica, Prophet es un modelo regresivo aditivo con cuatro componentes:

= Tendencia: detecta automaticamente cambios en la misma seleccionando los distintos quiebres
de tendencia dentro del set de datos y asi arma la funcién (definida por partes) de tendencia
linear o de crecimiento logistico (que alcanza nivel de saturacion).

= Estacionalidad anual: la modela utilizando series de Fourier

= Estacionalidad semanal: la modela con variables de tipo dummy.

= Fechas importantes, feriados, etc: el usuario las puede definir de antemano si significan un
quiebre a tener en cuenta por el modelo. En nuestro caso, le podriamos ingresar como

parametro las fechas de obras en los aeropuertos.

Con esto, el modelo puede ser formulado de la siguiente manera:

Yoy =9+ 8w +he + &
Donde:

" J(p: funcion (definida por partes) que describe la tendencia lineal o de crecimiento logistico de
largo plazo (modelado de los cambios no periédicos de la serie)

" S: funcion que define la estacionalidad (anual, mensual, semanal, etc.)

. h(t): hechos concretos que pueden alterar los valores de la serie (vacaciones, feriados, paros,
etc.), a definirse por el usuario

= g término de error para aquellos cambios en los valores de la serie no ajustados por el modelo

Como se observa, el tiempo es utilizado como regresor y Prophet intenta ajustar las funciones (lineales
o no) a los datos sumando los distintos efectos (igual concepto que el aplicado en el modelado de Holt-
Winters, por ejemplo). Algo importante a destacar es que no busca encontrar la dependencia intrinseca

entre los eventos y el tiempo, sino que es simplemente un ajuste a la curva.
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El primer término se modela como una curva de crecimiento logistico (curva sigmoidea) si asi se
introduce el parametro correspondiente o lo detecta en forma automatica. Estos casos corresponden a
situaciones en donde se da una saturaciéon que no permite el crecimiento mas alld de un limite
determinado, cuestién que desechamos en nuestro andlisis dado que se puede presuponer una
capacidad ociosa importante en los aeropuertos a nivel nacional (y, donde no, se asume que se daran
las obras tales que permitan albergar a los potenciales pasajeros futuros). Por otro lado, la curva de
tendencia se determina por tramos, detectando automaticamente el algoritmo de Facebook los puntos
de quiebre correspondientes (aungque esto también puede ser incorporado en forma manual por el
usuario) y permitiendo asi un ajuste que modele correctamente aquellos cambios rdpidos de tendencia

por distintos motivos.

En el caso del ajuste estacional, éste se hace utilizando series de Fourier. En su expresién genérica, una
sumatoria infinita que converge a una funcién periddica y continua. En otras palabras, que toda funcién

de este tipo puede ser expresada como la sumatoria de funciones seno y coseno:

S 2o () e ()
fo > 1 nCOS | — nsen | —
n=

Particularmente, en esta aproximacion, se define entonces la funcion s, como:

N
2nm 2nm
S@e) = Z [ancos (T t) + b,sen (T t)]

n=1

Donde T es el periodo correspondiente (7 si es informacién semanal, 365.25 si es anual, etc.) y los
parametros [ai, az, ..., an] Y [b1, ba, ..., by] deben ser estimados para un dado N. Este ultimo, ademas,
determina silos componentes de alta frecuencia deben ser considerados informacién relevante o ruido.
Es decir, para un mayor N, mayores son las pequefias variaciones que el modelo puede ajustar (cantidad

de arménicos de la funcidn a incorporar). De no especificarse manualmente, Prophet utiliza un N de 10.

Por ultimo, el algoritmo permite el ingreso de eventos que deben ser analizados en forma particular. Si
tratamos con informacién con detalle diario de pasajeros por aeropuerto, podriamos no sélo incorporar
las fechas especiales o feriados del afio (Semana Santa, Afio Nuevo, Navidad, etc.) sino también todas
aquellas fechas donde hubo, por ejemplo, un paro total o parcial de transporte que pudo haber afectado
el normal transito aéreo. De todas maneras, al tratar con informacién con agregacion mensual,
podemos obviar el efecto de esas fechas particulares y sélo incorporar los meses en los cuales el
movimiento de pasajeros en los aeropuertos se haya visto afectado en gran medida, tal como las obras

(que afectan en unos en forma negativa y en los que funcionan de alternativa, positivamente), cenizas
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volcanicas (tal como hubo entre 2010y 2011 que afecté toda la operacién a nivel nacional), entre otros.
Si tuviéramos informacion futura, también se podria incorporar. Este dataset se puede preparar

facilmente en una hoja de célculo para luego ser leida desde R y agregada al modelo.

Redes Neuronales

Las redes neuronales informaticas tratan de simular, en forma virtual, el comportamiento de un cerebro
bioldgico. De igual manera, estan compuestas por unidades simples interconectadas (donde se llevan
adelante operaciones de suma) y cuyos enlaces pueden hacer que el estado de activacion de las células

vecinas se vea incrementado o inhibido.

A diferencia de otros algoritmos informaticos, pueden aprender por si mismos a medida que va
ingresando nueva informacion al sistema y el modelo se va adaptando, variando los pesos de las

conexiones.
La ilustracién 1 es el esquema para una Unica neurona (denominada “perceptrdn simple”):

Ny =Nnq X wg + Ny X Wy

ni

ny

W

no

Ilustracion 1. Perceptron simple

El valor de nf se puede comparar contra un determinado umbral, para el cual la funcidon adopta un
resultado binario si lo supera o no. La red entonces se entrena teniendo varios conjuntos con distintos
valores de ni, ny y nf, de manera de poder ir ajustando los valores de los pesos (w1 y w;) hasta que

obtenemos los valores de nf adecuados (en un comienzo, son todos aleatorios).

Conceptualmente esto no cambia cuando tenemos varias neuronas conectadas entre si y en distintas
capas sucesivas. Cuantas mas capas intermedias tengamos, mas informacion podremos incorporar al
modelo. Un modelo sin capas intermedias es equivalente a una regresion lineal: los valores de salida se
corresponden a una combinacion de los valores de entrada de los predictores. A partir de alli, las capas

intermedias hacen que el modelo deje de ser lineal.

Si bien la idea general se mantiene, luego los algoritmos se van haciendo mas complejos. Por ejemplo,

en lugar de utilizar una funcién escalén en cada neurona (obtener un resultado binario luego de
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procesar los pesos y valores de entrada y ver si supera o no el umbral), se puede utilizar una funcion
sigmoidea para poder tener en salida variaciones mas suaves en funcion de pequefias oscilaciones en
las entradas. Esto tiene como consecuencia un aprendizaje mas facil de la red ya que puede adaptar los

pesos mas finamente para obtener el mismo resultado en la salida.

Generalmente, las redes neuronales son utilizadas en problemas de clasificacion, donde se busca
predecir el estado de una variable (clase) que es funcidén de varios parametros de entrada y son muy
utiles dado que permiten un analisis multivariado mucho mas profundo que el que el ser humano podria
llevar adelante. El entrenamiento de las mismas consiste, justamente, en encontrar los pesos de cada
una de las conexiones de tal manera que se obtenga el resultado esperado dado un set de parametros
input. Luego, la red neuronal “entrenada” puede predecir el resultado en funcién de un nuevo juego de

valores en sus entradas.

Al tratar con series de tiempo, los valores en las entradas se corresponden con el nivel de la funciéon en
los periodos pasados, de igual manera que lo veriamos en un modelo autorregresivo. Se suele utilizar la

siguiente notacion para especificar estos modelos:
NNAR(p, k)

Donde p corresponde al nimero de observaciones previas a considerar (yt1, Yt2, Ye3, ..., Yep) Y K, €l
numero de neuronas en la capa intermedia. De esta manera, un modelo NNAR(p, 0) es equivalente a un

ARIMA (p, 0, 0).

Luego, se puede hacer una generalizacion adicional en el caso de tratar con series estacionales, de
manera de poder incorporar no sélo una determinada cantidad de periodos anteriores ays, sino también
el valor correspondiente al mismo elemento del periodo anterior. Es decir, si se tratara de una serie con
estacionalidad anual (como es en nuestro caso de pasajeros por aeropuerto), es esperable que el valor
para un determinado mes guarde estrecha relacion con aquel de igual periodo del afio previo. Asi, la

notacién se extiende como sigue:
NNAR(@, P, k)

Donde P hace referencia, justamente, al nUmero de elementos de periodos previos a considerar para el
mismo elemento. Es decir, que las entradas son (ye1, Y2, Y3, .., Yep, Yem, Yeam, ..., Yerm), Siendo m la
longitud del periodo (12, si es anual). Luego, un modelo NNAR(p, P, O)m es equivalente a un ARIMA (p,
0,0)(P, 0, O)m.
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Implementacién

A continuacidn, se describen los principales pasos que sigue el algoritmo escrito en R para conseguir, a
partir del set de datos de los pasajeros por aeropuerto, la proyeccion de esta variable para los proximos

5 afios.

Archivo de entrada

En una hoja de célculo, se construye el set de datos con el cual se trabajara para los 56 aeropuertos del
pais, asi como una serie adicional para la sumatoria de los pasajeros a nivel nacional. Aqui hay una
diferencia importante a mencionar: en el caso de cada aeropuerto, se trabaja con los pasajeros que
llegan y salen del mismo, pero, al ver el pais como un todo, se debe evitar el doble conteo de los
pasajeros de cabotaje (el despegado desde uno serd el arribado a otro). Es por ello, que |a serie adicional
correspondiente a los pasajeros a nivel nacional, no es equivalente matematicamente a la suma lineal
de todos los aeropuertos y se la proyecta en forma individual (en lugar de sumar los resultados

obtenidos).
Los campos a incorporar al modelo son los siguientes:

= Aflo: formato yyyy

=  Mes: formatom

=  AfoMes: formato yyyymm

= Clasificacién: Cabotaje / Internacional

= Aeropuerto: cédigo de 4 caracteres asignado por OACI (Organizacion de Aviacion Civil
Internacional) que identifica en forma univoca a cada uno de ellos

=  Pasajeros: nimero de pasajeros por mes
A modo de ejemplo, en la tabla 1 se muestran los primeros 6 datos para Aeroparque (cédigo “SABE”):

Afio  Mes AnoMes Clasificacion Aeropuerto Pasajeros

2001 1 200101 Cabotaje SABE 428973
2001 2 200102  Cabotaje SABE 403086
2001 3 200103 Cabotaje SABE 426197
2001 4 200104  Cabotaje SABE 377537
2001 5 200105 Cabotaje SABE 334841
2001 6 200106 Cabotaje SABE 310274

Tabla 1. Encabezado del subset de Aeroparque

Algunos aeropuertos no tienen afluencia de pasajeros en forma constante cada mes o bien, no tienen
vuelos internacionales. Otros, como Junin o Base Marambio, no tienen registros de pasajeros en

absoluto (al menos desde enero 2001 en adelante). Sin embargo, para homogeneizar el juego de datos,
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se debeningresar todos los meses para ambos tipos de vuelos (cabotaje e internacionales) y se completa

con 0 en el campo Pasajeros.
Esta base de datos se guarda en un archivo de texto, con el nombre “Base_SIAC.txt”.

Por otro lado, se prepara un set de datos gemelo con el nombre “Base_SIAC_conNA.txt”. La diferencia
con el primero es que, en este, remplazaremos los valores de pasajeros por “NA” en todos aquellos
casos que, a priori, buscamos dejar fuera del andlisis. Ejemplo de ello son los meses en los que un
aeropuerto permanece cerrado (y tiene menor o nula afluencia de pasajeros o sirve como alternativa y
recibe mas pasajeros de lo habitual) o algunos eventos puntuales, tales como los meses entre 2010 vy
2011 en donde varios vuelos se vieron afectados por la presencia de cenizas volcanicas en el sur de

nuestro pais (aunque incluso se llegaron a cancelar vuelos salientes de Ezeiza y Aeroparque).

Si bien, como se analizé en el modelo de Holt-Winters, se puede usar un filtro como el Hampel para
buscar suavizar la serie y evitar dichos valores atipicos, para procesar los periodos faltantes se utiliza
una funcién de aproximacion disponible en R: na.approx(). Esta remplaza todos los valores faltantes de
la serie temporal con una interpolacion lineal entre los datos mas cercanos disponibles. De esta manera,
tenemos un manejo mas homogéneo para todos los modelos de los datos que ya sabemos de entrada
gué queremos dejar fuera de analisis. Como se mostrara luego en la implementacion del modelo Holt-
Winters, entonces, el efecto del filtrado se sumara al de dejar fuera estos datos y se evitaran, ademas,

pequefios outliers locales a lo largo de la serie.

La Unica razdn, entonces, por la que ingresamos ambos sets de datos es poder contar en un archivo de
salida con los datos originales y los resultados de todos los modelos (que toman como input el set con

los registros omitidos).

A partir del set de datos de entrada, leemos el valor del afio y mes minimo y maximo, para determinar
cual serd la fecha maxima hasta donde llegard la proyeccion a realizar. Se toma un horizonte de 5 afios

(60 meses) a partir del dltimo mes disponible, aunque este pardmetro se puede modificar facilmente.

Con los valores de afio y mes, se incorpora el campo “Fecha”, con formato yyyy-mm-dd, donde para el

dia, tomaremos el valor 01.

Una base auxiliar que se lee al comenzar el programa contiene la lista de los 56 aeropuertos a modelar
y el valor nimero 57, dado para el valor “TODOS”. Luego, todo el algoritmo se desarrolla dentro de un
ciclo que aumenta desde el valor 1 al 57 (leyendo el nimero de filas de esta base) y se procesa

aeropuerto por aeropuerto leyendo el valor del cédigo OACI correspondiente.
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Como ultimo paso, colocamos la clasificacién (cabotaje / internacional) como valor de columna vy se
selecciona Unicamente el campo Fecha. En la tabla 2 se pueden observar, a modo de ejemplo, las

primeras filas para Aeroparque con la estructura final:

Fecha Cabotaje Internacional
2001-01-01 428973 91467
2001-02-01 403086 71078
2001-03-01 426197 53346
2001-04-01 377537 46458
2001-05-01 334841 38146
2001-06-01 310274 33066

Tabla 2. Subset Aeroparque procesado

A excepcion del modelo Prophet, que trabaja con estructuras del tipo data-frame, como la anterior
mostrada, el resto toma como dato de entrada estructuras de R denominadas time series. Para ello, la
funcion ts() realiza la transformacion, tomando como pardmetros los valores de afio y mes iniciales y
finales (que leimos anteriormente del dataset original) y la frecuencia (12, en nuestro caso, dado que

son series mensuales).

A partir de la serie de tiempo, se hace una particion de la misma, de modo de obtener un conjunto de
datos de entrenamiento (training) y otro de testeo (testing). Para ello, se utiliza un factor de particién
de 70%: del total de meses que contiene el dataset original, tomamos el valor entero que corresponde
al mencionado porcentaje de dicha cantidad y se separa el set de training, mientras que el resto de los
meses (datos mas actuales), sirven como set de prueba de los modelos. A modo de ejemplo, con datos
entre enero del 2001 y junio de 2018, el set de entrenamiento contiene los datos desde el primer mes

hasta marzo del 2013, mientras que el de testeo toma los siguientes 63 datos.

Algoritmo general

La separacion en estos dos subconjuntos tiene Unicamente como funcién el poder comparar los

modelos. Con ello, el algoritmo general a ejecutar sera el siguiente:

1. Se ajusta el modelo utilizando el subset training.

2. Serealizala proyeccién de los datos con un horizonte dato por el nimero de registros del subset
testing.

3. Se comparan los valores reales del subset testing con los valores proyectados por el modelo. Se
toma como variable de comparacion la media de los cuadrados de los errores (RMSE — Root
Mean Square Error).

4. Se ajusta el modelo utilizando todo el set de datos.

5. Serealiza la proyeccién de los datos con el horizonte deseado (60 meses).
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6. En caso de obtener en algin mes futuro un valor proyectado negativo, se remplaza por 0.

De manera de sortear ejecuciones del cédigo innecesarias, se evallan los pasajeros domésticos e
internacionales de cada aeropuerto en forma separada. Si la suma de ellos a lo largo del set training no
supera un valor de barrera (se toma 1000, omitiendo los meses faltantes), se evita modelar este
aeropuerto para ese tipo de pasajeros (cabotaje / internacional) y la proyeccidén queda simplemente
completada con valores 0. Es decir, aeropuertos que sélo tienen (y tuvieron) pasajeros domeésticos, se
evitard el modelado de los datos (nulos o escasos) de vuelos internacionales, mientras que terminales
gue tuvieron escasa o nula afluencia de pasajeros totales (Base Marambio, Junin, Termas de Rio Hondo,
por citar algunos ejemplos) se omiten en su totalidad. Una objecién a ello podria ser el hecho de que
un aeropuerto no haya tenido movimientos en todos los meses que abarca el subset traning pero si en
forma posterior. De todas maneras, en tales casos, una proyeccion realizada con tan pocos datos tendra
un error importante y tendra mas sentido realizar un andlisis puntual en forma separada y no dentro de

un algoritmo que buscar entregar un procedimiento homogéneo y general para todos los aeropuertos.

Dentro del ciclo que itera uno por uno los distintos aeropuertos, se separa en dos grandes bloques el
tratamiento del subset de pasajeros de cabotaje e internacionales siguiendo la secuencia de 5 pasos
mencionada anteriormente. La Unica excepcion a ello es dentro del modelo de suavizado exponencial
(Holt-Winters) donde, ademas, se compara el ajuste a la serie de datos original contra la que modela los

datos filtrados con el suavizamiento Hampel:

1. Se ajusta el modelo utilizando el subset training.

2. Se ajusta el modelo utilizando el subset training filtrado:

a. Seitera con distintos valores del pardmetro k del filtro Hampel (amplitud de la ventana
de datos sobre la cual se calcula la mediana y se compara cada punto para determinar
si es outiler local o no), tomando valores entre 3y 10.

b. Paracadavalordek, se ajusta el modelo, se proyecta sobre el subset testing y se guarda
el valor de RMSE.

c. Seguarda el valor de k para cual el error medio cuadratico es el menor.

3. Serealizala proyeccién de los datos con un horizonte dato por el nimero de registros del subset
testing, tanto en su versién original como la filtrada.

4. Se comparan los valores reales del subset testing con los valores proyectados por el modelo. Se
toma como variable de comparacién la media de los cuadrados de los errores y determinamos
si el ajuste con los datos originales es mejor (segln este criterio) que el realizado con los datos
filtrados.

5. Se ajusta el modelo utilizando todo el set de datos.
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6. Se realiza la proyeccion de los datos con el horizonte deseado (60 meses).

7. Encaso de obtener en algin mes futuro un valor proyectado negativo, se remplaza por 0.

ARIMA

Dado que el objetivo de este estudio es conseguir una funcion lo mas automatica posible, se emplea la
funcién auto.arima, disponible dentro del paquete forecast de R. Esta determina el mejor modelo
ARIMA dentro de todas las posibilidades, habiendo llevado a cabo las transformaciones pertinentes.
Para determinar cual es el mas adecuado, se puede elegir uno entre varios métodos de comparacion:
AIC, AlCc (criterio de informacién de Akaike para muestras pequefias) o BIC (criterio de informacion
bayesiano). También se pueden ingresar como parametros de la funcion los valores iniciales y maximos
para las 6 componentes (p, P, g, Q, d, D) y el algoritmo prueba (si se definen los argumentos de esta
manera) uno por uno los distintos modelos y se queda con aquel que compare mejor segun el criterio

elegido (AIC por ejemplo).

Claro esta que un andlisis particular individual de cada aeropuerto puede arrojar mejores o0 mas precisos

resultados, pero excede al alcance de este estudio.

Redes Neuronales
Se prueban tres implementaciones distintas de redes neuronales para la proyeccion de series

temporales:

1. nnetar(): funcidon presente dentro del paquete forecast de R, permite ajustar una serie de
tiempo con una red neuronal pre-alimentada (feed-forward neural net) a partir de valores
anteriores al Ultimo punto (lagged values), utilizando una Unica capa oculta y permitiendo
realizar prondsticos para series univariadas. Un pardmetro de la funcién permite establecer el
numero de modelos que entrenard. Se adoptd un valor fijo de 100 redes, dado que con nimeros
mayores (1000, por ejemplo), el algoritmo demanda significativamente mas tiempo sin que los
resultados sean mejores.

2. mlp(): esta funcién crea una red neuronal artificial denominada “perceptrén multicapa” (de ahi
la sigla: “multilayer perceptron”). De no definirse ningln pardmetro, la funcion intentara en
forma automatica especificar las entradas autorregresivas y cualquier tipo de pre-
procesamiento que requieran los datos de la serie de tiempo. Entrenara en total 20 redes, cada
una con una capa oculta de 5 nodos y el resultado serd el promedio del output de todas ellas.

3. elm(): esta funcién crea lo que se denomina “mdquinas de aprendizaje extremo” (de alli la sigla:
“extreme learning machine”). La diferencia con la anterior es que, en el caso por defecto,

entrena 20 redes neuronales con 100 nodos en la capa intermedia (hidden layer).
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Al igual que como se ha mencionado con el caso del ajuste ARIMA, bien valdria la pena intentar definir

los pardmetros a prueba y error para modelar cada aeropuerto en forma individual de manera de

obtener los resultados mds acordes al caso. Sin embargo, es valida la misma apreciacion de que lo que

en definitiva se busca es un proceso automatico y lo mas rapido posible que permita entregar resultados

aceptables. Luego, se podra indagar en algun caso en detalle, pero escapa al alcance de este estudio.

Archivos de salida

El algoritmo genera los siguientes archivos:

1. Resultados individuales por aeropuerto: dentro de cada ciclo de iteracion, se genera un archivo

cuyo nombre viene dado por el cédigo OACI del mismo (ejemplos: Aeroparque = SABE, Mendoza

= SAME, Ezeiza = SAEZ, etc.) y con una extensidn .txt. Los campos que se muestran son:

Fecha

Cabotaje: serie original sin meses omitidos

Internacional: serie original sin meses omitidos

HW _Cabotaje: resultados del ajuste Holt-Winters para toda la serie de pasajeros de
cabotaje y proyeccion a 60 meses.

HW _Internacional: idem para pasajeros internacionales

AR_Cabotaje: resultados del ajuste SARIMA para toda la serie de pasajeros de cabotaje
y proyeccion a 60 meses.

AR_Internacional: idem para pasajeros internacionales

PR_Cabotaje: resultados del ajuste Prophet para toda la serie de pasajeros de cabotaje
y proyeccion a 60 meses.

PR_Internacional: idem para pasajeros internacionales

NN1_Cabotaje: resultados del ajuste con nnetar() para toda la serie de pasajeros de
cabotaje y proyeccion a 60 meses.

NN1_Internacional: idem para pasajeros internacionales.

NN2_Cabotaje: resultados del ajuste con mip() para toda la serie de pasajeros de
cabotaje y proyeccion a 60 meses.

NN2_Internacional: idem para pasajeros internacionales.

NN3_ Cabotaje: resultados del ajuste con elm() para toda la serie de pasajeros de
cabotaje y proyeccion a 60 meses.

NN3_Internacional: idem para pasajeros internacionales.
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2. Resultados consolidados: se genera el archivo tabla_consolidada.txt donde se almacenan en
forma progresiva los resultados (con los mismos campos que en el caso individual por
aeropuerto) de cada terminal.

3. Resultados de ajuste de modelos: se genera el archivo Resultados RMSE.txt donde se registran
los valores del error cuadratico medio (RMSE) de cada modelo para cada tipo de pasajeroy

aeropuerto. En la tabla 3 se muestran las cifras para algunos aeropuertos a modo de ejemplo:

resultado resultad resultad resultad  resultad resultad resultad resultad  resulta resulta resultad resultad resultad

s_aeropu os_hw_ os_ar_c os_pr_c os_nnl_ 0s_nn2_ 0s_nn3_ os_hw_i  dos_ar dos_pr os nnl_  os nn2_  0s_nn3_
erto cab ab ab cab cab cab nt _int _int int int int

SACO 52807 48492 43237 54946 54754 46945 27817 20710 12177 17572 14064 14899
SAEZ 18502 15894 27916 27269 44346 25044 42667 40139 51369 71147 61731 44095
SAME 19297 9303 7184 15119 10296 9540 9588 9411 10703 10762 11248 9452
SAZB 5077 5618 4619 9489 6623 6227 NA NA NA NA NA NA

SAZS 23612 39995 38372 46709 54485 29452 1641 3681 5059 5732 7733 3404

Tabla 3. RMSE por modelo para Cordoba, Ezeiza, Bahia Blanca y Bariloche

Aqui se observa como en el caso de Bahia Blanca (SAZB) no se modelaron los pasajeros en vuelos

internacionales.

Por otro lado, los valores no son comparativos de un aeropuerto a otro dado que no estan
normalizados y es esperable que el RMSE sea mayor cuanto asi lo sea el nimero de pasajeros
de cada uno. Es decir, los valores del error cuadratico medio me permiten evaluar cual modelo
ajusté mejor para cada aeropuerto, pero no si un mismo modelo ajusté mejor o peor entre dos

terminales distintas.

Todos los archivos se almacenan dentro de una carpeta cuyo nombre corresponde con la fecha del dia,
de manera de que el usuario pueda almacenar distintas corridas a lo largo del tiempo. De hecho, eso es
lo esperable, dado que cada mes habra que reajustar los modelos con la nueva informacion del nuevo

periodo cerrado y extenderlo un mes mas en el horizonte deseado.

Tablero de control

Con la tabla consolidada generada en el algoritmo se arma un dashboard en Microsoft Excel que servira
al usuario final para poder observar los resultados en forma individual para cada aeropuerto, tanto en

sus pasajeros de cabotaje como internacionales.

Se permite visualizar la informacion para algdn modelo en forma individual o para el conjunto de ellos
que se desee. En todos los casos, ademds, se mostrard una proyeccién dada por los valores promedio
de todos los modelos. Utilizando dicho valor promedio, en una tabla se presentan los valores finales de

pasajeros para cada afio, asi como el porcentaje de variacion interanual.

Una tabla adicional compara los valores de RMSE de los 6 modelos estudiados y resalta cudl(es) de ellos

ajusta mejor, en forma individual, para pasajeros de cabotaje e internacionales.
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En otros dos graficos, se observa el total por afio y la estacionalidad promedio. En ambos casos, no se
muestran valores, sino que se busca que sean simplemente de cardcter orientativo, de manera de

permitir observar el funcionamiento del aeropuerto en cuestion.

Por ultimo, existe la opcion de, para los datos histéricos, mostrar Unicamente los datos reales o bien,
superponer a ellos el resultado de cada uno de los modelos (y asi, observar cdmo ajustaron al ser

entrenados).

A modo de ejemplo, en la ilustracion 2 se muestra el tablero de control para el aeropuerto de Ushuaia:
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Resultados

En cuanto al tiempo de ejecucién del algoritmo, utilizando una notebook conectada a fuente de
alimentacion, procesador Intel i7 @2,70GHz y 16gb RAM, es de 3 a 4 minutos en promedio para cada
aeropuerto. En total, se obtienen los archivos de salida para los 57 inputs luego de poco mas de dos
horas de ejecucion (dado que, en algunos casos, se omite el modelado por falta de datos suficientes y

la ejecucidn es practicamente instantanea).

De todas maneras, es muy sencillo llevar adelante la ejecucidon del codigo omitiendo el ciclo de iteracion

y determinando un Unico aeropuerto para el cual se quiera obtener resultados.

En lo que refiere a los valores en si, utilizando el tablero de control se puede ir navegando aeropuerto
por aeropuerto comparando el ajuste y observar los resultados de cada uno de los modelos en los

pasajeros de cabotaje e internacionales.

Como se menciond previamente, la variable de comparacion elegida para comparar el ajuste de los
distintos modelos, es el error cuadratico medio, cuyo inconveniente es que no permite evaluar en forma

transversal el ajuste en distintos aeropuertos dado que no es una variable normalizada.
En la tabla 4 se evalla cudntas veces cada uno de los modelos ha realizado el mejor ajuste:

Cabotaje Internacional Total

Holt Winters 15 5 20
ARIMA 15 5 20
Prophet 9 3 12
NNETAR 6 8 14
ELM 6 2 8
MLP 2 4 6

53 27 80

Tabla 4. Cantidad de mejores ajustes por modelo

El nimero no se corresponde con el total de 56 aeropuertos (57 considerando la serie para la suma de
todos ellos), dado que hay casos en donde la afluencia de pasajeros no es significativa y se omite su

modelado.

Los modelos Holt-Winters y ARIMA son los que ajustan con un menor error sobre el total de los casos,
situacion que también se repite al evaluar Unicamente las series temporales de pasajeros de cabotaje.
Sin embargo, el método de red neuronal utilizando la funcion nnetar() es el que lo hace de mejor manera
al comparar las series de pasajeros en vuelos internacionales. A priori, no se puede determinar el porqué
de esta situacién. Ademas, todas las funciones se ejecutaron practicamente con sus parametros en

valores por defecto. Esto quiere decir que aln queda bastante margen para conseguir mejores y mas
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precisos ajustes. En tal caso, una recomendacion es la de trabajar en forma individual por aeropuerto,
descartando los pardametros default e iterar sobre los distintos valores de entrada de cada una de las

funciones de manera de minimizar el error de ajuste.

Una situacion que se observa en forma frecuente en el caso de las redes neuronales es la de alcanzar
un valor estacionario a los pocos meses de proyeccion. En el gréfico 21 se tiene el resultado de ajuste y
proyeccion dados por la funcién nnetar() para los pasajeros de cabotaje del Aeropuerto de Cérdoba

(SACO):
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Grdfico 21. Ajuste funcidn nnetar() para pasajeros de cabotaje en Cérdoba
Esto es evidencia de que la red neuronal “deja de aprender” a medida que nos alejamos del Ultimo dato

histérico disponible y nos adentramos en el horizonte de proyeccién. Es decir, no es capaz de encontrar,

dado el set de datos de entrada, los patrones tales que le permitan inferir los resultados futuros.

En otros casos, los resultados que entregan los distintos modelos difieren radicalmente uno del otro. En

el gréfico 22, observamos los pasajeros en vuelos regionales/internacionales en Aeroparque:
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Grdfico 22. Ajuste de las distintas funciones para pasajeros internacionales en Aeroparque
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El cambio de tendencia tan abrupto que sufrieron los vuelos internacionales en Aeroparque entre abril
y junio del 2018 (dado que el 50% de los mismos se pasaron a Ezeiza), hace que todos los modelos
propuestos evallen en forma diferente la serie y entreguen proyecciones totalmente desiguales para
los préximos 5 afios. Si se observa, por ejemplo, Prophet, de Facebook, parece interpretar esta ultima
informacién como “ruido” y regresa a la tendencia subyacente desde el afio 2015 en adelante; mientras
qgue el modelo de Holt-Winters asume que se continuard con el marcado descenso hasta anular por

completo el valor de los pasajeros internacionales.

Claramente, los distintos algoritmos no tienen por qué considerar la realidad que subyace a la serie
temporal de cada aeropuerto. En este Ultimo caso, por ejemplo, se tomd la decisidon de migrar los vuelos
regionales de Aeroparque hacia Ezeiza en dos etapas (mayo 2018 y 2019), dejando uUnicamente las
conexiones con Uruguay desde esta terminal. Eso hard que los pasajeros en vuelos internacionales sean
practicamente nulos a partir de mediados del 2019. Es probable que a medida que se ingresen datos de
julio 2018 en adelante, los modelos “entiendan” mas lo que esta ocurriendo en Aeropargue y mejoren

sus proyecciones.

Dicho esto, se vuelve a mencionar que escapa al alcance del presente estudio en analisis pormenorizado
de cada aeropuerto: la idea es generar un algoritmo que procese toda la informacién y entregue
resultados que expliguen lo mejor posible a cada uno de ellos, sin considerar variables exégenas y en

forma relativamente rapida y econdmica (en cuanto a procesamiento).

Por otro lado, el usuario final cuenta con los resultados para cada uno de los modelos, pudiendo elegir
con cual de ellos quedarse en forma individual para pasajeros de cabotaje e internacionales (o bien,

tomando el promedio).

Por ultimo, comparamos los valores obtenidos para la serie que involucra a todos los aeropuertos contra
las hipdtesis planteadas: los resultados obtenidos a diciembre 2022 alcanzan los 17,8 millones de
pasajeros en vuelos domésticos (+37% vs 2017) y 18,6 millones en el caso de los pasajeros en vuelos
regionales e internacionales (+27%). Estos nimeros se encuentran por debajo de los planteado: 19,5 (-
8,9%) y 21,0 millones, respectivamente (-11,4%). Sin embargo, los valores proyectados (considerando
el promedio de los 6 modelos) corresponden a cifras obtenidas a partir Unicamente de los datos
histdricos. Es decir, es un escenario que podria ocurrir de forma inercial. La introduccién de medidas y

politicas adecuadas podra dinamizar el sector y llevarlo a los niveles deseados.
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Conclusiones

El sector aerocomercial no disponia, hasta comienzos del afio 2016, de ningun tipo de cifra sobre las
cuales pararse para estudiar su desempefio. Mas alla de las cifras que cada aerolinea manejaba por su
cuenta (en funcién de sus tickets vendidos, por ejemplo), no existia a nivel gubernamental una base
estadistica que permitiera alinear todos los organismos de la 6rbita del Ministerio de Transporte en

funcion de los objetivos de mediano vy largo plazo.

Una primera respuesta ante tal vacio estadistico fue el desarrollo de las bases de datos que permitieron
procesar toda la informacion disponible en el Sistema Integrado de Aviacion Civil para, a partir de alli, y
aun conociendo todas sus limitaciones, poder ofrecer un marco de referencia a quienes debian llevar

adelante la gestion.

Una vez superada esta primera barrera, la pregunta que surge naturalmente se relaciona con el futuro:
équé actividad podemos esperar en los aeropuertos del sistema nacional en los proximos meses y afios?
La respuesta a dicha cuestion serviria para poder pensar las politicas a llevar adelante: priorizar
inversiones tecnoldgicas, desarrollar la infraestructura necesaria, generar politicas de precios e
incentivos adecuadas, pensar la red comercial de la aerolinea de bandera, establecer hubs o centros de

conexiones regionales, etc.

En funcion de ello, se tomd el desafio de desarrollar un algoritmo que pueda generar, en forma rapida
y sencilla, proyecciones de pasajeros tanto de vuelos de cabotaje como regionales e internacionales,

por aeropuerto y con desglose mensual para un horizonte medio de 5 afios.

A'lo largo de estudio se analizaron distintos modelos que permiten ajustar las series de tiempo y a partir
de ellas, inferir resultados: Holt-Winters y ARIMA son modelos estadisticos que trabajan en funcion de
los patrones estacionales y de tendencia pasada; Prophet, de Facebook, ajusta los datos utilizando
armonicos de funciones trigonométricas (series de Fourier) y, por ultimo, las redes neuronales estudian
las respuestas obtenidas en funcion de distintos valores de entrada, de manera de ajustar las

ponderaciones de las conexiones y asi recalcular la salida.

Para la implementacion de cada una de las funciones, se utilizé un cddigo escrito integramente en Ry
se optdé por dejar, en la mayoria de los casos, los parametros por defecto de cada una de ellas, dado que

lo que se busco fue una solucién que trabajara en forma general.

Los valores de pasajeros por aeropuerto son heterogéneos a lo largo y ancho del pais y también asi lo
son los resultados obtenidos para cada uno de ellos y en cada uno de los modelos, teniendo casos en

los que la divergencia entre ellos es notoria y otros en los que, a priori, uno podria descartar dado que
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se alejan de la realidad propia del aeropuerto. Sin embargo, el usuario puede hacer uso de un tablero
de control para observar facilmente como se han ajustado los modelos a sus datos y asi determinar cudl

de ellos le parece el mas apropiado para cada aeropuerto.

El hecho de que los resultados obtenidos para el global del pais se encuentren por debajo de los
planteados en la hipdtesis no resultan alarmantes: la diferencia no supera al 12%, considerando el
promedio de las proyecciones de los modelos. La realidad es que lo que se observa a partir de este
trabajo se podria considerar como un escenario de minima: lo que es probable que pasa si se mantiene
la situaciéon actual. Sin embargo, la realidad es otra: desde comienzos del afio 2016 el sector
aerocomercial se ha dinamizado enormemente y lo estd haciendo en forma homogénea a lo largo del
pais. Por ejemplo, tomando datos al primer semestre del 2018, los pasajeros se han incrementado, tanto
en vuelos domésticos como internacionales, un 37% contra igual periodo del 2015; aeropuertos como
Mar del Plata, Puerto Madryn, San Martin de los Andes, Bariloche, entre otros, han duplicado o
triplicado su afluencia de pasajeros; los pasajeros en vuelos internacionales desde los aeropuertos del
interior se han incrementado en un 170% y aquellos en vuelos domésticos que conectan ciudades del

interior sin pasar por Buenos Aires han crecido en torno al 85%.

En definitiva, se puede esperar que este dinamismo continde en el corto y mediano plazo e,
independientemente de las cuestiones que puedan imperar en la macroeconomia del pais, el avion ha
comenzado a cambiar radicalmente la forma en que la Argentina estd conectada. Lo desarrollado en
este estudio permitira ir siguiendo mes a mes la evolucion del sector y el algoritmo ird incorporando
esta nueva informacion y ajustara sus prondsticos, esperando que esa brecha entre lo obtenido a junio

2018 y lo deseado y planteado en las hipdtesis del trabajo se achique cada vez mas.

Como desarrollo ulterior, se puede buscar la manera de incorporar series temporales con informacién
exdgena que sirva como vector de regresion para cada aeropuerto en forma individual. Todos los
modelos, a excepcidn de la funcién Holt-Winters, permiten la incorporacién de un vector o matriz de
regresores adicionales, aunque lo implementan en forma diferente. Por otro lado, se puede plantear la
posibilidad de realizar prondsticos para otras variables que caracterizan al sector como, por ejemplo, la
cantidad de despegues y aterrizajes en cada aeropuerto. Si bien en la gran mayoria de los casos, esta
directamente relacionado con el nimero de pasajeros, hay aeropuertos (el Aerédromo de Mordn es el
caso mas significativo) donde las operaciones de aviacion general con aviones de pequefio porte tienen

una importancia mucho mayor que los vuelos comerciales (que incluso, pueden ser nulos).
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