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1. Introduccion

La visién artificial [1] es una ciencia que mediante el procesamiento de imégenes busca
encontrar una representacion de la misma para permitir la toma de decisiones automaticamente
sin la intervencién de un usuario.

En este area se utiliza la segmentacién de imagenes para agrupar pixeles segtiin alguna
caracteristica comun como ser el color, la intensidad o bien formar parte de una textura. Esta
clasificacién en grupos de pixeles posibilita obtener una imagen més facil de analizar permitiendo
detectar bordes y localizar objetos.

Existen variadas aplicaciones de la segmentacién de iméagenes entre las cuales se encuentran
las siguientes:

» Imégenes médicas. Al disminuir el ruido en imagenes de resonancias magnéticas, podemos
observar tumores cerebrales [2], la anatomia de una rodilla [3], etc. Este procesamiento
también se aplica en diferentes tomografias [4] permitiendo el reconocimiento y clasificacién
de 6rganos como por ejemplo: higado, vaso, estémago, rinones, etc.

s Imdgenes de radar y de satélite. El andlisis de estas imagenes permite identificar y predecir
tormentas y otros efectos climatolégicos [5], asi como detectar tempranamente incendios
forestales [6] y detectar manchas de petréleo [7] en el mar entre otras actividades de monitoreo
ambiental.

= Andlisis de datos microscépicos. Con microscépios eletrénicos(cryo-EM) [8], utilizados para
el andlisis de muestras a temperaturas criogénicas, se estudian estructuras celulares como
por ejemplo los proteosomas.

» Seguridad. En vehiculos aéreos no tripulados [9], como por ejemplo un cuadricéptero, se
utiliza una cdmara para detectar y rastrear objetos en movimiento en tiempo real. Las
aplicaciones de este tipo de herramientas se presentan como una alternativa para la supervicién
de transito, la vigilancia en grandes instalaciones (por ejemplo, galpones industriales, plantas
de energia solar, etc.), seguimiento de ganado en el sector ganadero, etc.

(a) (b) (©)

Figura 1: Ejemplo de aplicacién de segmentacién de imégenes donde (a) es una imagen satelital,
(b) es una divisién de la primera imagen en 6 grupos donde cada color se asocia a una temperatura.

La imagen (c) corresponde a los pixels de uno de los grupos de mayor temperatura.



= Imdgenes astrologicas. El procesamiento de imagenes multiespectrales se utiliza por ejemplo
en el estudio de la la galaxia M82, correspondiente a la constelacién de la Osa Mayor o de la
nebulosa de Orién [10].

» Escritura. La segmentacion de imagenes permite el reconocimiento de documentos histéricos
ya sea impresos o bien escritos a mano [11] sin conocimiento de la tipografia empleada,
haciendo uso de bases de datos para el aprendizaje automatico por medio de la inteligencia
artificial.
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Figura 2: Ejemplo de aplicacién de segmentacién de imégenes. (a) Ejemplo donde se logra
detectar y seguir el movimiento de personas identificando individuos e indicando la direccién de su
movimiento. (b) Imagen de resonancia magnética. (¢) Imagen resultante del procesamiento de la
imagen (b) con un algoritmo de segmentacién. (d) Imagen a partir de un documento. (e) Ejemplo

de aplicacién para identificacién de caracteres a partir de la imagen (d).

Las Fig. 1 y 2 muestran algunos ejemplos de aplicacién de la segmentacién de imégenes en
diversos ambitos.

Actualmente el método de Mean Shift, presentado por Fukunaga y Hostetler [12], es una
técnica muy utilizada para segmentacion de imagenes, reconocimiento de contornos y seguimiento
de objetos en videos, en muchos campos de la ciencia.

En el area de aplicaciones de anélisis facial, se estudia el seguimiento del iris haciendo uso del
algoritmo Mean Shift como se observa en la Fig. 3(a). Se busca detectar el momento en que el ojo
se encuentra cerrado, ha sido ocluido por una mano o bien, se desvia de una regién de interés [13].



Un producto comercializado en el mercado, que emplea el método Mean Shift es el dispositivo
Kinect [14] que observa en la fotograffa de la Fig. 3(b). Producido por PrimeSense y distribuido
por Microsoft, el mismo es utilizado en la captura de movimiento para las consolas de videojuegos
Xbox 360 y Xbox One. Kinect utiliza Mean Shift para ubicar las articulaciones del cuerpo humano.
Adicionalmente, este dispositivo hace uso del algoritmo de Randomized Forest [15] para aprender
rasgos caracteristicos en imédgenes de profundidad y, mediante la clasificacién de puntos, establecer
las poses de las personas.

(a) Seguimiento del iris (b) Dispositivo Kinect

Figura 3: Utilizacién del método Mean Shift en distintas dreas de aplicaciones. (a)Ejemplo de

aplicacion donde se senala el iris para distintas poses del ojo.

La segmentacién de imagenes puede realizarse de diversas formas y con diferentes técnicas.
En el articulo [16], el autor explica una categorizacién a grandes rasgos de las multiples técnicas
de segmentacion en imagenes. Basadas en las siguientes caracteristicas:

= Umbralizacién. Son procedimientos con los que se busca diferenciar objetos utilizando distintos
tonos de gris.

= Deteccion de bordes. Aplicando estas técnicas se consigue determinar el contorno de un objeto
en una imagen.

» Deteccién de Regiones. A diferencia de los métodos de deteccién de bordes, estas técnicas
inician en uno o mas puntos y comienzan a expandirse hacia fuera hasta alcanzar el contorno
de un objeto en una imagen.

= Agrupamiento. Se trata de técnicas que mediante evaluaciones sobre los puntos de la imagen
forman particiones de los mismos. Con estas se busca determinar la ubicacién de un objeto
de interés.

= Estimacién de parametros. En estos procedimientos se tiene una idea de como debe verse un
objeto, por lo tanto haciéndo uso del conocimiento a priori que se tiene, se ubica el mismo
en la imagen.

A la hora de segmentar una imagen, las técnicas utilizadas son variadas. La eleccién de una
de ellas depende tanto del tipo de datos como del problema a tratar.

En este documento nos enfocaremos en las técnicas de agrupamiento [17] de pixeles en una
imagen. Las cuales se pueden clasificar principalmente en:

= Jerarquicas: En estas técnicas se realiza la aglomeracién o divisiéon de grupos de datos. Los
métodos aglomerativos comienzan con todos los elemento separados, o sea, inicialmente hay



tantos datos como grupos. Por el contrario, los métodos divisorios inician con un niimero de
grupos de datos de uno y durante el procesamiento se obtienen n grupos.

Dentro de la categoria de los métodos aglomerativos jerarquicos se encuentra el método de
Mean Shift, el cual serd el objeto de estudio de este proyecto.

= No jerarquicas: En estos procedimientos se fija el nimero de grupos en el que se dividen
los datos por medio de criterios de cercania. En este sentido, cada uno de los grupos debe
contener al menos un elemento y estos a su vez solo pueden pertenecer a un unico grupo. Un
ejemplo de un método perteneciente a este grupo es k-means.

A continuacién analizaremos brevemente el método de segmentacién de imégenes k-means [18],
una de las técnicas no jerarquicas maés utilizada. Mean Shift al igual que k-means son métodos
iterativos, empleados para el agrupamiento de pixeles tanto en el procesamiento de imagenes como
de videos.

El algoritmo de k-means divide una imagen en K secciones. Inicialmente, se eligen K grupos
de pixeles de una imagen llamados clusters. Cada grupo se elige en forma aleatoria o utilizando
alguna heuristica. A continuacion, se itera hasta alcanzar una condicién de convergencia que puede
estar por ejemplo relacionada con la cantidad de modificaciones que sufren los grupos. En cada
iteracién, se realizan los siguientes pasos:

(a) Elegir una divisién en grupos inicial y calcular sus centros.
(b) Cada pixel de la imagen se asocia al grupo con el cual, éste presenta una mayor similitud.

(¢) Recalcular los centros de los grupos haciendo la media de todos los pixeles del grupo.

Los resultados obtenidos en imégenes con la técnica de k-means son muy dependientes de
la definicién del ntimero de clusters. El uso del método k-means requiere tener un conocimiento a
priori de la imagen para una Optima eleccion de la cantidad k.

En la Fig.4(a) tomada del articulo [18] se muestra la aplicacién del método de k-means a
una mamografia donde los autores intentan realizar diagndstico de céncer. Las Figuras 4(b) y
4(c) muestran el resultado de aplicar el método de k-means a la Fig.4(a) con k = 5y k = 20,
respectivamente.

(a) (b) (c)

Figura 4: Aplicacién de método de k-means

El método de Mean Shift no requiere de la determinacién preliminar de cantidad de grupos,
y esta es una de las caracteristicas mas importantes de su éxito.



Este método puede aplicarse a imédgenes médicas, como las de tomografia computada o las
de resonancia magnética y se utiliza para diagndstico como en los articulos [2], [3], [4] y [19].
Una de las dificultades mas importantes de estas imagenes reside en que los experimentos deben
ser muy precisos, ya que los resultados se utilizan para tomar decisiones que involucran la salud
de personas.



2. Presentacién de imagenes

A lo largo de este documento se estudia el método de Mean Shift utilizando algunas imégenes
de prueba en el procesamiento de imagenes. En la Fig. 5 las podemos observar. La eleccién de las
mismas obedece a la necesidad de poder comparar resultados con los obtenidos por la comunidad
especializada en el area.

La iméagenes consideradas poseen caracteristicas diferentes, por ejemplo algunas presentan
un gran colorido, mientras que otras no. Esta desigualdad permitird observar el comportamiento
del algoritmo en situaciones disimiles.

(d) Baboon (e) Lago (f) Loros

Figura 5: Imagenes estandares en el procesamiento de iméagenes.



3. Mean Shift

Mean Shift es un método iterativo utilizado para la clasificaciéon y segmentaciéon de puntos
dentro de una imagen. En cada iteracién del algoritmo se realizan sobre cada uno de los puntos de
la imagen los siguientes pasos:

1. Se define una ventana de tamano arbitrario.
2. Se ubica un punto x de la imagen en el centro de la ventana y se calcula la media correspondiente
al conjunto de puntos pertenecientes a la misma.

Para el cdlculo de la media se utiliza la Ec.(1), donde

= N(z) es el conjunto de puntos que se encuentran dentro de la ventana,
= 7 es el punto seleccionado,

= h es el ancho de ventana que representa el rango de influencia que se le da a cada
elemento,

= K es una funcién kernel utilizada para aproximar una funcién de densidad de probabilidad
subyacente del conjunto de datos.

EmiEN(w) K(%)xl
orenio K (552

3. Se reemplaza el valor del punto por el valor obtenido en el cédlculo de la media.

m(x) =

El algoritmo culmina al alcanzarse un nimero finito de iteraciones o bien, por una condicién
de convergencia.

(a) (b) (c) (d)

Figura 6: Aplicacién del método Mean Shift a las imagenes de la Fig.5(b) y 5(d). (a) Imagen original
del camarégrafo. (b) Imagen del camardgrafro luego de la segmentacién. (¢) Imagen original del

baboon. (d) Imagen del baboon resultado de la segmentacion.

Es importante senalar que este método de segmentacién se no requiere activamente de
conocimiento previo sobre una imagen, el uso de modelos de apariencia, platillas deformables



u otro tipo de mecanimo que permita detectar formas o contornos conocidos. Este aspecto es de
gran importancia ya posibilita la aplicacion del algoritmo a todo tipo de imagenes como puede
observarse en las Fig.2(b) y 6.

3.1. Funcién Kernel

El kernel es una funcién con la que se estima la densidad de probabilidad subyacente de un
conjunto de datos. De esta forma, si se suma el valor resultante de aplicar la funcién kernel a cada
uno de los datos se obtiene una estimacion de la funcién de densidad desconocida.

Dentro de las funciones kernel més utilizadas se destacan la rectangular (Ec. (2)), la gaussiana
(Ec. (3)) v la de Epanechnikov (Ec. (4)).

1 a<zx<bd

K(z) = {0 @
en otro caso
a:2

K(r) = 57 3)

3(1—a? <1
K(x):{4( ) lal < (4)

0 en otro caso

La Fig. 7 muestra el histograma de densidad de datos de la imagen de Lena(Fig. 5) para las
bandas de color: rojo, verde y azul. Por otro lado, la Fig. 8 muestra el histograma de la densidad
subyacente de los datos para la misma imagen. Las Figuras 2.a, 2.b y 2.c muestran el histograma
de la densidad subyacente, calculada con el kernel Rectangular para las bandas rojo, verde y azul,
respectivamente. De igual forma, las Figuras 2.d, 2.e y 2.f muestran el histograma de la densidad
subyacente para el kernel Gaussiano para las mismas bandas. Las Figuras 2.g, 2.h y 2.4 muestran
el histograma de la densidad subyacente correspondiente a las bandas rojo, verde y azul del kernel
Epanechnikov.

10
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Figura 7: Histograma de densidad para las bandas rojo, azul y verde de la imagen de Lena.

Dependiendo de la eleccion del valor del pardametro h, se pueden producir resultados muy
diferentes. La eleccién manual de este valor puede producir mejores resultados, sin embargo cuando
el conjunto de datos a evaluar difiere significativamente la eleccién de h se hace mas compleja.
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Figura 8: Funciones de densidad subyacente calculada con distintos kernels. En (a), (b) v (¢) se

utilizaron a = 31 y b = 223. En (d), (e) y (f) se utilizé6 o = 0,1.
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3.2. Condicién de convergencia

El algoritmo de Mean Shift requiere de una condicién para su finalizaciéon. Tal como se
menciond anteriormente, el método finaliza generalmente al cumplirse un nimero prefijado de
iteraciones o una condicién de convergencia.

El kernel permite aproximar una funcién de densidad desconocida a partir de una muestra
de datos. En el articulo [20], los autores explican como se realiza esta estimacién obteniéndose la
Ec. (5) para la estimacién de la densidad. En la misma, n es el tamano del conjunto de datos y d
es la dimension del espacio.

= () g

A partir de las definiciones 1 y 2 de sucesién infinita y su convergencia [21]. Se define una
secuencia con las Ec. (6) y (7) a partir de la Ec. (1).

Definicién 1: Una funcién f cuyo dominio es el conjunto de todos los enteros positivos
se denomina sucesién infinita. El valor f(n) de la funcién se denomina el término n-ésimo
de la sucesion.

Definicién 2: Una sucesién {f(n)} tiene limite L si, para cada nimero positivo €, exite
otro numero positivo N (que en general depende de €) tal que

| f(n) = L|<e

para todo n > N. En este caso, se dice que la sucesién {f(n)} converge hacia L y puede
escribirse como
lim f(n) = L.

T—r 00

Una sucesién que no converge se llama divergente.

Z/zQ =T (6)

_ > K(ytﬁzi )-Ti
Sk (M5

t+1
Y

(7)

En el documento, los autores intentan probar la convergencia utilizando el siguiente teorema.

Teorema: Si el kernel K tiene un perfil convexo y mondtonamente decreciente,

las secuencias {y;}j=12.. ¥ {f(j)jzl,gw} convergen y ademds {f(j)jzl’g’m} es
mondtonamente creciente.

. La demostracion de la convergencia de Mean Shift, propuesta por los autores prueba que
Fy*h) > f(y'), sin embargo la segunda parte de la prueba posee errores mateméaticos.
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Existen muchos estudios que intentan demostrar la convergencia de Mean Shift. Sin embargo,
la comunidad especializada en el drea atin no posee una demostracién fehaciente en varias dimensiones [22] [23].

4. Variantes de Mean Shift

A continuacién se listan algunas de las variantes més interesantes que se han encontrado del
algoritmo Mean Shift:

» Utilizacién de una funcién kernel multivariable parametrizada en el espacio y en el color [19] [20].
= Modificacién del algoritmo agregando una funcién de peso [24].
= Uso de un kernel anisotrépico en Mean Shift [25].

» La implementacién de un Mean Shift geodésico [26].

4.1. Kernel multivariable

En el articulo [20], los autores presentan un kernel multivariable. El cual utiliza la ubicacién
y el tono de color como variables.

Una imagen digital puede representarse como una matriz bidimensional de vectores de
p-dimensiones (pixeles). En este documento, p = 1 para niveles de gris o p = 3 para imdgenes
en color. Cuando se parametriza en el espacio y en el color, el niimero de dimensiones es ¢ = p+ 2.

)i

Los autores del articulo, presentan el kernel multivariable de la Ec. (8) donde la funcién k(z)
se define como en la Ec. (9) si se utiliza un kernel gaussiano, o bien se puede definir como Ec. (10)
para el caso de un kernel normal.

S T

T

s

T

Cc
K 1. (@) ( Iy

= Wng

) (8)

2
llz]

k(x)=e" 2 (9)
k(z)=e 2 (10)

Dado que la naturaleza de las variables espacio y color es muy diferente se compensa en
la Ec. (8) normalizando con los pardmetros hs y h;, siendo ¢ la constante de normalizacién. Los
valores de hs y h, son los valores de ancho de ventana respectivos para la variable cromética y la
variable espacial. Las variables z° y x” son los valores correspondientes al dominio espacial y de
color.
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4.2. Agregado de una funcién de peso

En el articulo [24] se altera la Ec.(1) adicionando una funcién de peso, siendo la resultante
de esta transformacién la Ec.(11) .

) = Siente) K (55 Jw(c)a -

2 eieN(a) K(“f)’w(c)

La funcién peso w(c) puede tener un valor prefijado para todas las iteraciones del algoritmo
o bien, ser reevaluado luego de cada una de ellas.

El autor explica esta desicién argumentando que con la féormula original de Mean Shift se
puede llevar a confundir un punto con un promedio de puntos perdiendo especificidad y lograndose
agrupaciones confusas. La nueva ecuacién se presenta entonces como una solucién a este problema
permitiendo asociar un punto con otros similares de su vecindario y a su vez darle importancia a
aquellos aspectos que los diferencian.

4.3. Kernel anisotrépico

El uso de distintos kernels en el calculo del Mean Shift en imédgenes y video es motivo de
estudio. Con algunos kernels se obtienen mejores resultados a simple vista, pero esto generalmente
depende de las caracteristicas de la imagen.

En el articulo [25], los autores explican que el uso de una funcién kernel simétrica para
la estimacién de la densidad subyacente puede no ser optima para imagenes con algin tipo de
estructura. Como resultado a esto, presentan una variante de Mean Shift utilizando un kernel
anisotrépico el cual por su forma, escala y orientacién permite adaptarse mejor a la estructura
local de la imagen. A modo de ejemplo, en la Fig. 9 puede observarse una cebra donde se distingue
claramente su pelaje caracteristico y donde la aplicacién de la variante anisotropica del algoritmo
de Mean Shift permite obtener buenos resultados.

(a) (b)

Figura 9: Ejemplo de aplicacién del método de Mean Shift anisotrépico. (a) Imagen original. ()

Resultado de la segmentacién.

15



Para la definicién de la variante de Mean Shift utilizando un kernel anisotrépico, los autores
utilizan un kernel multivariable donde las funciones k° y k" son las funciones perfil de los kernels
que se emplean. El primero corresponde al dominio espacial, mientras que el segundo se asocia a
la gama cromatica.

Para el cédlculo de la variable espacial se utiliza la distancia de Mahalanobis definida en la
Ec. (12).

gl @} 1Y) = (@} — o) () (a} — o) (12)

3

En el articulo, la funcién de estimacién de densidad se define como en la Ec. (13), donde
g es el numero de dimensiones como se comento en la subseccién anterior. El superindice denota
el tipo de la variable senaldndose con r que se trata de una variable cromética y con s a una
correspondiente al dominio espacial.

" -y ) (13)

o) = 0 3 g ottt B (|

La matriz del dominio espacial H; describe la variacién de los puntos vecinos a ;. Los
autores definen el ancho de banda en la gama de colores A" (H?) como una funcién de la matriz de
ancho de banda en el espacio.

4.4. Mean Shift geodésico

En el articulo [26] se presenta una variante del algoritmo de Mean Shift adaptado a superficies
de mallas poligonales. El método presentado utiliza como variable de interés superficies geométricas.
Las caracteristicas de un punto en este espacio incluye una combinacién de las coordenadas
espaciales y de un conjunto de atributos asociados relacionados a la temperatura, densidad, presion,
direccién del viento, etc.

Un ejemplo de aplicacion de Mean Shift geodésico se encuentra en la Fig. 10 donde en la
Fig. 10(a) se encuentra la malla poligonal. La Fig. 10(b) corresponde al coloreo de la anterior
toméandose para ello un atributo de interés (en este caso, un mapeo de la direccién normal de las
coordenadas XYZ a RGB). En la Fig. 10(c) puede observarse el resultado de la aplicacion de esta
variante de Mean Shift.
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Figura 10: Ejemplo de aplicacion de Mean Shift geodésico. (a) Imagen de la malla. (b) Imagen

coloreada. (c) Imagen resultante de la aplicacién del Mean Shift geodésico a la imagen (b).

El uso de Mean Shift sobre mallas poligonales presenta algunos obstédculos. A modo de
ejemplo, el uso de superficies de mallas puede dar resultados donde el promedio de coordenadas
3D caigan fuera de la malla, debiendo aplicarse en estos casos el cdlculo de distancias geodésicas
(Definicién 3) y no euclidianas (Definicién 4).

Definicion 3: En un grafo la distancia geodésica es la distancia minima entre dos vértices
medida por el niimero de aristas necesarias para conectarlas.

Definicién 4: Sean 7 = (p1,p2,...,0i) ¥ ¢ = (q1, g2, -.., ¢;) dos vectores en coordenadas
cartesianas. La distancia euclidiana se define como

D(p,q) = \/(Pl —q1)?*+ (p2 — q2)? + ... + (ps — )2

Para los célculos, los autores definen como vecindario €2 el conjunto de puntos alrededor
del punto sobre el que se aplica el algoritmo, siendo h el ancho de ventana y quedando definido
el cdlculo de la media segin la Ec. (14). En la misma, D¢ (P, Q) es la distancia (euclidiana o
geodésica) entre dos puntos P y Q en el espacio @, g(z) es una funcién perfil de un kernel como
en la Ec. (10) y S es la regién representada por las caracteristicas espaciales de punto Ps.

. ZSCQPS'QO MH) area(S)
w(P) = (HDq)(P,Ps)
h

(14)
>scad

D - drea(S)

El articulo presenta una variante de Mean Shift aplicable a superficies poligonales 3D
extendiéndose la aplicacion de la misma a mallas irregulares y desestructuradas.

El uso de distancias geodésicas trae aparejado distorciones del cdlculo desde un punto o
vértice hacia los demés puntos del vecindario. Por ello, los autores para minimizar esta distorcién
introducen una parametrizacién geodésica puntual que se modifica de un punto a otro. Esto permite
la aplicacién de Mean Shift geodésico como si la superficie fuera plana.
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5. Conclusiones

El método de Mean Shift es utilizado para el analisis de imagenes de todo tipo, destacandose
por no asumir una forma o tamano para realizar el agrupamiento de los datos. Los resultados de su
aplicacién dependen fuertemente de la eleccién del ancho de banda y de los aspectos a evaluar ya
sea el color, el espacio, etc. La dificultad en este algoritmo se encuentra en darle el valor adecuado
al parametro h, el cual depende del problema que queremos resolver.

Dentro de las ventajas de este método de segmentacion se encuentra principalmente que no
requiere de un gran nimero de parametros ni de un conocimiento a priori de la imagen y sus
caracteristicas, que pueden incluir texturas o formas. Estas cualidades distinguen este método
porque permite obtener resultados de gran calidad en diferentes escenas. Esto califica al método
Mean Shift como una buena alternativa para procesar todo tipo de imégenes, ya sea porque no
se posee una fuente de conocimiento sobre patrones en las mismas o bien, porque éstas pueden
presentar una gran diversidad entre si.

Es importante tener en cuenta que este método no siempre obtiene los resultados 6ptimos.
Otros algoritmos como k-means pueden realizar segmentaciones incluso de mejor calidad si se posee
un conocimiento sobre previo sobre la imagen y el parametro k toma el valor adecuado.

En la seccién 4 se presentan algunas variantes del algoritmo de Mean Shift. En ellas se
intenta mejorar los resultados obtenidos por el algoritmo original. Para estas variantes, la correcta
eleccién de los parametros sigue siendo de suma importancia. Se destaca la variante presentada en
la subsecciéon 4.3 donde se mejora el algoritmo original para imagenes que presentan algtin tipo de
estructura (como se presentan en el pelaje de una zebra).

No debe olvidarse que los resultados obtenidos con Mean Shift también varian de acuerdo al
nimero de iteraciones o de la convergencia del algoritmo (la cual no fue desmostrada).
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