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Resumen

Deep Learning en la detección de Alzheimer utilizando Imágenes de Resonancia
Magnética

A lo largo de las últimas décadas diferentes modelos de aprendizaje automático han ido

explorando diversas áreas de la medicina con el fin de brindarle herramientas de soporte a los

profesionales de la salud. Particularmente, técnicas de aprendizaje profundo han resurgido

debido a, en gran medida, el aumento de la capacidad computacional y la disponibilidad

de nuevos conjuntos de datos masivos. Los avances en esta disciplina contribuyen en la

identificación, clasificación y cuantificación de patrones en imágenes médicas. El presente

trabajo tiene por objeto extraer patrones de neuroimágenes mediante algoritmos de apren-

dizaje profundo que den soporte en el diagnóstico de la enfermedad de Alzheimer en adultos

mayores en aplicaciones clínicas. El desafío yace en poder distinguir pacientes sanos de

enfermos en imágenes donde los patrones cerebrales e intensidades son muy similares.

Se utilizaron imágenes de resonancia magnética (IRM) obtenidas de la base de datos

ADNI (Alzheimer’s Disease Neuroimaging Initiative)1 en distintas arquitecturas de redes

convolucionales (CNN de su sigla en inglés, Convolutional Neural Networks) con el fin

de diferenciar a individuos en condiciones normales de aquellos que padecen Alzheimer.

Estos modelos se ejecutaron en una unidad de procesamiento de gráficos (GPU) de alto

rendimiento, habiendo previamente analizado y preprocesado los datos.

1Los datos utilizados en la preparación de este artículo se obtuvieron de la base de datos de la Iniciativa
de Neuroimagen de la Enfermedad de Alzheimer (ADNI) (adni.loni.usc.edu). ADNI se lanzó en 2003 como
una asociación público-privada, dirigida por el investigador principal Michael W. Weiner, MD. El objetivo
principal de ADNI ha sido probar si la resonancia magnética en serie (MRI), la tomografía por emisión de
positrones (PET), otros marcadores biológicos y la evaluación clínica y neuropsicológica se pueden combinar
para medir la progresión del deterioro cognitivo leve (MCI) y la detección temprana Enfermedad de Alzheimer
(EA). Para obtener información actualizada, consulte www.adni-info.org.
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1 Introducción

A lo largo de los años la comunidad científica ha orientado su búsqueda hacia nuevos

métodos que puedan brindar soluciones a cuestiones de salud que afectan a cada vez más

personas a nivel mundial. Los trastornos mentales no son una excepción: son más de 50

millones de personas las que padecen algún tipo de demencia, y dos terceras corresponden a

la Enfermedad de Alzheimer (EA). La ausencia de una cura, los problemas socio-económicos

que acarrea, el carácter de irreversibilidad, y la falta de un método diagnóstico capaz de

identificar a individuos con EA de manera temprana, convierten esta cuestión en un problema

de gran magnitud e impacto social.

El dilema se torna más complejo si se considera que vivimos en un mundo con una

población creciente en edad, en donde la esperanza de vida es cada vez mayor, y el número

de personas que alcanzan edades avanzadas es cada vez más grande. Asimismo, hay que

resaltar que el 60% de los implicados reside en países de ingresos bajos y medios, y sabiendo

que es una enfermedad que afecta no sólo a quienes la padecen sino también a gran parte

del entorno que los circunde, se convierte en una problemática mundial social, económica y

emocional de gran escala. Encontrar una herramienta que sirva de soporte a los profesionales

de la salud en el diagnóstico temprano de la enfermedad es una tarea pendiente primordial.

Las imágenes médicas han sido utilizadas a lo largo del último siglo como herramientas

para estudios clínicos, para el diagnóstico de anomalías o enfermedades, como instrumento

a la hora de planificar tratamientos, y recientemente también en cirugías asistidas por

computadoras. La digitalización que surgió a partir de la década del 70 ha acrecentado

sustancialmente el uso de dichas imágenes y facilitado la accesibilidad, brindando valiosos

beneficios y oportunidades de desarrollo en diversas áreas de la medicina. El nivel de detalle

que proporcionan es cada vez más preciso. Con la tomografía computarizada, la resonancia

magnética y la ecografía, los órganos normales o patológicos ahora se pueden visualizar
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con un grado de detalle tal que la imagen digital es casi un duplicado del órgano real. Los

niveles de ruido han mejorado considerablemente, y los tiempos de adquisición son cada

vez menores.

Pero una de las mayores ventajas que se ha manifestado con la digitalización es la

creciente disponibilidad de datos. Cada vez son más las bases que almacenan grandes

volúmenes de datos que son accesibles de manera remota para ser utilizados en investigación

y desarrollo, y la importancia de contar con ellos es poder generar nuevos modelos que

permitan automatizar procesos y dar soporte a los profesionales en la toma de decisiones;

modelos que sean más certeros y precisos, que minimicen el error del ojo humano y sean

capaces de brindar diagnósticos de manera más temprana.

El incremento en las capacidades computacionales no sólo ha expandido el rango de

visualización remota hacia cualquier lugar con acceso a internet, sino que, junto con el avance

de nuevos métodos de predicción y categorización de patologías ha virado la investigación

hacia diferentes campos de aplicación de la inteligencia artificial. Numerosos estudios han

revelado que la incorporación de distintas técnicas de aprendizaje profundo parecería ser

una alternativa prometedora a la hora de diagnosticar enfermedades [1, 2, 3] y reconocer

patrones o estructuras [4, 5].

En el presente trabajo se evaluarán distintos modelos de redes neuronales, particular-

mente redes convolucionales, aplicados en imágenes de resonancia magnética previamente

procesadas con el objeto de construir un modelo capaz de discriminar entre individuos

sanos e individuos con EA. La finalidad del trabajo es generar una herramienta capaz de

diagnosticar a aquellas personas que tienen EA.
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2 Marco Teórico

2.1 Demencias

La demencia es un síndrome que atormenta a más de 50 millones de personas a nivel

mundial, de las cuales aproximadamente el 60% vive en países de ingresos bajos y medios.

La ausencia de una cura o tratamiento efectivo y el hecho de que la prevalencia se duplique

cada 20 años, hacen de este trastorno un desafío no sólo de salud, sino también social y

económico, perjudicando tanto al afectado como al entorno que lo rodea. Si bien es cierto

que prevalece principalmente en personas mayores, el envejecimiento de la sociedad hace

que cada vez sean más las personas que padecen los síntomas que la demencia acarrea.

De acuerdo a la 10º edición de la Clasificación Internacional de Enfermedades (CIE-10),

se entiende por demencia al “síndrome debido a una enfermedad del cerebro, generalmente

de naturaleza crónica o progresiva, en la que se producen alteraciones de múltiples fun-

ciones corticales superiores, entre ellas la memoria, el pensamiento, la orientación, la

comprensión, el cálculo, la capacidad de aprendizaje, el lenguaje y el juicio.” La conciencia

no se ve afectada, mientras que el déficit cognitivo es generalmente acompañado, y en

muchas ocasiones también precedido, de un deterioro en las capacidades de control social,

emocional o motivacional [6].

La demencia produce un deterioro apreciable y usualmente paulatino en el funcionamiento

intelectual. Para poder realizar un diagnóstico adecuado, se debe cumplir que haya evidencia

de un déficit en la memoria y al menos una de las siguientes alteraciones cognitivas: afasia,

apraxia, agnosia, o una falla en el funcionamiento ejecutivo. Asimismo, la discapacidad

cognitiva debe ser lo suficientemente severa como para interferir con la independencia en

las actividades cotidianas [7].

En lo que a la memoria refiere, los individuos suelen tener dificultades para aprender

nuevo material, o bien para recordar lo previamente aprendido. Un método para determinar
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el deterioro de la memoria es evaluando la capacidad de registro, retención y reconocimiento

de la información. En el caso de información nueva, se suele dar una lista de palabras al

individuo y se le pide que la repita (registro). Luego de un tiempo determinado, se le pide

que las repita nuevamente en el orden dado (retención), y finalmente que las reconozca de

una lista de múltiples palabras (reconocimiento). Para analizar la memoria remota, se le

puede hacer preguntas personales o que recuerde material de interés aprendido en el pasado.

Se entiende por afasia a un deterioro en la función del lenguaje, en la que el individuo

presenta dificultades para comunicarse mediante el habla, la escritura o la mímica, debido a

lesiones en áreas cerebrales especializadas en estas funciones. La manera más sencilla de

evaluar esta condición es pidiéndole al paciente que repita palabras o frases, que nombre

elementos presentes o que siga instrucciones dadas.

La apraxia en cambio es la incapacidad de ejecutar las tareas motoras intencionadas y

aprendidas con antelación como consecuencia de una lesión cerebral, pese a la capacidad

física y a la voluntad para hacerlo [8]. Las alteraciones en las habilidades motrices se evalúan

pidiéndole al individuo que ejecute determinadas tareas, desde actividades cotidianas como

cepillarse los dientes hasta tareas más finas como ordenar bloques pequeños.

En cuanto a la agnosia, se la define como la incapacidad de procesar o reconocer

información sensorial. Hay una dificultad en el reconocimiento de objetos, personas,

sonidos, olores o tamaños, pero el sentido en sí mismo no presenta fallas, y tampoco hay un

problema de pérdida de memoria. En estadíos avanzados de agnosia, los individuos pueden

llegar a no reconocer a personas muy allegadas a ellos.

La disfunción en funcionamiento ejecutivo implica la pérdida, parcial o total, de la

capacidad de pensar de manera abstracta, así como planificar, iniciar, secuenciar, controlar y

detener el comportamiento complejo [7]. Comúnmente está relacionada con trastornos en el

lóbulo frontal o las vías subcorticales asociadas (hipocampo, cerebelo, amígdala y ganglios

basales). Se puede producir a su vez una deficiencia en el flujo de ideas y el individuo puede

encontrar dificultoso atender más de un estímulo a la vez. La capacidad de abstracción se
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puede medir haciendo que el individuo encuentre diferencias o similaridades entre palabras,

así como pedirle que recite el abecedario o cuente secuencialmente.

En síntesis, para que un individuo pueda ser diagnosticado con demencia se debe cumplir

que: (i) haya evidencia de una deficiencia en la memoria, y (ii) que se presente alguna de las

siguientes alteraciones: afasia, apraxia, agnosia o falla en el funcionamiento ejecutivo. Estas

deben ser lo suficientemente severas como para ocasionar una discapacidad ocupacional o

social (e.g trabajar, realizar tareas domésticas, vestirse, manejar, o realizar cualquier otra

actividad de la vida cotidiana), y deben evidenciar un deterioro del funcionamiento respecto

a los niveles anteriores.

Una de las variables que se debe tener presente a la hora de realizar el diagnóstico es que,

tanto la naturaleza como el grado de discapacidad, dependen en gran medida del entorno

social y cultural. La interacción de factores genéticos, psicológicos, socioeconómicos,

ambientales y demográficos pueden repercutir de diversas maneras en cada individuo, y es

un desafío poder discernir qué es y qué no una demencia según el sujeto en gestión [9, 10]. Se

cree que es un síndrome que está sub-diagnosticado, ya sea por falta de recursos (económicos

y tecnológicos) o falta de concientización y educación al respecto.

2.1.1 Prevalencia e Incidencia

Se entiende por prevalencia a la proporción de individuos de una población y período

determinado que presentan un evento determinado. De acuerdo a un estudio llevado a cabo

en el 2016 por el Global Burden of Disease (GBD) [11], el número global de personas que

padecían algún tipo de demencia alcanzaba los 43.8 millones (27 millones correspondientes a

mujeres y 16.8 a hombres), sufriendo un incremento del 117% respecto a los datos estimados

en 1990, 20.2 millones. Un reporte publicado por la Alzheimer’s Disease International en

2015 [12] estimó que dicho número rondaba los 46.8 millones, una diferencia de 3 millones

respecto a lo indicado por el GBD en el 2016. A pesar de la pequeña diferencia, ambos

estudios coinciden en que la cantidad de individuos que padecen demencias prácticamente
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se duplica cada 20 años, y estiman que para el 2050 los casos de demencia superarán los

100 millones.

Los factores que influyen en la diferencia de la prevalencia entre ambos reportes son,

entre otras, el sesgo de medición entre países o regiones al realizar los censos (utilización

de criterios diferentes para diagnosticar demencia dan diferentes resultados), la precisión

de los estudios en los que se basan dichos reportes, que en parte depende del tamaño de

la población analizada y de la exhaustividad del estudio en cuestión, y la falta de datos

confiables en determinadas regiones o países, que conduce a realizar estimaciones menos

certeras.

De todos modos, los estudios revelan que la prevalencia se ve afectada principalmente

por la edad, aunque también hay diferencias significativas según el género, el grupo étnico

y el nivel de ingreso de las poblaciones. A modo de ejemplo, la tabla 2.1 muestra datos

que fueron recopilados del Reporte Mundial de Alzheimer 2015: El Impacto Global de las

Demencias [12]. Se han incluido sólo algunas regiones, aquellas que contaban con mayor

número de estudios de respaldo, y se trató de abarcar distintas áreas representativas.

Región Género 60-64 65-69 70-74 75-79 80-84 85-90 >90 Prevalencia Estandarizada
Latinoamérica M 1.4 2.4 4.3 7.4 12.6 21.6 43.7 8.41

F 1.3 2.5 4.7 8.9 16.5 30.7 69.4
EEUU M 1.3 2.1 3.7 6.8 12.3 21.6 45.2 6.77

F 1.0 1.8 3.3 6.4 12.5 23.2 52.7
Europa Occidental M 1.1 1.8 2.8 4.7 7.8 12.6 23.7 6.67

F 2.0 3.2 5.2 8.7 14.6 23.7 45.1
Sur de Asia M 1.2 1.9 3.0 5.1 8.5 13.8 26.2 5.63

F 1.6 2.5 4.0 6.7 11.2 18.1 34.3
África sub-sahariana M 1.0 1.5 2.3 3.8 5.7 9.2 17.5 5.47

F 2.0 3.0 4.6 7.5 11.5 18.6 35.8

Tabla 2.1: Prevalencia por región, género y edad según el Reporte Mundial de Alzheimer 2015.

Observando los datos se puede apreciar cómo la prevalencia aumenta conforme aumenta

la edad, habiendo saltos significativos entre los grupos de edades. Esto se debe principal-

mente al deterioro de la función cognitiva que se da con el paso de los años. Hay que resaltar

que la prevalencia en los grupos de mayor edad no sólo es mayor porque las demencias

se presentan sobre todo en estadíos de edad avanzada, sino que además la proporción de
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enfermos aumenta en el grupo dado que el tamaño del grupo disminuye. Es decir, se

incrementa el número de afectados (matemáticamente, aumenta el numerador) y disminuye

la población sobre la que se miden (se reduce el denominador) debido a que es menos la

gente que llega a edades avanzadas.

Por otro lado, se puede distinguir una diferencia de prevalencia según el género. Salvando

unos pocos grupos, la prevalencia de demencia en el sexo femenino supera a la masculina,

y en algunos casos, la diferencia es muy acentuada. Sin embargo, se debe tener en cuenta

que globalmente, según los datos obtenidos de la Organización Mundial de la Salud (OMS),

la esperanza de vida de los hombres es menor que la de las mujeres. Mientras que el sexo

masculino presenta una esperanza de vida de 69.1 años, la de las mujeres es de 73.8, una

diferencia de 4.7 años [13]. Si indagamos en las regiones en cuestión, la esperanza de vida

en América (incluye las regiones latinoamérica y EEUU) es de 74 y 79.9 en hombres y

mujeres respectivamente, en Europa (incluye región Europa occidental) es de 73.2 y 80.2, en

la región de Asia (incluye región sur de Asia) es de 67.3 y 70.7, y en África (incluye región

África sub-sahariana) es de 58.2 y 61.7. Estas diferencias favorecen que la prevalencia sea

mayor para el sexo femenino en grupos de edades avanzadas, puesto que la edad es el mayor

factor de riesgo en las demencias [14].

No obstante, no hay evidencia suficiente para respaldar que la incidencia en mujeres

sea mayor que en los hombres. Se define como incidencia al número de casos nuevos de

una enfermedad en una población y período determinados. En cierta medida, la incidencia

se encuentra estrechamente relacionada con el riesgo de desarrollar dicha enfermedad.

Numerosos estudios han investigado la incidencia según el sexo y la edad, y no se ha

encontrado una diferencia significativa entre hombres y mujeres en la proporción de quienes

desarrollan algún tipo de demencia [14, 15, 16]. En otras palabras, aún cuando la prevalencia

es mayor en mujeres que en hombres, en la incidencia parecería no haber una brecha

marcada.

En cuanto a la etnicidad, a pesar de que hay datos que demuestran una mayor incidencia
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y prevalencia de demencia en afroamericanos y blancos hispanos respecto a blancos no-

hispanos [17, 18, 19], no parecerían ser los factores genéticos los que influyen en esta

disparidad [20]. Son más bien las variantes en las condiciones de salud, estilos de vida y

niveles socioeconómicos los que aportan a esta desigualdad.

Datos epidemiológicos sugieren que determinados factores de riesgo directamente

asociados al desarrollo de demencia de tipo Alzheimer prevalecen en grupos afroamericanos

e hispanos frente a los blancos no-hispanos. Enfermedades cardiovasculares (hipertensión,

enfermedad de la arteria coronaria e infartos), que son más frecuentes en afroamericanos,

así como también la diabetes, que prevalece tanto en afroamericanos como hispanos, tienen

un peso considerable en la contribución de Alzheimer y otras demencias [19, 21]. Es esta

relación la que vincula indirectamente a la etnicidad con la prevalencia e incidencia de

demencias.

A nivel sociocultural y económico, un menor nivel de educación, mayor nivel de pobreza

y menor ingreso, tienden a acrecentar la diferencia de prevalencia entre afroamericanos e

hispanos contra los blancos no-hispanos. Censos y estadísticas confirman que el nivel de

ingreso medio de los blancos no-hispanos supera en gran medida al de los afroamericanos

e hispanos. Un estudio realizado por la Oficina de Censos de los Estados Unidos en 2018

ratificó que el ingreso medio de los blancos era de U$S 67.937, mientras que el de los

hispanos se situaba en U$S 51.404, y U$S 41.511 para los afroamericanos [22]. Mayor

niveles de ingresos significa un mejor acceso a recursos médicos (ya sea para tratamiento o

diagnóstico), y acceso a niveles de educación de mejor calidad, entre otras cosas.

Del mismo modo, en lo que a la educación respecta, hay una serie de hipótesis que

explican por qué menores niveles educativos están relacionados con una mayor prevalencia

e incidencia de demencia. En primer lugar, se cree que una educación deficiente viene

acompañada de otros factores que influyen directamente en el riesgo de desarrollar algún

tipo de demencia, tales como malnutrición, exposición a traumas, y atención médica inade-

cuada. Por otro lado, se cree que la educación a lo largo de la vida ayuda a promover la
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memoria y mantener viva la actividad cerebral, construyendo y fortaleciendo estructuras

neurobiológicas y patrones de comportamiento que subsanan los efectos de los agentes

deteriorantes del cerebro [17]. Varios estudios han demostrado que personas con bajos

niveles de alfabetización y/o una educación deficiente obtuvieron peores resultados en

evaluaciones cognitivas, como en el Mini-Mental State Exam (MMSE), uno de los tests más

utilizados a nivel mundial para evaluar el deterioro cognitivo [19, 20, 23].

En contraposición, genéticamente hablando, a pesar de que no existen pruebas feha-

cientes que expliquen la desigualdad entre razas, numerosas investigaciones del genoma

humano han desenmascarado una fuerte relación entre la Apolipoproteína E (APOE) y el

riesgo de contraer demencias, particularmente la de tipo Alzheimer. El gen que codifica

para la APOE puede tomar diferentes formas, siendo la ε3 la más común, seguida por la

ε4, y de manera menos frecuente la ε2. Mientras que heredar la versión ε2 disminuye las

posibilidades de contraer Alzheimer, la versión ε4 aumenta el riesgo. El genotipo APOE

ε2/ε2 (dos copias del gen ε2) disminuye las probabilidades un 50%, en tanto ε3/ε4 (una

copia de ε4) y ε4/ε4 (dos copias de ε4) aumentan 3 y 8 veces respectivamente el riesgo de

padecer la enfermedad [24]. Uno de los motivos principales es que la isoforma ε4 desata la

acumulación de la proteína beta-amiloide en el cerebro de manera más temprana que la ε3,

y esta a su vez, antes que la ε2 [25].

En resumidas cuentas, son diversos los factores que juegan un rol importante en la

prevalencia e incidencia de las demencias. La tendencia global muestra que la prevalencia va

en aumento. El crecimiento del 117% que se produjo entre 1990 y 2016 respalda este hecho,

y las estimaciones para el 2050 no parecen ser más optimistas. Esto se justifica con que la

longevidad de las personas es cada vez mayor y con que cada vez hay más personas que

alcanzan edades avanzadas. Este cambio es apreciable, y cada vez será más notorio, sobre

todo en regiones en vías de desarrollo, que de a poco van aumentando la esperanza de vida,

así como en países con alto crecimiento demográfico (e.g. China e India), donde cada vez

son más quienes sobreviven hasta alcanzar edades reproductivas. En países desarrollados
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también se puede percibir y se estima un aumento venidero pero de manera más moderada.

En un mundo donde el crecimiento demográfico no cesa y la esperanza de vida es

cada vez más alta, el desafío que representan las demencias es un asunto a tratar de man-

era urgente. La carga económica y social que representan a nivel mundial es sustancial.

Según estimaciones realizadas por Alzheimer’s Disease International del costo de la en-

fermedad [12], en el 2010 rondaba los U$S 604 mil millones, alcanzando U$S 818 mil

millones en el 2015, y proyectando 1 billón (1012) para el 2018. El costo anual en dólares

por persona para economías de ingresos bajos, medio-bajos, medio-altos, y altos en 2015

fue de 939, 3.865, 10.467 y 39.595 respectivamente.

Existe de este modo una dicotomía entre la distribución global de prevalencia, pre-

dominante en economías de ingresos medio-bajos, y los costos que están en su mayoría

representados por economías de ingresos altos. Esto refleja menores costos por persona en

economías de ingresos medio-bajos debido a menores ingresos salariales, acompañado de

una mayor proporción de atención informal en lugar de cuidadores profesionales. En otras

palabras, cada vez hay más casos de personas que padecen de demencia y no pueden costear

un tratamiento adecuado.

Considerando la dimensión epidémica que está tomando la demencia, y dado que aún

no existe una cura o tratamiento efectivo, es primordial abordar este conflicto activamente.

Tratar de encontrar un diagnóstico temprano es fundamental para retrasar el desarrollo de la

enfermedad así como aminorar los síntomas, siempre y cuando se reciba la estimulación y

el cuidado necesarios.

2.1.2 Enfermedad de Alzheimer

Particularmente, dentro de los numerosos tipos de demencias que se han identificado, la

demencia de tipo Alzheimer es la más común representando aproximadamente el 60% de

los casos, seguida por la Demencia Vascular (DV) [26]. Se estima que hay otro 20% más

que surge de las demencias mixtas, caracterizadas por tener más de una causa. Comúnmente
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hay cuatro tipos de estas y son en primer lugar Alzheimer combinado con DV, seguido por

Alzheimer con Demencia con Cuerpos de Lewy (DCL), Alzheimer con tanto DV como

DCL, y en menor medida, DV con DCL [21]. El Alzheimer es dentro de las enfermedades

cerebrales degenerativas el mayor causante de demencia.

Para que la demencia sea de tipo Alzheimer, se debe cumplir junto con los requisitos que

caracterizan a las demencias previamente mencionados en la sección 2.1 (i) y (ii), que: (iii)

el progreso de la enfermedad sea de inicio gradual y con un deterioro cognitivo continuo;

(iv) las deficiencias cognitivas no sean fruto de (a) otras fallas en el sistema nervioso que

afecten progresivamente la memoria y cognición, (b) fallas a nivel sistémico que se conoce

que pueden generar demencia (e.g hipotiroidismo, deficiencia de ácido fólico o vitamina

B12, hipercalcemia, etc), (c) condiciones inducidas por sustancias; (v) las deficiencias no

se produzcan exclusivamente durante el curso de un delirio; y (vi) la discapacidad no se

describa mejor con otro trastorno [6, 7].

En cuanto a los síntomas que se pueden presentar en la EA, cabe resaltar que varían

según cada individuo y que van evolucionando conforme la enfermedad progresa. En

estadíos tempranos, lo primero que se suele notar es que el sujeto tiene dificultades para

aprender nueva información. Esto se debe a que las primeras neuronas en verse afectadas

son aquellas que se encuentran en regiones del cerebro que cumplen la función de formar

nueva memoria [21].

Otros síntomas que pueden advertir sobre la posible presencia de EA incluyen cambios

en la memoria que dificultan las actividades de la vida cotidiana; problemas a la hora de

planificar o resolver asuntos; dificultad para llevar a cabo tareas habituales en la casa, trabajo

o tiempo libre; desorientación espacio-temporal; problemas en la comunicación por medio

oral o escrito; colocación de objetos en lugares que no son los correspondientes; disminución

del juicio; y cambios en el humor o personalidad [27].

En cuanto a los síntomas neuropsiquiátricos, se destacan apatía (falta de interés, moti-

vación o entusiasmo), ansiedad, cambios en el apetito, alteración en el sueño, irritabilidad,
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agresividad, y depresión. En menor medida, se han encontrado casos en los que el individuo

presenta una actividad motora entorpecida o puede tener cuadros de euforia [28, 29].

El diagnóstico clínico se obtiene a partir de un examen físico, análisis de laboratorio,

imágenes del cerebro y un examen mental. El estado mental se evalúa mediante pruebas

neuropsicológicas, tales como el MMSE que está enfocado en la orientación y memoria

principalmente, o el Montreal Cognitive Assessment (MoCA) que evalúa una amplia gama

de habilidades cognitivas. Otra evaluación que está avanzando en la práctica es el "test del

reloj", que consiste en dibujar un reloj a modo de medir la disfunción espacial y negligencia.

No obstante, si bien hay algunos biomarcadores que se miden en líquido cefalorraquídeo

(LCR), así como estudios histológicos ya sea en biopsias o autopsias, en la práctica el

diagnóstico es exclusivamente clínico, acompañado de tests mentales e imágenes, y no son

concluyentes a la hora de determinar la presencia de Alzheimer.

Del mismo modo, es un desafío poder diferenciar a los sujetos con deterioro cognitivo

leve (Mild Cognitive Impairment (MCI)) que desarrollarán EA en el futuro respecto a

quienes no lo harán. Los síntomas en estadíos tempranos de EA pueden ser iguales o muy

similares a los que presentan individuos con MCI, pero es sustancial encontrar un método

que permita discernir unos de otros. Distintos estudios, tanto post mortem como in vivo, han

logrado obtener información que describe características típicas de los cerebros afectados

con Alzheimer.

En este sentido, si bien su etiología es desconocida, la EA presenta características

neuroquímicas y neuropatológicas específicas. Está asociada a una pérdida progresiva de

neuronas debido a una acumulación de proteínas beta-amiloides (placas amiloides) por fuera

de las neuronas cerebrales, y a una acumulación de proteína tau (ovillos neurofibrilares)

dentro de las neuronas, que conduce al entorpecimiento de la función neuronal [30].

Por otro lado, es sabido que en la EA el núcleo basal colinérgico de Meynert se ve

afectado en gran medida. Esta estructura es la fuente principal de aportes colinérgicos que

estimulan la acción de los nervios parasimpáticos postganglionares [31]. La degeneración se
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puede apreciar mediante autopsias (post y ante mortem) que revelan la presencia de proteína

Tau y una reducción en la densidad sináptica y en el conteo de neuronas presentes [32].

Gracias a los avances tecnológicos en imagenología médica, se han descubierto otros

patrones que suelen estar presentes en cerebros con EA. IRM han demostrado una disminu-

ción significativa de la materia blanca, correlacionada con la pérdida de axones mielinizados

y la denudación del epéndima ventricular [33]. Las células ependimarias cumplen un rol

importante en la producción y regulación del LCR, y la denudación de estas hace que el

mismo se disperse en la cavidad craneal.

Asimismo, numerosos estudios post mortem han indagado en la atrofia de la formación

hipocampal y de la corteza entorrinal (CE), y se ha evidenciado una reducción considerable

en el volumen de ambas en pacientes con EA [34]. Estas estructuras están estrechamente

ligadas con la memoria y la orientación espacio-temporal, y son las primeras en verse

afectadas en el transcurso de la enfermedad. Investigaciones in vivo con IRM confirmaron

que las estructuras del lóbulo temporal medial se ven reducidas simétricamente con mayores

grados de atrofia en la CE, seguido por el hipocampo y la amígdala [35, 36, 37].

Sin embargo, los estudios parecerían indicar que esta degeneración comienza antes de

que aparezcan los síntomas y se obtenga el diagnóstico. Individuos levemente afectados

pueden presentar una atrofia con reducciones de la CE de hasta un 20-30% y del hipocampo

de un 15-20%, lo que sugiere que la enfermedad lleva un tiempo progresando sin ser

percibida [38].

Muchos científicos están orientando sus esfuerzos a la búsqueda de una técnica que

permita realizar un diagnóstico temprano de Alzheimer. El carácter de irreversibilidad, la

ausencia de un tratamiento efectivo y la magnitud epidemiológica que está adquiriendo, la

convierten en objeto de estudio de múltiples centros de investigación que han ido explorando

distintos métodos para extraer patrones de los datos de neuroimágenes.

En la actualidad se cuenta con varias técnicas de adquisición de imágenes, y la elección

de la misma dependerá del problema que se quiera abordar. En reglas generales, hay que
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contemplar el valor diagnóstico, y ponerlo en la balanza con la seguridad del paciente y

el costo del estudio. Mientras que la tomografía computada es un estudio rápido y de

gran disponibilidad, para una cuestión tan trascendente como es el caso del Alzheimer, la

resonancia magnética resulta ser la técnica más elegida por los profesionales debido a su

gran sensibilidad a la hora de examinar la estructura del parénquima cerebral y los tractos de

materia blanca, los límites entre materia gris-blanca, la fosa posterior y el tronco encefálico.

La tomografía computada suele ser utilizada en traumatismos, tumores o como una primera

aproximación a un posible diagnóstico, más aún la resonancia es mayormente aplicada en

estudios cerebrales, de articulaciones, y de corazón entre otros.

Aún así, es importante mencionar las diferencias entre las diferentes metodologías,

detallando las ventajas y desventajas de una sobre a la otra.

2.2 Imagenología en Demencias: Resonancia Magnética

La resonancia magnética (RM) es una poderosa herramienta de adquisición de imágenes

médicas que ha adquirido mucha popularidad debido a su alta capacidad de resolución

y diferenciación entre tejidos de diferentes densidades. A diferencia de la tomografía

computarizada (TC), en lugar de emplear rayos X, aplica campos magnéticos y señales de

radiofrecuencia para obtener información anatómica en cualquier dirección deseada [39].

Esta técnica parte de la base de que el átomo de hidrógeno, presente en todo el cuerpo

humano, posee una masa atómica impar (sólo cuenta con un protón) que le proporciona

un momento magnético y espín. En condiciones normales, dichos momentos se alinean

aleatoriamente dando como resultado un momento magnético neto cero. En presencia de un

campo magnético externo los espines pueden alinearse de manera paralela o antiparalela en

la misma dirección que este generando un momento magnético M0 distinto de cero. Si en

ese momento se aplica un pulso de radiofrecuencia (RF) adecuado, los átomos que perciban

dicho pulso se excitarán a niveles de energía más altos.

Acto seguido, los átomos volverán a su estado basal de energía emitiendo energía
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Figura 2.1: Diagrama de los tiempos involucrados en RM [41] .

electromagnética de la misma frecuencia que el pulso aplicado. Unas antenas receptoras

(bobinas) que se colocan sobre la zona de interés son las encargadas de captar dicha

energía para luego generar un mapa de densidades de distribución de hidrógeno a través de

algoritmos matemáticos. Utilizando tres campos magnéticos de gradiente lineal superpuestos

se puede lograr cortes en todas las direcciones (axial, sagital y coronal). Con la transformada

de Fourier luego se convierte la información de la frecuencia contenida en la señal para cada

punto del plano considerado y se crea un mapa de intensidades en escala de grises [40].

La variación en la secuencia de pulsos de RF afecta el tipo de imagen que se obtiene a

la salida. "Repetition Time" (TR) es el tiempo que transcurre entre secuencias de pulsos

sucesivos sobre el mismo corte. "Time to Echo" (TE) es el tiempo entre la emisión del pulso

y la recepción de la señal por la antena. Según los valores en los que se los configure, al

tejido se lo puede caracterizar según dos tiempos de relajación: T1 y T2. Algunas secuencias

también cuentan con un tiempo "Inversion Time" (TI), tiempo que se tarda desde que se

lanza el pulso de 180º hasta que se lanza el pulso de excitación de 90º. En la imagen 2.1 se

puede ver cómo serían los tiempos mencionados en una secuencia con TR, TE y TI.

El tiempo T1, también conocido como tiempo de relajación longitudinal, es una constante

de tiempo que determina el tiempo que requiere el vector de magnetización del sistema en
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Figura 2.2: Imagen de RM de tipo T1 (izquierda) vs. T2 (derecha).

volver al 63% de su magnitud inicial. Es una medida que refleja el tiempo que tardan los

protones en realinearse con el campo magnético externo, y depende en gran medida de la

intensidad de este. Las imágenes potenciadas en T1 requieren tiempos TR y TE cortos (en

general <500 ms y <30 ms respectivamente). Largos períodos de TR minimizan los efectos

T1 puesto que los tejidos no tienen tiempo suficiente para recuperarse de la excitación.

T2, o tiempo de relajación transversal, es el tiempo que requiere la componente transver-

sal de magnetización en llegar al 37% de su magnitud inicial luego de la excitación. Los

tiempos de TR y TE en este tipo de imágenes son más largos (>1500 ms y >90 ms respecti-

vamente). Períodos cortos de TE minimizan los efectos T2 dado que no se le dio el tiempo

suficiente para que los protones excitados decaigan, y por ende, los tejidos no se logren

diferenciar bien [42].

En imágenes cerebrales, T1 y T2 se pueden diferenciar fundamentalmente por el brillo

que toma el LCR. Mientras que en T1 se ve más bien oscuro/negro, en las imágenes T2

se ve brillante/blanco. Además, la materia blanca se ve clara en T1 y en T2 más bien gris

oscuro. Las infecciones o desmielinizaciones son oscuras en T1 y brillantes en T2 [40]. En

la imagen 2.2 se puede comparar una resonancia magnética de tipo T1 contra una T2.

En resumidas palabras, la RM parte del principio que los protones tienen un momento
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angular que se polariza en presencia de un campo magnético. Un pulso de RF puede alterar

el estado de energía de los protones, y cuando se apaga, regresan a su estado de energía

basal emitiendo una señal de RF que es capturada por unas antenas que decodifican la señal.

Combinando de diversas maneras los gradientes y pulsos, se pueden diseñar numerosas

secuencias para adaptarse a diferentes características del tejido. En la EA particularmente, la

RM estructural se puede orientar a la evaluación de la atrofia o volúmenes (principalmente

utilizando RM potenciada en T1), o a los cambios en las características del tejido que

generan alteraciones en la señales reflejándose como hiperintensidades de la materia blanca

(RM potenciada en T2) [38]. Algunas secuencias muy utilizadas hoy en día son RM por

difusión, secuencia FLAIR (Fluid-attenuated inversion recovery) para imágenes potenciadas

en T2, o MP-RAGE (Magnetization Prepared Rapid Acquisition Gradient Echo) en imágenes

potenciadas en T1, entre otras.

Una de las ventajas que ofrece la técnica de adquisición de imágenes por RM frente a

TC es que no hay exposición a ningún tipo de radiación ionizante, minimizando los efectos

biológicos nocivos en el paciente. En cuanto a las imágenes obtenidas, la TC es muy útil

para distinguir huesos y anormalidades en tejidos, más aún la RM es fundamentalmente

aplicada en tejidos blandos, como ligamentos, tendones, cerebro y tumores. Sin embargo,

una desventaja de la RM es que los resultados suelen ser más ruidosos debido a que la

adquisición de la imagen es un proceso que puede durar desde 10-15 minutos hasta 2 horas

según qué tejidos se analicen, y dependen en gran medida del movimiento del individuo.

En las últimas décadas ha ido mutando el uso que se le da a las neuroimágenes en

demencias. Tradicionalmente, han sido utilizadas principalmente como apoyo a la hora de

descartar causas conocidas y tratables. En la mayoría de las patologías neurodegenerativas

el diagnóstico es aún exclusivamente clínico y se basa en la amamnesis (información que

proporciona el paciente durante la entrevista clínica), síntomas y signos. Consecuente-

mente, un posible tratamiento es recién posible cuando las alteraciones neuronales son lo

suficientemente extensas como para que los síntomas sean perceptibles.
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Actualmente, con el avance de la investigación científica y el desarrollo tecnológico,

se ha extendido notablemente el rol de las neuroimágenes hacia aplicaciones en etapas

diagnósticas y pronósticas. La necesidad de realizar un diagnóstico precoz para evitar el

deterioro irreversible que se suele percibir en el momento de la detección, ha orientado los

esfuerzos hacia el desarrollo de avanzadas técnicas que permitan identificar la enfermedad

en períodos preclínicos donde el cuadro es todavía asintomático.

En particular, en patologías cerebrales el uso de esta metodología se ha propagado

considerablemente gracias a su capacidad de detectar atrofia cortical. Las estimaciones en la

pérdida de tejido en áreas tales como el hipocampo o corteza entorrinal han demostrado ser

buenos indicadores del desarrollo de deterioro cognitivo leve en Alzheimer, diferenciándose

de otras neuropatologías [34, 35, 36, 37, 38, 43, 44].

La función de las imágenes en medicina ha ido mutando a lo largo de los últimos

años gracias a los nuevos usos y tecnologías que han surgido. Mientras que en primera

instancia los profesionales las empleaban como herramientas para confirmar diagnósticos

o como soporte para la comprensión de ciertas enfermedades, hoy en día el potencial que

suponen es sumamente prometedor. La inteligencia artificial es uno de los propulsores más

emblemáticos, ayudando en etapas preclínicas donde el ojo humano no es suficiente para

detectar anomalías. Diferentes estudios han revelado que la aplicación de algoritmos puede

ser más eficiente incluso que los especialistas en imágenes en la predicción de enfermedades

neurodegenerativas tal como el Alzheimer [45, 46]. La importancia radica en encontrar

métodos generalizables, rápidos y precisos capaces de discernir entre distintos tipos de

trastornos o alteraciones.

Para poder lograr esto, es necesario generar una herramienta capaz de clasificar las

imágenes de entrada de acuerdo a la condición clínica de cada individuo. En este caso

específicamente, se debe crear un clasificador que distinga a individuos con condiciones

normales de aquellos que presentan Alzheimer.

Un paso crítico al que se le debe dar suma importancia es el preprocesamiento de los
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datos de entrada. Se entiende por preprocesamiento a la limpieza, integración y reducción

de los datos, y es una transformación previa a alimentar el algoritmo de clasificación. El fin

de esta etapa es poder extraer los parámetros principales o dominantes de las imágenes que

la hacen característica (feature extraction). La reducción del ruido, segmentación, registro

y redimensionamiento son algunos pasos fundamentales a la hora de extraer información

sustancial. En imágenes neuronales también es aconsejable eliminar regiones no-cerebrales,

como puede ser el cuello y cráneo.

En lo que a la clasificación respecta, diferentes dominios de la matemática, estadística e

informática deben ser considerados. El clasificador es precisamente una red neuronal. La

manera más simple de entender cómo funciona es considerarla como una gran función que

se aplica a los datos de entrada para devolver una salida categórica. En este caso la salida

sería más bien binaria: la EA está presente o no.

Un ejemplo de como podría funcionar una red es suponer que se quiere discernir imá-

genes donde hay tanto rosas rojas como jazmines blancos. El paso previo al clasificador sería

hacer un preprocesamiento adecuado para extraer las características principales, mediante

por ejemplo un análisis de las intensidades (no tienen el mismo valor los píxeles donde

predomina el rojo que aquellos donde abunda el blanco). Usando umbrales, promediando, o

aplicando otras operaciones se puede lograr obtener información sustancial representativa de

cada imagen, que luego será utilizada por el clasificador a la hora de aprender a separarlas.

En el campo de la medicina, las redes neuronales son un poderoso recurso que está siendo

explotado cada vez en mayor medida. En el diagnóstico de enfermedades neurodegenerativas

especialmente, todavía los hallazgos no han alcanzado los estándares necesarios, y es

necesario continuar con las investigaciones y evaluaciones.

2.3 Redes Neuronales

En una era donde la recopilación y almacenamiento de datos es cada vez más accesible a

nivel mundial, el desarrollo de técnicas robustas y eficientes de inteligencia artificial (IA)
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cumple un rol primordial en la optimización de procesos. La IA es un término que se utiliza

para describir la capacidad de las computadoras y tecnología para simular el comportamiento

inteligente humano. A lo largo de los años ha ido adquiriendo un papel muy importante en la

investigación científica y en la resolución de problemas complejos en diversas aplicaciones,

especialmente en áreas donde abundan los datos pero faltan herramientas o modelos que

faciliten su uso.

Las redes neuronales (RRNN) son una subclase dentro de la IA. El Dr. Robert Hecht-

Nielsen, creador de la primera neurocomputadora, las definió como “un sistema computa-

cional hecho de un número de elementos simples e interconectados que procesan información

a través de una respuesta dinámica a entradas externas” [47]. Las RRNN pretenden hacer

uso de los conocimientos que hay acerca de la funcionalidad de los sistemas biológicos para

modelar sistemas no-lineales en los que la relación entre las variables es desconocida o muy

compleja, tales como reconocimiento de patrones, predicción, optimización, asociación,

aproximación de funciones y control.

Inspiradas en el sistema nervioso, idealmente las características que deben imitar las

RRNN son [48]:

1. alto grado de paralelismo: permite un procesamiento rápido de la información.

2. tolerancia a fallas: mayor adaptabilidad al ruido, brindando un mejor desempeño.

3. capacidad de aprender y manejar información imprecisa: permite que el sistema

actualice su estructura interna en respuesta a un entorno cambiante.

4. no-linealidad: mejor ajuste a los datos.

5. capacidad de generalizar: posibilita que el modelo se pueda utilizar con datos no

aprendidos.

La capacidad de aprender es una de las características más atractivas de las RRNN. En

este proceso la red es capaz de modificar su arquitectura, ya sea ajustando los pesos, quitando
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o estableciendo conexiones, o bien cambiando funciones de activación. El aprendizaje se

hace de manera iterativa, y el rendimiento suele mejorar con el número de iteraciones [49].

Existen dos métodos de aprendizaje: supervisado y no-supervisado. Se considera

aprendizaje supervisado a aquel en el que para cada patrón de entrada, hay una respuesta

correcta determinada. Es decir, hay un agente externo que controla (supervisa) la respuesta

que debería generar la red a una entrada determinada, a modo que los pesos se actualicen

para acercarse al valor correcto. En cambio, en aprendizaje no-supervisado no hay una

respuesta correcta asociada a cada entrada. La red explora los datos y su estructura o

correlaciones, para luego organizar los patrones en categorías que surjan a partir de ellos.

En cuanto a la estructura, una red neuronal está formada por una serie de “neuronas” (o

nodos) interconectados que se organizan en distintas capas. Cada unión entre nodos tiene un

peso determinado que varía según la fuerza de la conexión. La estructura básica consiste en

una capa de entrada, una o varias capas ocultas, y una capa de salida. El número de nodos

en cada capa dependerá de la complejidad del problema a resolver.

Los nodos en la capa de entrada reciben información externa y la transfieren a la primera

capa oculta, y ésta a su vez a las capas ocultas subsiguientes, hasta llegar a la capa de salida.

Cada nodo es una unidad de procesamiento en la que se aplican funciones matemáticas a la

información recibida mediante una función de entrada, una de activación, y una de salida.

La función de entrada suele ser una sumatoria en la que se suman cada valor de entrada

multiplicado por su peso correspondiente. La función de activación transforma la salida de

la función de entrada en un valor (estado) de activación. Usualmente los rangos utilizados

van de (0 a 1) o (-1 a 1). Finalmente, la función de salida determinará qué valor se transfiere

a los nodos conectados, y generalmente depende de un umbral. Si el valor está por debajo

del umbral, ninguna salida se transfiere al nodo siguiente.

La figura 2.3 ilustra un esquema básico de una red neuronal. Los nodos representados

por Xi representan la capa de entrada, y cada nodo tiene sus pesos asociados representados

por Wi (input) que caracterizan la fuerza de la unión con los nodos de la primera capa oculta.
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Figura 2.3: Diagrama de una red neuronal básica con n capas ocultas, 3 nodos de entrada, y 2 de salida.

En las n capas ocultas, las conexiones entre nodos también tienen pesos característicos,

representados en el esquema como Wh (hidden). Finalmente, de la última capa oculta salen

los pesos Wo (output) que determinan la unión con los nodos a la salida, Yi.

Matemáticamente, si se toma un nodo (figura 2.4), la salida se puede expresar como:

y = f (
n

∑
i=0

xi ·wi −θ) (2.1)

donde n representa el número de entradas del nodo, wi es el peso asociado a la entrada xi,

y θ es un valor asociado al nodo conocido como “bias”. La función f es la función de

activación, generalmente la función signo, la función sigmoidea, o la función umbral.

Por otro lado, según como sean las conexiones inter-nodales, las RRNN se pueden

clasificar en redes feed-forward, en las que las señales van siempre hacia capas posteriores

(hacia adelante), o recurrentes (RNN de su sigla en inglés Recurrent Neural Networks) que

permiten conexiones tanto para adelante como hacia atrás. Teniendo esto presente, existen

diversas topologías de redes que dependen fundamentalmente del número de capas, número

de nodos por capa, el grado de conectividad y el tipo de conexiones entre nodos. Algunos

ejemplos de topologías feed-forward son perceptrón simple o multicapa, redes de función
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Figura 2.4: Diagrama de un nodo con n entradas y sus pesos asociados.

de base radial, o CNN. Las redes de Hopfield, mapas auto-organizados y redes competitivas

son algunos ejemplos de redes recurrentes.

2.3.1 Redes Convolucionales

Las CNN son un tipo específico de redes neuronales feed-forward que se basan principal-

mente en algoritmos de aprendizaje profundo, caracterizándose por tener una arquitectura

con numerosas capas ocultas [50]. Es precisamente esta arquitectura la que las convierte

en una poderosa herramienta en reconocimiento y clasificación de imágenes. En medicina

han ido adquiriendo un rol protagónico en imagenología especialmente en el diagnóstico

de enfermedades, así como en el reconocimiento de objetos tales como tumores, quistes o

nódulos [51, 52, 53].

La arquitectura típica de las CNN consiste en una capa de entrada, seguida de nu-

merosas capas ocultas de diversos tipos, y una capa de salida. En las capas ocultas se

encuentran numerosas capas convolucionales, ‘pooling’ y ‘fully connected’ (completamente

conectadas).

La función de las capas convolucionales es extraer parámetros (tales como bordes,

formas o colores) de las imágenes de entrada mediante una convolución entre estas y unos

filtros que se desplazan a lo largo de cada imagen. La convolución es una operación lineal
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Figura 2.5: Ejemplo de una convolución aplicada a un tensor de entrada de 5×5 con un filtro de 3×3.

en la que una matriz llamada filtro se aplica a la matriz de entrada correspondiente a la

imagen, llamada tensor. Se realiza una “multiplicación inteligente” (element-wise product)

entre cada elemento del filtro y del tensor para cada región que ocupe el filtro sobre el

tensor, y se suman los valores para formar una matriz de salida conocida como mapa de

características [54].

Si se tiene una imagen de dimensión h×w×d (height - altura, width - ancho, depth -

profundidad), y un filtro de fh× fw× fd , a la salida se obtendrá un mapa de características de

dimensión (h− fh+1)× (w− fw+1)×1. Por ejemplo, si en la entrada se toma una imagen

de 5×5×1 y se aplican filtros de 3×3×1, los mapas de patrones a la salida tendrán una

dimensión de 3×3×1. En la figura 2.5 se ilustra el ejemplo anterior para una imagen cuyos

valores de píxeles por simplicidad valen 0 o 1, y donde la profundidad es 1. Generalmente

la profundidad de las imágenes es 3, dado que corresponde a los 3 canales RGB.

La distancia entre dos filtros sucesivos se lo llama paso (stride en inglés). Este parámetro

se lo puede fijar en distintos valores. Por lo general se lo fija en 1, aunque muchas veces se

toman pasos mayores para lograr una reducción de dimensión. Otra forma para conseguir

esto es mediante la capa pooling, como se describe más abajo.

Por otro lado, para permitir que los elementos más céntricos de los filtros se superpongan

con los elementos más externos del tensor, existe lo que se llama padding. Esta técnica

agrega filas y columnas a cada extremo del tensor, generalmente con ceros (zero-padding), a
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Figura 2.6: Ejemplo de zero-padding aplicado a un tensor de entrada de 5× 5. De esta forma no varía la
dimensión del tensor a la salida.

modo que el centro del filtro logre superponerse con los elementos exteriores del tensor, tal

como se puede ver en la figura 2.6. Nótese que sin aplicar zero-padding la dimensión del

tensor se vería reducida cada vez que se realice una convolución.

Seguido de cada capa convolucional se aplica una operación no lineal, generalmente la

función ReLU (de su sigla en inglés Rectified Linear Unit) que consiste en una operación

no lineal en la que todos los píxeles con valores negativos pasan a valer 0. El objeto de

esta operación es justamente introducir la no-linealidad dado que la información del mundo

real suele ser no lineal. Otras funciones que se suelen emplear son la sigmoidea o tangente

hiperbólica.

La capa ‘pooling’ se utiliza para reducir las dimensiones de las imágenes y así acelerar

el tiempo de procesamiento computacional. El objetivo es extraer los parámetros principales

de las matrices resultantes de las capas anteriores, tomando un tamaño de ventana o filtro

determinado. Si se toma un stride igual al tamaño del filtro pooling, entonces no habrá

superposición de regiones, mientras que si se toma un stride menor al tamaño del filtro, se

logrará una superposición y la reducción de dimensión será menor. Los valores obtenidos

dependerán del tipo de pooling que se aplique. En general, se extraen los valores máximos

de cada ventana, pero hay casos donde conviene sacar el promedio o la suma. En el ejemplo
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Figura 2.7: Aplicación de max-pooling de 2×2 y un stride de 2. No hay superposición de regiones. Se puede
ver la reducción en la dimensión de la imagen de entrada.

de la figura 2.7 se puede ver como se reduce la dimensión tomando una capa pooling de

valores máximos de 2×2 con stride 2.

Los mapas de características de la última convolución o de la última pooling son luego

transformados en un arreglo de elementos unidimensional que se conecta con una capa densa

completamente conectada (fully connected) en la que cada entrada se comunica con cada

salida mediante un peso que se puede aprender [54]. El propósito de esta capa es usar las

características más representativas obtenidas en los mapas de características para clasificar

las imágenes en diferentes clases. La última capa densa tiene usualmente la misma cantidad

de nodos que de clases a la salida.

La función de activación de la última capa densa debe ser propiamente elegida en función

al problema de clasificación en cuestión. Para problemas de clasificación múltiple, donde se

deben distinguir numerosas categorías, se suele aplicar la función ‘softmax’ que normaliza

los valores de salida según las probabilidades de pertenecer a cada clase. A cada clase le

corresponde un valor entre 0 y 1, y la suma de probabilidades da 1. En problemas binarios,

en general se emplea la función sigmoidea.

Finalizado el proceso de modelado de la red, se debe evaluar su desempeño con los

datos que se dispongan. Estos por lo general se dividen en tres conjuntos: datos para

entrenamiento (training set), datos para testeo (testing set), y datos de validación (validation
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set).

2.3.1.1 Entrenamiento de la Red

Una vez constituida la arquitectura de la red, se debe proceder a entrenarla con los datos

previamente separados para ello. El objetivo de esta etapa es iterar con el training set sobre

la red a modo de minimizar la diferencia entre las predicciones y las etiquetas reales. El

entrenamiento consta de dos fases: una fase hacia adelante y una hacia atrás.

En la primera, los datos de entrada atraviesan todas las capas del modelo hacia adelante

y se calcula el rendimiento para determinados filtros y pesos mediante una función de costo

(loss function). Las funciones de costo comúnmente usan técnicas como entropía cruzada,

error cuadrático medio (MSE de su sigla en inglés Mean Squared Error) o error absoluto

medio (MAE de su sigla en inglés Mean Absolute Error). La primera es mayormente

aplicada en problemas de clasificación, en tanto las últimas dos en problemas de regresión.

De esta fase se obtienen los costos (loss values).

En la segunda fase se actualizan hacia atrás los parámetros aprendibles, i.e. filtros y

pesos, de acuerdo a lo obtenido en la fase anterior. Los métodos de propagación hacia atrás

(backpropagation) y gradiente descendiente son frecuentemente utilizados en conjunto para

optimizar tales parámetros.

2.3.1.2 Validación y Testeo del Modelo

La validación es el proceso mediante el cual se evalúa el modelo durante el entrenamiento,

con un conjunto de datos diferente al utilizado para entrenarlo. Se utiliza el set de validación

para ajustar los hiperparámetros tales como número de nodos, cantidad de capas ocultas, o

tipos de funciones de activación. El objeto es decidir si los resultados que cuantifican las

relaciones entre las variables describen correctamente los datos. De aquí se puede estimar

que tan bien generaliza el modelo durante el entrenamiento. Cabe remarcar que ni los pesos

ni los filtros son actualizados en esta etapa.
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Una de los motivos por el cual es conveniente aplicar el set de validación es para evitar

que el modelo se sobreajuste a los datos de entrenamiento (overfitting). Un modelo sobrea-

justado obtiene muy buenos resultados en la clasificación de los datos de entrenamiento, pero

cuando se agregan datos desconocidos para la red, el desempeño se reduce notablemente

dado que no es capaz de generalizar.

Hay diferentes métodos para validar el modelo. El más simple es, previo a entrenar la

red, tomar un porcentaje de los datos y separarlos para validar. A este se lo conoce como

“Holdout”. Una desventaja de esto es que se pierden datos de entrenamiento que podrían ser

muy útiles e incluso representativos, y aumenta el riesgo de generar un modelo sub-ajustado.

La finalidad del conjunto de testeo o de prueba es evaluar la performance de la red una

vez que ya fue entrenada. Los datos son diferentes a los de los conjuntos de validación y

entrenamiento, y son desconocidos para la red. La idea es proporcionarle al modelo datos

imparciales de forma tal que los resultados en la predicción y exactitud sean más certeros,

brindando información acerca de la capacidad de predicción y capacidad de generalización.

2.4 Evaluación del modelo

Para poder comprender mejor la calidad del modelo, es importante explicar primero ciertos

conceptos. En primer lugar, hay que entender qué es una matriz de confusión y qué valores

podemos obtener a partir de ella. En un problema de clasificación binario como el planteado,

hay que distinguir entre dos clases: clase positiva, en este caso si se tiene la enfermedad

de Alzheimer, y clase negativa, en caso que el individuo esté sano. Por otro lado, tenemos

predicciones: predicción verdadera, es decir se acierta el valor real, o predicción falsa, en

caso que no se acierte. De esta forma, en nuestra problemática se tiene cuatro posibles

escenarios para nuestra hipótesis nula "el individuo tiene EA":

1. el individuo tiene EA y se predice correctamente que tiene (verdadero positivo (VP)).

2. el individuo no tiene EA y se predice incorrectamente que tiene (falso positivo (FP) o

29



error tipo I);

3. el individuo no tiene EA y se predice correctamente que no tiene (verdadero negativo

(VN));

4. el individuo tiene EA y se predice incorrectamente que no tiene (falso negativo (FN)

o error tipo II);

En general, los errores de tipo I suelen ser de mayor envergadura dado que implican

rechazar erróneamente la hipótesis nula. En el campo de la medicina, esto sería comunicarle

a un individuo que tiene una enfermedad/condición cuando realmente no es así. Un FN,

error tipo II, podría ser incluso más grave dado que erróneamente se estaría comunicando

al paciente que no tiene una enfermedad cuando lo cierto es que sí la tiene. El individuo

volvería tranquilamente a su vida normal cargando con una enfermedad sin saberlo y dejando

en muchos casos que la misma progrese.

En este caso en particular, comunicarle a una persona que tiene o va a desarrollar

Alzheimer cuando en realidad no es así (error tipo I - FP), podría generar angustia, dolor y

frustración. La persona podría tratarse para frenar el avance del deterioro, mediante ejerci-

cios mentales o de coordinación por ejemplo, pero el costo más alto sería probablemente

emocional. Incluso, el paciente seguramente se sometería a futuros estudios para chequear

el progreso de la enfermedad, y con suerte se evidenciaría que el primer diagnóstico era

erróneo.

Un error de tipo II, FN, sin duda tendría efectos negativos más severos. Se le comunicaría

a la persona que está en condiciones normales y que no tiene EA, cuando efectivamente

tiene o tendrá. En este caso, el paciente volvería a su vida normal, no trataría la enfermedad

en progreso, y dejaría inconscientemente que la misma avance y se vaya apoderando de su

cerebro. Podrían pasar muchos años hasta que la persona note nuevamente que algo anda

mal, siendo quizás demasiado tarde para frenar o revertir el deterioro. La persona habría

sido privada de la oportunidad de hacerse un tratamiento adecuado.
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En cuanto a la veracidad de las predicciones, se tiene que hacer distinción entre dos

términos: sensibilidad y especificidad. La sensibilidad, también conocida como tasa de

verdaderos positivos (TPR de su sigla en inglés True Positive Rate) o recall, mide la

proporción de individuos con la condición nula que son correctamente identificados. En

este caso, individuos con EA a quienes se los identifica como tales. La especificidad, o

tasa de verdaderos negativos (TNR de su sigla en inglés True Negative Rate) en cambio es

la proporción de individuos que no poseen la condición y son correctamente catalogados

(individuos sanos con condiciones normales a quienes se los identifica como tales).

En otras palabras, la sensibilidad en pruebas médicas de diagnóstico es una medida del

grado en que los VP no son pasados por alto. A mayor grado de sensibilidad, menor sería el

número de FN. Mide la probabilidad de un resultado positivo dado que el paciente tiene la

condición. La especificidad mide el grado en que los VN son bien clasificados, y a mayor

grado de especificidad menor es el número de FP. Se mide la probabilidad de un resultado

negativo dado que el paciente no tiene la condición.

Una prueba médica altamente sensible rara vez pasa por alto un caso positivo (quienes

tienen la condición serán identificados como tal), mientras que una prueba altamente

específica rara vez pasa por alto un caso negativo (quienes no tienen la condición son

correctamente identificados). Estas tasas se pueden calcular:

Sensibilidad =
# VP

# VP + # FN

Sensibilidad =
# VP

# Total de individuos enfermos

Especi f icidad =
# VN

# VN + # FP

Especi f icidad =
# VN

# Total de individuos sanos
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Estos dos indicadores suelen representarse gráficamente en lo que se conoce como la

curva ROC (Receiver Operating Characteristic). Esta curva representa la tasa de verdaderos

positivos (TPR) en función a la tasa de falsos positivos (FPR - False Positive Rate). El FPR

se define como:

FPR = 1−Especificidad

quedando de este modo una curva de sensibilidad en función a la especificidad. El

objetivo de dicha gráfica es determinar el punto de corte en una escala continua en el

que se alcanza la especificidad y sensibilidad más alta y así poder evaluar la capacidad

discriminativa del test, es decir, diferenciar entre sanos y enfermos. Más importante que la

curva en sí misma es el área bajo la misma, conocida como AUC-ROC (de su sigla en inglés

area under curve ROC). Es una medida que indica el grado de separabilidad de las clases.

El AUC es un número que oscila entre 0 y 1. Un modelo que tiene asociado un AUC

de 0 significa que hace todas las predicciones de manera incorrecta. Un AUC de 1 por el

contrario está asociado a un modelo que clasifica todas las muestras correctamente. Un

AUC que vale 0.5 describe a un modelo que no tiene capacidad discriminativa, es decir que

tiene un 50% de probabilidades de predecir bien así como de predecir mal. En la figura

2.8 se tienen representadas a modo de ejemplo dos curvas ROC de modelos diferentes. En

ese caso, el test A supera al test B en tanto tiene mayor capacidad discriminativa (mayor

AUC). La línea naranja representa la curva de no-discriminación. Una guía aproximada para

clasificar la capacidad discriminativa de una prueba de diagnóstico es el sistema académico

tradicional de puntos [55]:

• 0.9 - 1: Excelente;

• 0.8-0.9: Bueno;

• 0.7-0.8: Aceptable;
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• 0.6-0.7: Pobre;

• 0.5-0.6: Malo / Falla;

Figura 2.8: Ejemplo de curvas ROC. El test A tiene un mejor desempeño a la hora de clasificar que el test B.
La línea naranja representaría a un modelo que tiene un 50% de probabilidades de clasificar tanto bien como
mal.

Otros indicadores que son muy útiles a la hora de evaluar modelos son exactitud, pre-

cisión, y valor F1, F0.5 y F2. Exactitud (accuracy) y precisión (precision) son dos términos

que suelen confundirse fácilmente. El primero hace referencia al grado de dispersión de los

valores medidos respecto a un valor específico; que tan cerca está el valor obtenido respecto

al valor real. Cuanto menor sea el sesgo, más exacta será la medición. En general se expresa

mediante el error absoluto, esto es, la diferencia entre el valor medido y el valor real. En

análisis predictivo, la exactitud se puede calcular como las mediciones verdaderas sobre el

total de mediciones:

EXACT ITUD =
#VP + #VN

#VP + #VN + #FP + #FN

Precisión es en cambio una medida de la dispersión de los valores obtenidos de medi-

ciones repetidas. También se la conoce como Valor Predictivo Positivo (VPP), y mide la
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probabilidad de tener la enfermedad si el resultado de la prueba diagnóstica es positivo. Es

un indicador de la variabilidad de las mediciones, a menor dispersión o variabilidad, mayor

es la precisión. Se puede calcular como:

PRECISIÓN o VPP =
#VP

#VP + #FP

Por otro lado, existe también lo que se conoce como Valor Predictivo Negativo (VPN),

que contrariamente al VPP, mide la probabilidad de no tener la enfermedad si el resultado

de la prueba diagnóstica es negativo.

VPN =
#VN

#VN + #FN

Los valores F son una medida que combina la precisión con el recall/sensibilidad. En

términos generales se calcula como:

Fβ = (1+β
2) · precisión · recall

(β 2 ·precisión)+ recall

Si β = 1, entonces se trata del valor F1, en donde se pondera por igual tanto al recall

como a la precisión. Los otros valores que se le suele dar a β son 0.5 para una ponderar en

mayor medida a la precisión, y 2 para ponderar más a la sensibilidad.

2.4.1 Criterios de comparación

Como se ha mencionado en la sección 2.1.2, diversas estrategias se han abordado a lo

largo de los años para diagnosticar EA. Los criterios de diagnóstico originalmente fueron

prácticamente clínicos, siguiendo con los criterios propuestos en 1984 por Instituto Nacional

de Trastornos Neurológicos, Comunicativos y Accidentes Cerebrovasculares - Asociación

de la Enfermedad de Alzheimer y Trastornos Relacionados (NINCDS - ADRDA) [56] y por

el Manual Diagnóstico y Estadístico de Trastornos Mentales (hoy en día está disponible la

quinta edición,"Guía de consulta de los criterios diagnósticos del DSM-5") [57], pero con el
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avance en las últimas décadas en biomarcadores, neuroimágenes y genética, se han propuesto

nuevas recomendaciones a la hora de hacer un diagnóstico. En el 2011 el Instituto Nacional

del Envejecimiento y la Asociación de Alzheimer (NIA - AA) [58, 59] definieron nuevas

pautas que abarcan varios niveles de diagnóstico en los que se incluyen MCI, demencia

(todas las causas), demencia con EA probable y demencia con EA posible.

Múltiples estudios llevados a cabo han demostrado falta de precisión en los estudios

clínicos [60, 61, 62, 63]. Los indicadores de sensibilidad y especificidad alcanzaron rangos

que van desde 34% a 96% y 33% a 100% respectivamente. El hecho de que los valores

varíen tanto entre los diferentes estudios sugiere falta de objetividad y precisión en el método,

probablemente a causa de las diferencias en las habilidades, experiencia y conocimiento de

quienes diagnostican, así como también de la falta de procedimientos estandarizados.

El estudio publicado en 1998 por Jobst et al. [61] basado en los criterios de diagnóstico de

NINCDS-ADRDA y del DSM-IV (1994) en 198 sujetos obtuvo un índice de sensibilidad de

96% para EA posible o probable (NINCDS-ADRDA) y 51% para demencia senil o presenil

de tipo EA (DSM-III -1980), y un índice de especificidad de 61% y 97% respectivamente.

En contraposición a esto, Mayeux et al. analizaron 1707 sujetos con las guías del NINCDS-

ADRDA y 66 con las del DSM-III (1980), y obtuvieron 93% de sensibilidad y 55% de

especificidad, con valores de especificidad variando considerablemente según la edad de los

individuos (rango de 23% a 66%).

Los resultados obtenidos mediante estudios que involucran imágenes, en cambio, han

demostrado ser más concisos con rangos de variabilidad sustancialmente más acotados [62,

63, 64]. Si bien es cierto que sigue habiendo subjetividad a la hora de interpretar imágenes,

el proceso de obtención de las mismas es algo que está regulado y estandarizado, y del que

se pueden obtener medidas cuantitativas, eliminando gran parte de la varianza a causa de

interpretaciones.

La figura 2.9 muestra las varianzas en la sensibilidad y especificidad de los distintos

métodos de diagnóstico, clínicos y por imágenes, en diferentes estudios recopilados [62]. Se
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puede ver como hay un alto grado de variabilidad en los métodos clínicos, así como también

se evidencian tasas de especificidad y sensibilidad menores. Asimismo, las imágenes de

RM han demostrado tener los mejores resultados, con las tasas más elevadas y varianzas

acotadas.

Por otro lado, en la figura 2.10 se comparan los criterios de diagnóstico de NINCDS-

ADRDA de 1984 y NIA-AA de 2011 para EA probable, EA posible y EA posible o probable

según Harris et al. [65]. Tal como era de suponer, el criterio propuesto por NIA-AA basado

no sólo en análisis clínicos sino también en biomarcadores e imágenes, prevalece sobre

todo cuando se trata de EA posible o probable donde la sensibilidad alcanza 80.9% y la

especificidad 94.0%.

Figura 2.9: Imagen obtenida de ’Sensitivity and specificity of neuroimaging for the diagnosis of Alzheimer’s
disease’ [62] donde se comparan las varianzas de diferentes métodos diagnósticos utilizados para la detección
de EA.

36



Figura 2.10: Imagen obtenida de ’Do NIA-AA criteria distinguish Alzheimer’s disease from frontotemporal
dementia?’ [65]. Se comparan las tasas de sensibilidad y especificidad de diferentes estudios utilizando los
criterios de NINCDS-ADRDA y NIA-AA para EA posible, probable, y posible o probable.

Bloudek et al. [66] llevaron a cabo un meta análisis exhaustivo en el que se revisaron 119

publicaciones de estudios realizados entre 1990 y 2010 que analizan diferentes criterios de

diagnóstico para EA con el objeto de estimar los valores de sensibilidad y especificidad. Las

publicaciones revisadas consideraron criterios de diagnósticos clínicos, por imágenes de RM,

TC, SPECT, FDG-PET o biomarcadores en LCR, en los que se comparaban alguna (o varias)

de los siguientes clasificaciones: individuos con EA vs. (i) individuos con condiciones

normales (sin ningún tipo de demencia); (ii) individuos con demencias de otro tipo (incluido

DCL); y (iii) individuos con otro tipo de demencias (DCL excluido).

En las figuras 2.11 y 2.12 se incluyen los meta-análisis realizados para la sensibilidad

y especificidad mediante criterios clínicos (8 estudios considerados) e imágenes de RM

(26 estudios). Se puede ver por los resultados obtenidos para los indicadores combinados

que los diagnósticos basados en imágenes resultaron ser más sensibles y específicos que

los clínicos (más fiables), reforzando la importancia de incorporar a neuroimágenes en el

diagnóstico de EA. Asimismo, el área bajo la curva ROC de los diagnósticos clínicos (donde
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se compararon individuos con EA vs. individuos del caso (iii)) fue de 0.8, mientras que las

áreas bajo la curva para diagnósticos mediante RM fueron de (i) 0.93, (ii) 0.86 y (iii) 0.90.

Figura 2.11: 8 Estudios considerados en el meta-análisis de sensibilidad y especificidad mediante diagnóstico
clínico llevado a cabo por Bloudek et al. Al combinarlos obtuvieron una sensibilidad de 0.79 y especificidad
0.73.

Si bien en esta sección se incluyen estudios donde se revelan algunos indicadores, es

importante destacar que el presente trabajo se encuentra restringido a un grupo demográfico

determinado (individuos de Estados Unidos y Canadá, de edades comprendidas entre 55 y

93 años), y si bien esto no debe ser considerado como una validación externa dado que los

datos demográficos no son particularmente comparables, sirve como punto de partida en los

órdenes de magnitud de los resultados que se obtuvieron.
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Figura 2.12: 26 Estudios considerados en el meta-análisis de sensibilidad y especificidad mediante diagnóstico
por RM llevado a cabo por Bloudek et al. La sensibilidad combinada obtenida fue de 0.83 y la especificidad
0.85.
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3 Metodología

3.1 Adquisición de Imágenes de RM

Se tomaron 1474 imágenes estructurales de RM ponderadas en T1 de la base de datos

de ADNI, de las cuales 871 corresponden a individuos con diagnóstico de (EA) 1 y 603

a individuos con condiciones normales (CN). Todas las imágenes fueron adquiridas con

secuencias 3D MP-RAGE, con parámetros de tiempo medio de: TE 3.44 ms, TR 1157.69

ms y TI 963.41 ms, y grosor de cortes medio de 1.211 mm. Se descargaron en formato

NIfTI (Neuroimaging Informatics Technology Initiative).

EA CN
Femenino (127) Masculino (140) Femenino (58) Masculino (55)

Edad Media 74.76 76.68 78.55 78
Desv. Estándar 8.07 7.55 6.56 6.13

MMSE Media 21.82 21.25 28.84 28.76
Desv. Estándar 3.66 4.01 1.75 1.63

Tabla 3.1: Distribución demográfica de edad y MMSE según condición neurológica y sexo.

La tabla 3.1 resume la distribución demográfica de los grupos estudiados, donde se

incluye la edad media y la puntuación MMSE media por grupo, junto con las desviaciones

estándar. Hay que resaltar que todos los individuos en cuestión pertenecen al territorio de

Estados Unidos (EEUU) y Canadá, pero se desconoce el grupo étnico de cada uno. Por otro

lado, los histogramas de la figura 3.1 muestran las frecuencias de edades para cada grupo

en cuestión. Como se puede ver, la gran mayoría de los sujetos en cuestión son de edades

avanzadas, donde en general los signos de la enfermedad suelen ser evidentes.

Cabe aclarar que el número de imágenes utilizadas supera al número de individuos de

cada grupo, dado que en varios casos se consideraron más de un estudio por individuo, es

1No es correcto afirmar que dichas personas tienen efectivamente Alzheimer dado que para poder de-
terminarlo con certeza, se debe realizar una biopsia o necropsia, procedimiento que no fue realizado en la
categorización de los individuos.
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Figura 3.1: Histogramas de distribución de edad según rango etario y condición neurológica.

decir algunos pacientes cuentan con más de un estudio de RM asociado, llegando al total

de 1474 imágenes mencionadas. Asimismo hay que destacar que a cada imagen de RM

le corresponden numerosos cortes que varían según cada estudio, y por ende, el total de

imágenes que considerará la red es ampliamente mayor.

En resumidas cuentas, se tienen 380 individuos de EEUU y Canadá, de los cuales 267

corresponden a individuos con diagnóstico de demencia tipo Alzheimer (127 femeninos vs.

140 masculinos), y 113 a individuos sanos (58 femeninos vs. 55 masculinos). Particular-

mente, de las 871 imágenes de EA, 721 pertenecen a individuos mayores a 70 años, y de los

603 individuos sanos, 553 son mayores de 70. El número de imágenes disponibles de gente

menor a 70 es considerablemente bajo (150 para EA y 50 para CN).
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3.2 Preprocesamiento

Luego de descargar las imágenes en formato NIfTI, se utilizó el programa SPM12 (Statistical

Parametric Mapping 2014 [67]) en MATLAB para centrar las imágenes, estableciendo el

origen en la comisura anterior del cerebro (imagen 3.2 y 3.3).

Figura 3.2: Visualización del programa utilizado para fijar el origen en la comisura anterior del cerebro,
SPM12.

Una vez fijado el centro de cada una, se procedió por reducir el ruido mediante un

paquete para imágenes de RM (MRI Denoising Software [68]). Se aplicó el filtro PRINLM
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Figura 3.3: Imágenes ampliadas del cerebro que evidencian donde se fijó el origen.

(Prefiltered Rotationally Invariant NonLocal Means filter) y se consideró al ruido con

distribución de Rician [69]. En la imagen 3.4 se puede ver la imagen previa y posterior a la

aplicación del filtro, así como el ruido eliminado.

Figura 3.4: Se puede ver a la izquierda la imagen cruda con ruido. En el centro, la imagen luego de aplicarle el
filtro PRINLM. A la derecha se ve el ruido que fue eliminado.

Finalizado este proceso, el siguiente paso fue extraer el cerebro eliminando todas las

regiones que no fueran de interés, e.g cráneo y cuello. Para ello se utilizó el programa

FSL-BET, una librería para el análisis de fMRI (RM funcional), MRI y DTI (Diffusion

Tensor Imaging) que cuenta con una herramienta para extraer el cerebro, Brain Extraction

Tool (BET) [70]. Se probaron distintos valores para el umbral de intensidad fraccional -f - y

para el gradiente vertical de dicho umbral -g-, con el objeto de recortar la mayor cantidad de

tejido no-cerebral sin perder porciones de cerebro. En las figuras 3.5 y 3.6 se puede observar

diferentes resultados de extracciones de cerebro utilizando los mismo parámetros. En la 3.6
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se puede ver como han quedado porciones de cráneo sin extraer, mientras que en 3.5 los

resultados obtenidos fueron más precisos.

Figura 3.5: Imagen de un cerebro extraído correctamente utilizando la herramienta FSL-BET. Cortes sagital
(izquierda), coronal (centro) y axial (derecha).

Figura 3.6: En este caso, el cerebro no logró extraerse correctamente. Se puede ver en los cortes sagital y
coronal que han quedado porciones de cráneo.

A fines de segmentar el cerebro en materia blanca, materia gris y LCR, se implementó

la herramienta FAST [71], también perteneciente a FSL. Esta herramienta es capaz de

segmentar imágenes 3D así como también corrige las variaciones de intensidad espacial o

inhomogeneidades de radiofrecuencia. En la imagen 3.7 se muestra en primer lugar una

imagen luego de haber extraído el cerebro. Por debajo, se pueden ver las tres segmentaciones
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obtenidas al aplicarle FAST. En primer lugar se ve el LCR, seguido de la materia gris, y

finalmente la materia blanca. Con todas las imágenes de materia gris formadas, se tomó un

modelo estándar del ICBM (International Consortium for Brain Mapping), particularmente

la máscara de materia gris del modelo no-lineal simétrico del 2009 [72, 73, 74], y se las

registró sobre el mismo utilizando la herramienta FLIRT [75, 76, 77] perteneciente a su

vez a FSL. De este modo, todas las imágenes adquirieron las dimensiones del template,

quedando de 197mm×233mm×189mm.

Finalmente, antes de proceder con el armado de los modelos de red, se convirtieron

las imágenes obtenidas en el proceso de registro anterior a formato PNG empleando una

librería de Python que convierte imágenes en formato DICOM o NIfTI a PNG o JPG,

med2image [78]. Se eliminaron luego todas las imágenes negras de cada dimensión (x, y

y z) estableciendo un umbral con la media de las imágenes. El número total de imágenes

resultantes fue de 736.697, de las cuales 653.284 se utilizaron para entrenar, 72.586 para la

validación, y 10.827 para la evaluación del modelo.

3.3 Modelos de CNN Implementados

Se realizaron cuantiosas pruebas con diferentes versiones adaptadas de arquitecturas de

redes convolucionales existentes. Los modelos que fueron seleccionados para entrenar como

primera aproximación fueron LeNet-5 [79], AlexNet [80], VGG16 [81] y ResNet50 [82],

adaptando únicamente los valores dimensionales de entrada con las imágenes obtenidas

en el proceso de preprocesamiento, y considerando a su vez que la salida del problema en

cuestión es binaria (clasificación en dos clases).

A grandes rasgos, los modelos empleados se pueden diagramar como un bloque de

entrada, una serie de capas convolucionales seguidas (o no) de capas pooling, luego un

bloque de capas fully-connected con función de activación ReLu, y en último lugar una fully-

connected con función de activación sigmoidea para resolver el problema binario: condición

normal (CN) vs. enfermedad de Alzheimer (AD). En la figura 3.8 se puede ver una estructura
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Figura 3.7: Por encima se muestra una imagen de un cerebro extraído, seguido de las tres segmentaciones
utilizando el modelo del ICBM. En primer lugar el LCR, seguido de la materia gris y materia blanca
respectivamente.

genérica que representa a los modelos implementados. Estos se distinguen unos de otros

principalmente por la estructura comprendida en el bloque de capas convolucionales y

pooling.
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Figura 3.8: Diagrama en bloque de los modelos de redes implementados. El primer bloque corresponde a las
imágenes de entrada de dimensión 233×233. El segundo a las capas convolucionales junto con las pooling.
Luego una serie de capas fully-connected, seguidas por una fully-connected de un nodo y función de activación
sigmoidea, dando como resultado un output de dos clases.

Las primeras pruebas se llevaron a cabo a modo de identificar dentro de las arquitecturas

mencionadas, las que mejores resultados obtuvieran con el propósito de reducir el número de

modelos para entrenar. Los que prevalecieron fueron AlexNet y VGG16. Hay que destacar

que estas no fueron las redes finales utilizadas, sino más bien el punto de partida para

construir los modelos que acabaron por destacarse. Se construyeron diferentes versiones

de modelos inspirados en estos resultados, y se entrenaron utilizando una GPU de Amazon

Web Services (AWS).

3.3.1 AlexNet

La red AlexNet fue diseñada en el 2012 por Krizhevsky, Sutskever y Hinton con el propósito

de clasificar las 1.2 millones de imágenes de alta resolución del dataset del ImageNet Large

Scale Visual Recognition Challenge 2010 (ILSVRC-2010) en 1000 clases diferentes [80].

La estructura se compone principalmente por 5 capas convolucionales, algunas seguidas de

capas max-pooling, y finalmente 2 capas fully-connected seguidas por una softmax de 1000

nodos, dando un total de 60 millones de parámetros y 650.000 neuronas. En la figura 3.9 se

puede ver una representación del modelo.

El conjunto de datos del ImageNet LSVRC-2010 se compone de alrededor de 1.2
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millones de imágenes de entrenamiento, 50.000 imágenes de validación y 150.000 imágenes

de testeo. Se redujeron todas a la misma dimensión, 256× 256 píxeles, y con el objeto

de aumentar la cantidad de datos disponibles para prevenir over-fitting, se realizó data

augmentation mediante traslaciones y reflexiones horizontales con fragmentos aleatorios de

227×227 píxeles. Se logró de esta forma aumentar el tamaño del conjunto de entrenamiento

por un factor de 2048.

Figura 3.9: Arquitectura de una red convolucional AlexNet. La imagen fue obtenida
de: https://neurohive.io/en/popular-networks/alexnet-imagenet-classification-with-deep-convolutional-neural-
networks/.

Las particularidades más novedosas que adoptó este modelo son:

1. Función de activación ReLU: al reemplazar la función tanh por la ReLU en las capas

convolucionales lograron obtener una tasa de error de entrenamiento del 25% seis

veces más rápido.

2. Múltiples GPUs: debido al gran volumen de datos y a las limitaciones de memoria

de las GPUs en aquel entonces, distribuyeron la red en dos GPUs para lograr una

paralelización y reducir los tiempos de entrenamiento.

3. Superposición de capas pooling: al tomar un stride menor al tamaño de los filtros
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pooling implementados, lograron superponer regiones de las imágenes de entrada

obteniendo una reducción en las tasas de error.

En resumidas cuenta, la arquitectura se compone de una capa que recibe las imágenes de

dimensión 227×227×3 y las convoluciona con 96 filtros de 11×11 y un stride de 4, luego

se realiza una normalización y un max-pooling con superposición (stride = 2) , y la salida

ingresa a la segunda capa convolucional. Esta consiste en 256 filtros de 5× 5, seguidos

de una normalización y max-pooling con stride = 2. La tercera, cuarta y quinta capa se

conectan directamente, sin aplicar normalización ni max-pooling entre ellas. La tercera está

formada por 384 filtros de 3×3, al igual que la cuarta. La quinta en cambio son 256 filtros

de 3×3 seguidos de una capa de max-pooling con superposición (stride = 2). La salida se

conecta a una serie de dos capas fully-connected de 4096 nodos cada una, y con dropout de

0.5. Finalmente, las imágenes atraviesan una softmax de 1000 nodos para la clasificación en

clases.

3.3.2 VGG-16

VGG16 es una red neuronal convolucional que fue propuesta por Simonyan y Zisserman en

la competencia ILSVRC-2014 [81]. El número 16 hace referencias a las 16 capas con pesos

que posee la red. La singularidad de este modelo es que en lugar de tener una gran número

de hiperparámetros, se caracteriza por tener filtros pequeños de 3×3 con un stride = 1 para

preservar la resolución, y capas max-pooling de 2×2 y stride = 2. Los datos utilizados son

los mismos que los que se usaron para AlexNet.

En la figura 3.10 se puede ver en detalle cómo está conformada esta estructura. Los

tensores de entrada son imágenes en formato RGB de dimensión 224× 224. Como pre-

procesamiento, se restó únicamente el valor RGB medio para cada píxel. Las primeras dos

capas convolucionales tienen 64 filtros de 3× 3 y un padding = 1 tal que no se altera la

dimensión de las imágenes de entrada, y son seguidas por una capa max-pooling de 2×2

con stride = 2. Las dos capas convolucionales siguientes tienen 128 filtros de 3×3 cada
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una, y le sigue otra max-pooling igual a la anterior. Las capas subsiguientes consisten en

tres convolucionales de 256 filtros de dimensión 3×3, y a la salida una max-pooling con

las mismas características que las anteriores. Luego hay dos series de tres convolucionales

de 512 filtros de 3×3 y una max-pooling tal como las anteriores. Finalmente, las imágenes

atraviesan 3 capas fully-connected, las primeras dos de 4096 nodos cada una, y la última una

softmax de 1000 nodos para clasificar en el número de clases deseadas. Todas las funciones

de activación son de tipo ReLU.

La red tuvo un desempeño que se destacó por sobre el resto de los modelos en la

competencia y su facilidad a la hora de implementar, la convierten en una herramienta

muy útil en reconocimiento de imágenes. Los resultados fueron mejores incluso que los

obtenidos con AlexNet para el mismo dataset. De todos modos, uno de los desafíos que

presenta este tipo de arquitectura es el tiempo de entrenamiento que conlleva debido al alto

número de parámetros involucrados (alrededor de 138 millones), así como el tamaño de los

pesos que son considerablemente grandes en relación con el disco y ancho de banda

Figura 3.10: Arquitectura de una red convolucional VGG16. La imagen fue obtenida y adaptada de "Automatic
localization of casting defects with convolutional neural networks" [83].
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3.3.3 Modelos Adaptados

Tal como se mencionó previamente, partiendo de los dos modelos descriptos en las sec-

ciones anteriores 3.3.1 y 3.3.2, se diseñaron nuevas arquitecturas que adoptaron ciertas

características de ellos. Las pruebas realizadas se podrían agrupar en dos tipos de modelos.

Por un lado, modelos orientados/inspirados en AlexNet, y por otro, modelos que utilizan

una VGG-16.

En las figuras 3.11 y 3.12 se pueden ver simplificadas ambas arquitecturas. El conjunto

de modelos basados en AlexNet que obtuvieron el mejor desempeño consisten en una

capa convolucional de 6 filtros de 3×3 y stride = 1 que recibe como entrada las imágenes

dimensionadas a 233×233, seguida de una capa max-pooling de 2×2 y stride = 1. Luego

atraviesan una segunda convolucional de 16 filtros con la misma dimensión y stride, y una

capa max-pooling igual a la anterior. La última capa convolucional consiste en 120 filtros de

3×3 y stride = 1. Esta capa no tiene una capa pooling asociada, y desemboca directamente

en la primera de las capas fully-connected. Entre las arquitecturas ganadoras lo que varía

son la cantidad de capas y nodos implementados en esta última fase del modelo. La salida

es finalmente sometida a una capa uninodal de activación sigmoidea para la clasificación en

dos clases.

Como se puede ver, la estructura es notoriamente diferente de la AlexNet original. Se ha

ido modificando para la obtención de mejores resultados. Aún así, hay ciertas cosas que se

mantuvieron:

1. Funciones de activación ReLU.

2. Capas convolucionales seguidas de capas pooling de tipo max-pooling.

3. Capas pooling con superposición.

En cuanto a los modelos semejantes a la VGG-16, se mantuvo la arquitectura original

del modelo, adaptando las dimensiones de entrada a las imágenes preprocesadas en cuestión,
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y se agregaron al final una serie de fully-connected que se fueron modificando. Fueron tanto

los nodos como el número de capas y el porcentaje de dropout los que se fueron variando

entre las distintas experiencias para alcanzar los resultados más altos.

Figura 3.11

En la sección 3.4 se pueden ver los resultados de seis de los modelos que se destacaron,

y en el apéndice A se incluyen secciones de código donde se detallan las estructuras de cada

una de estas arquitecturas.

Figura 3.12

3.4 Resultados

Teniendo en consideración todos los indicadores mencionados en la sección 2.4, se han

escogido los mejores tres modelos de tipo VGG16 y los mejores tres de tipo AlexNet
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en función a la exactitud en la validación del modelo. Luego se tomó de esos seis el

modelo ganador, y se calculó la matriz de confusión junto con el resto de los indicadores -

sensibilidad, especificidad, exactitud, precisión (VPP), VPN, curva ROC, puntaje AUC-ROC,

y los valores F1, F2 y F0.5 - para el set de datos previamente separados para evaluación

final del modelo.

La tabla 3.2 muestra los seis modelos que mejor se desempeñaron. La primer columna

hace referencia a la arquitectura utilizada. En la segunda y tercera columna están los

resultados de entrenamiento, exactitud (accuracy) y función de costo (loss-function) re-

spectivamente. Las dos últimas columnas muestran los resultados de validación. Tal

como se puede ver, los modelos que tomaron a la red VGG16 como arquitectura principal

prevalecieron frente a los que se basaron en AlexNet. En la tabla 3.3 se comparan los indi-

cadores obtenidos para el mejor modelo de cada arquitectura, y se evidencia la superioridad

del VGG por sobre AlexNet dado que todos los valores son mayores.

Entrenamiento Validación
Arquitectura Exactitud Función de costo Exactitud Función de costo

Model-VGG16-(a) 0.9982 0.0036 0.9348 1.1009
Model-VGG16-(b) 0.9961 0.0075 0.9313 0.7211
Model-VGG16-(c) 0.9962 0.0071 0.9290 0.8158
Model-AlexNet-(a) 0.9938 0.0173 0.8944 0.8232
Model-AlexNet-(b) 0.9907 0.0252 0.8938 0.7280
Model-AlexNet-(c) 0.9949 0.0129 0.8929 0.8351

Tabla 3.2: Tabla de resultados de los modelos que mejor se desempeñaron. Se incluyen los mejores tres de
cada tipo, VGG16 y AlexNet.

Modelo AUC ACC VPP VPN SN SP F1 F0.5 F2
VGG16-(a) 0.99557 0.98273 0.98275 0.98270 0.99008 0.97012 0.98639 0.98420 0.98859
AlexNet-(a) 0.99517 0.97322 0.97452 0.97091 0.98335 0.95579 0.97892 0.97627 0.98157

Tabla 3.3: Tabla de indicadores obtenidos para el modelo ganador VGG16 y AlexNet utilizando el set de datos
separados para evaluación final. ACC: exactitud, SN: sensibilidad, SP: especificidad

En la figura 3.13 se puede ver la matriz de confusión resultante del modelo ganador

VGG16. La primer fila muestra los valores reales negativos y la segunda los positivos. El

gráfico de la curva ROC se puede ver en la imagen 3.14, y en la tabla 3.3 se pueden ver los
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valores obtenidas para los distintos indicadores considerados. El puntaje obtenido para el

AUC, 0.99557, refleja según lo discutido en la sección 2.4 una alta capacidad discriminativa

del modelo, también sostenida por los pocos casos de predicciones falsas - 187 (119 FP y 68

FN) de un total de 10.827 imágenes, dando una tasa de 0.01727 % (nótese que la exactitud

(0.9827 %) es el complemento de este número).

Por otra parte, se puede ver que el valor más bajo es el de la especificidad (incluso

en ambas arquitecturas), y el más alto corresponde a la sensibilidad (salvando el puntaje

AUC). Esto está asociado a que el error tipo I (tasa de FP) es mayor que el error tipo II (tasa

de FN). Como se mencionó previamente en la sección 2.4 en problemas de clasificación

como este, si bien es cierto que los FP pueden tener un impacto negativo debido a las

consecuencias de tratar una enfermedad inexistente (psicológicas, sociales y económicas),

los FN pueden resultar sumamente perjudiciales puesto que imposibilitan un tratamiento

adecuado; justamente es interesante en este modelo contar con una alta tasa de sensibilidad.

Aún así, ambas tasas son considerablemente altas, más aún si se las compara con los estudios

citados (figuras 2.10, 2.12).

Sin embargo, aún siendo la tasa de especificidad el valor más bajo obtenido, el VPN que

indica la probabilidad de tener un diagnóstico correcto habiendo recibido una predicción

negativa, es muy similar al VPP, es decir a la probabilidad de tener un diagnóstico correcto

habiendo recibido una predicción positiva. Esto sugiere que una menor susceptibilidad a

clasificar FN.

En cuanto a los valores F, el mejor desempeño lo tiene el F2. El valor F2 busca minimizar

la cantidad de FN al darle más peso a la sensibilidad (recall) que a la precisión. Para aumentar

la sensibilidad, es necesario minimizar el número de FN, mientras que para aumentar la

precisión es necesario minimizar el número de FP. Este es un caso donde, tal como se ha

mencionado anteriormente, el impacto de los FN es mayor que los FP. Por lo tanto, es en

cierta medida conveniente otorgarle mayor importancia a la sensibilidad que a la precisión.
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Figura 3.13: Matriz de confusión obtenida a partir del modelo ganador: Model-VGG16-(a)

Figura 3.14: Curva ROC para el modelo ganador: Model-VGG16-(a)

55



4 Conclusiones y trabajos futuros

El diagnóstico de la enfermedad de Alzheimer es una tarea compleja, incierta, y la mayoría

de las veces está condicionada por la subjetividad y experiencia del profesional médico

involucrado. Asimismo, la aparición tardía de los síntomas dificulta la posibilidad de

realizar un diagnóstico temprano, sustancial para poder realizar un tratamiento que retrase

el progreso de la enfermedad. El avance computacional en el procesamiento de imágenes

así como la incorporación de aprendizaje profundo en el análisis de las mismas, parece ser

muy prometedor y es un área que aún le queda mucho por desarrollar.

En este trabajo se han propuesto dos modelos de redes convolucionales basados en

arquitecturas conocidas para afrontar el problema de clasificación temprana de EA. Los

resultados obtenidos parecen ser alentadores. Renombrados estudios que utilizan criterios

de diagnóstico mundialmente aceptados, tales como DSM-IV 1, NINCDS-ADRDA y NIAA-

AA, se han comparado con los indicadores obtenidos en el presente estudio. En cuanto

a sensibilidad y especificidad, si bien el rango de los valores obtenidos en la bibliografía

citada es muy amplio, si se toman los de la NIA-AA (80.9% y 94.0% respectivamente) o el

meta-análisis de Bloudek et al. (0.83% y 0.85% respectivamente), los modelos propuestos

han evidenciado una mayor capacidad discriminativa con sensibilidades superiores a 98%

y especificidades mayores a 95%. Más aún, todos los indicadores dieron resultados por

encima de 95%, resaltando la calidad del modelo en cuestión.

De todos modos, nuevamente hay que hacer hincapié en que la superioridad de los

indicadores obtenidos frente a los estudios en cuestión puede estar en gran medida sesgada

por el grupo demográfico considerado, y sería erróneo considerarlo como validación externa.

Habría que evaluar el modelo neuronal incorporando imágenes que no sean exclusivamente

de individuos de Estados Unidos y Canadá, sino de todas partes del mundo, a modo de

1Esta versión fue publicada en 1994. Hoy en día existe una nueva versión que fue publicada en el 2013
(DSM-V), donde los criterios diagnóstico se actualizaron sustancialmente.
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lograr una herramienta que sea aplicable a nivel mundial.

En cuanto a los métodos diagnósticos, al momento es sugestiva la preminencia del

diagnóstico por imágenes médicas por sobre el diagnóstico clínico para EA con los estudios

comparados. Acorde a lo que evidencian los estudios externos analizados, la incorporación

de neuroimágenes a la hora de detectar la EA ha brindado resultados sustancialmente más

acertados y precisos que los exámenes clínicos. Particularmente, las IRM han prevalecido

frente a las otras técnicas mencionadas. Sin embargo, parecería que la implementación de

diversas formas de diagnóstico aumenta la posibilidad de realizar un diagnóstico correcto.

No se trata de eliminar los análisis clínicos, sino complementarlos y respaldarlos con técnicas

más robustas y objetivas. La biopsia y necropsia sigue siendo el método determinante a la

hora de diagnosticar la enfermedad.

Una de las cuestiones que queda aún por resolver es la precocidad del diagnóstico. Uno

de los mayores desafíos de esta enfermedad es poder detectarla de manera temprana. Si

bien en este estudio se han incorporado imágenes de personas tanto sanas como enfermas

menores a 65 años, la mayoría corresponden a individuos de edades avanzadas, donde el

daño cerebral se puede advertir fácilmente. Para poder generalizar esta propuesta y aplicarla

en pacientes más jóvenes, particularmente asintomáticos, es necesario reevaluar el modelo

con un volumen de neuroimágenes de individuos menores a 65 años considerablemente más

grande, y si bien la disponibilidad de datos es cada vez mayor, la generación de los mismos

es una tarea engorrosa que requiere un largo período de seguimiento de los pacientes. El reto

reside justamente en poder categorizar imágenes de individuos que desarrollarán Alzheimer,

pero que al ojo humano parecerían ser normales; encontrar un modelo neuronal que perciba

diferencias que a los ojos de los especialistas en la materia son inapreciables.

De este modo, dejando en evidencia las limitaciones de este trabajo, el próximo paso

a seguir sería en primera instancia, considerar una base de datos más abarcativa, con

individuos de diferentes ciudades y países, y pertenecientes a grupos étnicos variados y bien

categorizados. Con esa información, se podrían obtener datos sumamente interesantes que
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respalden el desarrollo de EA con el nivel de ingreso, educación y acceso a la salud, así

como también información genética, tal como se discutió en el marco teórico.

Más importante aún sería poder contar con una amplia variedad de imágenes de indi-

viduos menores a 60-65 años que aún no evidencian grandes daños cerebrales para poder

abordar el problema de diagnosticar tempranamente. Sería muy enriquecedor entrenar otro

modelo con la misma red pero utilizando exclusivamente imágenes donde el daño cerebral

es prácticamente imperceptible. De esta forma se podría lograr justamente anticipar quiénes

desarrollarán EA con el paso del tiempo, aún cuando el ojo humano no puede discernir entre

cerebros sanos y enfermos. Una herramienta preclínica podría ser de gran utilidad para

empezar a tratar la enfermedad aún cuando los síntomas no están presentes.
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A Apéndice

En este apéndice se incluyen los dos modelos que mejores resultados obtuvieron. En la

sección A.1 se encuentra el modelo ganador basados en la red de tipo VGG16, y en la

sección A.2 el ganador inspirado en AlexNet.

A.1 Modelos de tipo VGG16

1 import tensorflow

2 from tensorflow .keras. models import Model , Sequential

3 from tensorflow .keras. optimizers import Adam

4 from tensorflow .keras. callbacks import EarlyStopping ,

ModelCheckpoint ,

5 ReduceLROnPlateau

6 from tensorflow .keras. layers import Input , Dense , Activation ,

7 BatchNormalization , Flatten , Conv2D

8 from tensorflow .keras. layers import MaxPooling2D , Dropout

9 from tensorflow .keras. applications .vgg16 import VGG16

10

11 # MODELO GANADOR VGG16

12

13 model_vgg = VGG16( include_top =False , input_shape =(233 ,233 ,3))

14 model = Sequential ()

15 model.add( model_vgg )

16 model.add( Flatten ())

17

18 #Fully - connected layers

19 model.add(Dense (84, activation ='relu '))

20 model.add( Dropout (0.5))

21 model.add(Dense (84, activation ='relu '))

22 model.add( Dropout (0.5))
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23 model.add(Dense (32, activation ='relu '))

24 model.add( Dropout (0.5))

25

26 #Single -node layer with sigmoid function for two -class

categorization

27 model.add(Dense(units =1, activation = 'sigmoid '))

28

29

30 model. compile ( optimizer ="SGD",loss=" binary_crossentropy ",metrics =["

accuracy "])

31

32 checkpoint_acc = tensorflow .keras. callbacks . ModelCheckpoint (

33 './x/ LogsVGG / weights04bis .{ epoch :02d}-{ val_loss :.2f}. hdf5 ',

34 monitor ='val_accuracy ',

35 verbose =1,

36 save_best_only =True ,

37 mode='max ')

38

39 early_stop = tensorflow .keras. callbacks . EarlyStopping ( monitor ='

val_accuracy ',

40 patience =10)

41

42 reduce_lr = tensorflow .keras. callbacks . ReduceLROnPlateau (

43 monitor =" val_accuracy ",

44 factor =0.2 ,

45 patience =4,

46 verbose =0,

47 mode="auto",

48 min_delta =0,

49 min_lr =0)

50

51 model. fit_generator (
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52 train_generator_x ,

53 steps_per_epoch = train_generator_x . samples // batch_size ,

54 epochs = num_epochs ,

55 validation_data = validation_generator_x ,

56 validation_steps = validation_generator_x . samples //

batch_size ,

57 callbacks =[ checkpoint_acc , early_stop , reduce_lr ])

A.2 Modelos de tipo AlexNet

1

2 # MODELO GANADOR ALEXNET

3

4 model = Sequential ()

5

6 model.add( Conv2D ( filters =6, kernel_size =(3 ,3) , strides =(1, 1),

padding ='same ',

7 activation ='relu ', input_shape =(233 , 233, 3)))

8

9 model.add( MaxPooling2D ( pool_size =(2 ,2) , strides =(1 ,1) , padding ='

valid '))

10

11 model.add( Conv2D ( filters =16, kernel_size =(3 ,3) , strides =(1, 1),

padding ='valid ',

12 activation ='relu '))

13

14 model.add( MaxPooling2D ( pool_size =(2, 2), strides =(2, 2), padding ='

valid '))

15

16 model.add( Conv2D (120 , kernel_size =(3, 3), strides =(1, 1), activation

='relu ',

17 padding ='valid '))
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18

19 model.add( Flatten ())

20

21 model.add(Dense (84, activation ='relu '))

22 model.add( Dropout (0.5))

23 model.add(Dense (84, activation ='relu '))

24 model.add( Dropout (0.5))

25 model.add(Dense (32, activation ='relu '))

26 model.add( Dropout (0.5))

27 model.add(Dense (1, activation = 'sigmoid '))

28

29

30 model. compile ( optimizer ="SGD",loss=" binary_crossentropy ",metrics =["

accuracy "])

31 print( model3 . summary ())

32

33 checkpoint_acc = tensorflow .keras. callbacks . ModelCheckpoint (

34 './x/Logs/ weights23 .{ epoch :02d}-{ val_loss :.2f}. hdf5 ',

35 monitor ='val_accuracy ',

36 verbose =1,

37 save_best_only =True ,

38 mode='max ')

39

40 early_stop = tensorflow .keras. callbacks . EarlyStopping ( monitor ='

val_accuracy ',

41 patience =10)

42

43 reduce_lr = tensorflow .keras. callbacks . ReduceLROnPlateau (

44 monitor =" val_accuracy ",

45 factor =0.2 ,

46 patience =4,

47 verbose =0,
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48 mode="auto",

49 min_delta =0,

50 min_lr =0)

51

52 model. fit_generator (

53 train_generator_x ,

54 steps_per_epoch = train_generator_x . samples // batch_size ,

55 epochs = num_epochs ,

56 validation_data = validation_generator_x ,

57 validation_steps = validation_generator_x . samples //

batch_size ,

58 callbacks =[ csv_logger , checkpoint_acc , early_stop , reduce_lr

])
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