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1. Introduccion

El Procesamiento de Lenguaje Natural o NLP (por sus siglas en inglés) es el campo
que se dedica al estudio del lenguaje humano mediante el uso de distintas técnicas
computacionales y de aprendizaje automatico. Estas técnicas permiten, entre otras cosas,

encontrar patrones en grandes volimenes de datos textuales.

Si bien las primeras técnicas de NLP se remontan a los trabajos de Alan Turing en
1950, el gran desarrollo de este campo se dio mas recientemente con la aplicacion de
algoritmos de aprendizaje automético en la década de 1980 y la explosidén en la capacidad
de procesamiento y almacenamiento resultante de la Ley de Moore a partir de la década

de 1990.

El NLP consiste en un conjunto de técnicas de las cuales utilizaremos las siguientes:
e Tokenizacion

e Lematizacién

e Extraccion de entidades

e Part-of-speech (POS) tagging o etiquetado de partes-del-discurso.

El procesamiento de lenguaje natural puede ser aplicado a una amplia gama de

problemas. Algunas de las aplicaciones mas comunes son las siguientes:

e Recuperacion de Informaciéon (Information Retrieval): se refiere a sistemas que
permiten obtener informacion especifica a partir de una consulta determinada de
un usuario en una base de datos con gran cantidad de documentos.

e Extraccion de Informacion (Information Extraction): se refiere al
reconocimiento, etiquetado y extraccion de cierta informacién clave para
constituir una representacion estructurada.

e Respuesta a Preguntas (Question Answering): se trata de la construccién de
sistemas que puedan responder preguntas formuladas por humanos en lenguaje
natural.

e Resumen Automatico (Automatic Summarization): se refiere a la creaciéon de
resumenes de un texto a partir de encontrar un subconjunto de los datos con la

informacion clave del conjunto de datos.
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e Traduccion Automaética (Machine Translation): se refiere a sistemas que

traducen de un lenguaje humano a otro sin ningun tipo de asistencia humana.

Por otro lado, el procesamiento de lenguaje natural permite una interaccién humano-
maquina que habilita aplicaciones como andlisis de sentimientos, etiquetado de partes-
de-discurso, extraccion de topicos, reconocimiento de entidades nombradas, sintesis
automatica de textos, extraccion de relaciones, stemming, entre otras. Estas técnicas
permiten aplicaciones tales como la mineria de texto, la respuesta automética de
preguntas, la traduccion automatica, entre otras. Algunas aplicaciones conocidas son:

e Anélisis de redes sociales

e Filtrado automatico de conversaciones ofensivas

e Seguimiento de tendencias y topicos importantes

e Chat bots

e Monitoreo de ciber estafas como phishing

e Extraccion de etiquetas y palabras clave

En el presente trabajo, utilizaremos técnicas de procesamiento de lenguaje natural a
los discursos de uno de los politicos més importantes de la Argentina en el siglo XX: el

tres veces electo Presidente de la Nacién Juan Domingo Peron.

2. Presentacion del Problema

La politica a menudo se expresa a través de la palabra escrita y hablada. El analisis
de todos los discursos politicos suele ser valioso, ya que puede dar cuenta de las
tendencias dentro del contexto. Sin embargo, los costos de analizar grandes volimenes

de texto han sido un obst4culo para su uso en la ciencia politica.

He aqui la gran utilidad de la computaciéon y su capacidad para reducir enormemente
los costos del analisis de textos. La posibilidad actual de contar con técnicas que
permiten procesar grandes volimenes de textos en diversos formatos digitales, hace

promisorio el procesamiento que facilite el posterior anélisis.

Si bien las técnicas computacionales no estan exentas de problemas, y de ninguna

manera pueden sustituir una lectura profunda, si permiten amplificarla y potenciarla
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(Grimmer & Stewart, 2013) mediante una gran variedad de métodos que utilizaremos en

este trabajo.

3. Estado del Arte / Contexto

En esta seccidn seguiré el texto de Bhargavi Goel, “Developments in The Field of

Natural Language Processing” (Goel, 2017).

El Procesamiento de Lenguaje Natural (NLP) es un campo de investigacion que
busca analizar, entender y manipular el lenguaje de textos escritos y hablados mediante

técnicas computacionales.

El NLP como disciplina surgi6 a fines de la década de 1940. El primer articulo
publicado sobre el tema lo public6 Alan Turing en 1950 y se titul6 “Computing Machinery
and Intelligence” (Turing, 2009), un trabajo que sostenia la importancia que
computadoras inteligentes pudieran mantener conversaciones con personas sin que

éstas notaran que estan hablando con maquinas.

Hasta fines de la década de 1960 la cuestion de la representacion del significado y el
desarrollo de soluciones manejables computacionalmente no era factible con los marcos
tedricos de las teorias de gramética de ese entonces. Esto comienza a cambiar, en relacién
a las teorias de gramaética, con el modelo transformacional de competencia lingiiistica
introducido por Chomsky en 1965, considerado una nave insignia en el desarrollo del
campo de NLP. Otros trabajos posteriores vinieron a subsanar los puntos flojos de esta
teoria, relacionados con un enfoque muy centrado en lo sintactico y dificultades para la

implementacion computacional del modelo.

Hacia fines de la década de 1970 ya se observa una mayor preocupacion por temas

semanticos y el fenomeno del discurso.

En la década de 1980 el avance en la capacidad de computo habilité aproximaciones
basadas en métodos estadisticos. La introduccion de técnicas de aprendizaje automético
signific6 una revolucion. Comenzo con arboles de decision para luego pasar a modelos
mas confiables, integrados a sistemas méas amplios. Desarrollos mas recientes cambiaron

el foco de modelos supervisados a no-supervisados o semi-supervisados.
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En la década de 1990 continud la tendencia hacia el uso de modelos empiricos a

partir de textos de lenguaje natural y el advenimiento de corpus mas grandes.

El aumento en la capacidad de computo y almacenamiento y en la disponibilidad de
texto electronico a través de internet significaron una explosion en el campo de NLP. En
los 2000 esta tendencia se consolida y se considera a estos métodos estadisticos muy
eficientes y capaces de realizar tareas de analisis de lenguaje con un desempefio similar
al de los humanos. Este desempeio similar al de los humanos se logré por ejemplo en
los primeros modelos Hidden Markov para la tarea de etiquetado de partes de discurso
(Part-Of-Speech tagging). Otro hito importante en esta década se dio con la llegada de
los clasificadores bayesianos con aplicaciones en la clasificacién de documentos que hizo
posible, por ejemplo, analizar correos electréonicos y SMS y etiquetarlos como spam o
mensaje no deseado. Ademas, se introdujeron los modelos n-gram cuya simpleza y

escalabilidad llevaron a su gran adopci6n para el reconocimiento de textos y discursos.

Los enfoques estadisticos fueron exitosos en responder a problemas como la
identificacion de partes-de-discurso, desambiguacién de sentido de palabras, entre
otros. La proxima generacion de sistemas de NLP que se esta desarrollando apuntan a la

comprension de discurso.

Otro quiebre en el campo de NLP ha sido la posibilidad de establecer relaciones
semanticas mediante procesamiento no-supervisado de grandes cantidades de texto con

el surgimiento de Word2vec.

Otro avance notable se dio con la llegada del macheo aproximado de palabras (fuzzy
string matching). Estos algoritmos determinan la distancia entre palabras a través de la
cantidad de operaciones primitivas para lograr un macheo exacto. Estas técnicas se

utilizan, por ejemplo, en los programas de correccion ortogréafica.

Un gran paso adelante en NLP lo representan los dispositivos a los cuales un
humano les habla. Una gran cantidad de investigaciones se estan desarrollando en el
campo de NLP para la mejora de sistemas humanizados, con el fin de hacerlos capaces

de entender instrucciones simples.

Finalmente, antes de culminar el repaso del estado del arte, es necesario mencionar
un desarrollo reciente que esta revolucionando los campos de NLP e inteligencia artificial
en general: GPT-3 (Generative Pre-trained Transformers), un modelo de lenguaje

autorregresivo que utiliza aprendizaje profundo (Deep Learning) para producir texto
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parecido al generado por humanos. Fue desarrollado por OpenAl, una organizacion sin
fin de lucro con la mision de “asegurar que la Inteligencia Artificial General (AGI)...
beneficie a la humanidad”, de acuerdo a lo sefialado en su pagina web

(https://openai.com/about/).

GPT-3 es un modelo de lenguaje pre-entrenado con 175 billones de parametros, cuya
sintonia fina se logra agregando tan s6lo unos pocos ejemplos del campo especifico de
aplicacion. GPT-3 logra muy alto rendimiento en muchas tareas de NLP como
traduccion, respuesta a preguntas, asi como tareas que requieren razonamiento sobre la
marcha o adaptacién a un dominio especifico, tales como descifrar palabras con letras

mezcladas, agregar una palabra nueva a una oracién o hacer operaciones de tres digitos.

4. Objetivos
4.1. Objetivo General

El objetivo del presente trabajo consiste en aplicar las técnicas de procesamiento de
lenguaje natural a los discursos de uno de los politicos mas importantes de la Argentina

en el siglo XX: el tres veces electo Presidente de la Nacion, Juan Domingo Peron.

4.2. Objetivos Especificos
e Recopilar los discursos del ex presidente, para ser utilizados con fuente de datos.
e Aplicar técnicas de ETL para limpiar y pre-procesar el set de datos obtenido.

e Aplicar técnicas de NLP para analizar los discursos y contribuir a la respuesta de
las siguientes preguntas: ¢CoOmo podemos caracterizar a los discursos del ex
presidente en términos de periodicidad, extension y frecuencia? ¢Cuéles fueron
los topicos preponderantes en los discursos de Per6on a lo largo del tiempo?
¢Cuales fueron las personas, lugares y organizaciones mas presentes en sus

discursos? ¢Como evolucion6 la polaridad en los mismos?

e Ademas de los aportes sustantivos, se pondra a disposicion de la comunidad

cientifica el corpus constituido por los 3.376 discursos que se reunieron,
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limpiaron y pre-procesaron como parte del presente trabajo, y que seran

publicados en formato abierto junto con el mismo.

5. Alcances del Trabajo y Limitaciones

En el presente trabajo se analizaran todos los discursos pronunciados por el ex

presidente entre el 01 de diciembre de 1943 y 19 de septiembre de 1955.

Este anélisis, que se realizara sobre frecuencias temporales y sobre el contenido, es

objetivo sobre los hechos y no incluye anélisis sociol6gico alguno.

6. Métodos y Herramientas Utilizados en el Trabajo

6.1. Eleccion de las Fuentes

Los documentos, con excepcion de los correspondientes al ano 1949, fueron
suministrados por el historiador Enrique de Alzaa, quien lider6 un equipo que
transcribi6 a formato digital editable los originales en papel que se encuentran en el
Archivo General de la Naci6on. Dado que este trabajo se realizo hace varios afios y en
distintas épocas, los documentos recibidos corresponden a tres versiones diferentes de
documentos de Microsoft Word. Los discursos del afio 1949 fueron tomados de Per6n

(2016) en formato PDF.
En total, contamos con 1163 discursos que van desde 1943-12-01 hasta 1955-09-19.

La variedad y tipo de formatos de los documentos originales requirié un extenso

trabajo de manipulacidon, limpieza y ordenamiento de los datos.
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6.2. Herramientas Utilizadas

Para el procesamiento de los datos se utiliz6 una extension del lenguaje R* y del
ecosistema de librerias Tidyverse2, un conjunto paquetes disefiados para ciencia de datos
que comparten una misma filosofia de diseno, gramatica y estructura de datos. Ademas,
se utiliz6 RMarkdowns3, un tipo de documento que permite combinar texto narrado con
codigo de distintos lenguajes, incluido R, Python y SQL y exportar los contenidos en

forma de reportes, libros u otros en HTML, PDF o Word.

Para facilitar la reproducibilidad, en el Anexo 10.1 se adjunta informacién de la

sesion de trabajo con la version de todas las librerias y herramientas utilizadas.

Especificamente para la parte de Procesamiento de Lenguaje Natural se utiliz6 el
modulo Spacy4, una libreria de cédigo abierto para NLP avanzado, escrita en Python y
Cython, que soporta mas de 64 lenguajes humanos. En particular se utilizd

es core news sm5, un modelo en espafol pre-entrenado en los corpus AnCora® y

WikiNER7. AnCora estad formado por un corpus de 500 mil palabras provenientes
principalmente de articulos periodisticos, con informacién morfologica, sintictica,
semantica y pragmatica. WikiNER es un corpus que surge de explotar el texto en

diferentes lenguajes humanos y la estructura de Wikipedia.

6.3. Extraccion de los Datos

Los documentos originales conteniendo los discursos nos fueron proporcionados en
formato digital por el mismo Enrique de Alzaa. En el lote recibido habia documentos con

cuatro formatos distintos: .DOC, .doc, .rtf y .PDF .

! https://www.r-project.org/

2 https://www.tidyverse.org/

3 https://rmarkdown.rstudio.com/

4 https://spacy.io/

5> https://spacy.io/models/esttes core news sm

6 https://github.com/UniversalDependencies/UD Spanish-AnCora

7 Learning multilingual named entity recognition from Wikipedia (figshare.com)
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Para leer los documentos segin el formato que correspondia, se utilizaron las

librerias de R readtext8, textreadr? y pdftoolste.

En el Anexo 10.2 se encuentra el codigo fuente, con los procesos aplicados.

6.4. Proceso ETL Aplicado

Inicialmente, aplicamos sobre los documentos un proceso de limpieza

semiautomatico, que requiere poca intervencion humana.

Para tareas de limpieza y manipulacion de texto previo al analisis se utilizo la libreria
stringr’, una libreria de R para la manipulacién de cadenas de caracteres, combinada
con un uso extensivo de expresiones regulares. Para la extraccion de las fechas de los

discursos se utilizo la libreria lubridate:2.

Extraemos la fecha y el titulo de cada documento, como variables analisis. En el caso
de los titulos, eliminamos todos los fin-de-linea del final y reemplazamos por un blanco
los que se encuentre en el medio. También eliminamos los espacios en blanco que rodean

los titulos, cuando amerita.

Una vez extraidos fecha y titulo, se eliminan del documento, para que sélo quede el
texto propiamente dcho. Dentro de cada texto, reemplazamos los fin-de-linea por
espacios simples y luego reincorporamos los punto-y-aparte. El texto puro pasa a ser la

tercera variable de anAlisis.

Si bien todo este proceso es analogo en todos los documentos, en el Anexo 10.2 se
puede consultar el cdédigo que se programo para cada tipo de documento, ya que los
documentos .doc, no se comportan igual que los .DOC (que son Rich Text Format), ni los
RTF o PDF. Sin extendernos en este aspecto técnico, a modo de simple ejemplo, los RTF

tienen ‘\n’ en lugar de ‘\r\n’ para sefialar el fin-de-linea.

8 https://rdrr.io/cran/readtext/src/R/readtext.R
% https://rdrr.io/cran/textreadr/

10 https://rdrr.io/cran/pdftools/

11 https://stringr.tidyverse.org/

12 https://lubridate.tidyverse.org/
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En el caso de los PDF, hay un tratamiento distinto. La fecha y el titulo se pueden
extraer facilmente del indice. Para el texto, debimos eliminar los pie-de-pagina y luegolos
tramos de los pie-de-pagina que se extendieron a la pagina siguiente, como asi también

las palabras cortadas, los espacios sin sentido y los nimeros de pagina.
En cada proceso, transformamos fecha al formato correspondiente.
Finalmente, unificamos todos los dataframes que fuimos obteniendo en uno solo.
En el Anexo 10.2 se encuentra el codigo fuente con los procesos aplicados.

El resultado de todo este proceso de ETL es un dataframe peron_df con tres
variables: fecha, titulo y texto. En la Fig. 1 se puede ver un fragmento del mencionado

dataframe, con su formato.

fecha titulo text

1 1943-12-01 Declaraciones del coronel Perdn luego haber sido designa...  Los patrones, los obreros y el Estado constituyen las parte...
2 1943-12-02 Al asumir el cargo de secretario de Trabajo y Prevision : Excelentisimo sefior presidente:

3 1943-12-02 Discurso luego de asumir el cargo de secretario de Trabajo...  En el tiempo que estuve al frente del ex Departamento ..
4 1944-01-16 Mensaje para informar sobre las tareas para ayudar a las.. Nos dirigimos a todo el pueblo de la patria, en nombre del ...
5 1944-04-04 Al hacer entrega de los fondos de la coleta Pro-Victimas de ... Excelentisimo Sefior Presidente de la Nacién:

6 1944-05-29 En el almuerzo realizado en la Fabrica Militar de Aviones de ...  El bautismo de este nuevo avién, que se incorpora a las fue...

Fig. 1 — Fragmento del dataframe peron.df

6.5. Procesamiento de Lenguaje Natural

Como se menciond anteriormente, para esta seccion se utilizo la libreria Spacy de
Python. El procesamiento consiste en tokenizacién, lematizacion, etiquetado de partes
de discurso (part-of-speech tagging) y reconocimiento de entidades (named entity

recognition).
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A continuacion, explicaremos brevemente en qué consiste cada proceso:

Tokenizacién: es el proceso de segmentacion de un texto en unidades menores,

tipicamente en palabras.

Lematizacion: por razones gramaticales los documentos utilizan diferentes
formas de una palabra (organizar, organiza, organizando). Lematizacién es un
proceso que permite reducir las formas derivadas de una palabra asociando cada

forma derivada con la palabra base o lema.

Part-of-speech tagging: es el proceso de asignar a cada palabra en un documento
su categoria gramatical de acuerdo tanto a su definiciéon como al contexto en el

que es utilizada.

Named Entity Recognition: es el proceso que busca identificar categorias pre-

definidas como personas, organizaciones, lugares, etc. Dentro de un texto.

Se puede consultar el codigo fuente en el Anexo 10.3.

El resultado de estos procesos son dos dataframes. El primero contiene los

resultados de la tokenizacion, lematizacion y etiquetado de partes del discurso. En la

Figura 2 se muestran las primeras filas de dicho dataframe.

El segundo dataframe corresponde al reconocedor de entidades. El modelo en

espanol utilizado identifica cuatro tipo de entidades: lugares (LOC), organizaciones

(ORG), personas (PER) y otros (MISC). En la Figura 3 se muestran las primeras filas

obtenidas.

Utilizar un modelo pre-entrenado con corpus en Espafiol es una posibilidad

relativamente reciente, ya que los desarrollos en NLP suelen hacerse con corpus en inglés

y representa una ventaja evidente frente a tener que traducir el texto en espanol que se

quiere analizar o utilizar corpus “adaptados”.
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Sin embargo, la disponibilidad de corpus en Espafiol atn es acotada y es dificil
encontrar corpus especificos sobre el tema del texto que uno quiere analizar. Ademas,
muchas veces los modelos en Espaiiol tienen menos funcionalidades y categorias que los

modelos en inglés.

“ text lemma is_punctuation is_space shape part_of speech pos_tag
1 Los Los FALSE FALSE Xx DET DET_Definite=Def|Gender=Masc|Number=Plur|PronType=...
2 patrones  patron FALSE FALSE 00K NOUN NOUN_Gender=Masc|Number=Plur
3, , TRUE FALSE , PUNCT PUNCT__PunctType=Comm
4 los lo FALSE FALSE XXX DET DET_Definite=Def|Gender=Masc|Number=Plur|PronType=...
5 obreros obrero FALSE FALSE XXX NOUN NOUN__Gender=Masc|Number=Plur
6 vy y FALSE FALSE X CCONJ CCONJ
7 el el FALSE FALSE XX DET DET__Definite=Def|Gender=Masc|Number=Sing|PronType-=...
8 Estado Estado FALSE FALSE Yoo PROPN PROPN
9 FALSE TRUE SPACE SP
10 constituyen constituir  FALSE FALSE YO0 AUX VERB_Mood=Ind|Number=Plur|Person=3|Tense=Pres|Verb...
1" FALSE TRUE SPACE Sp
12 las los FALSE FALSE XXX DET DET_Definite=Def|Gender=Fem|Number=Plur|PronType=Art
13 FALSE TRUE SPACE Sp
14 partes partir FALSE FALSE XK NOUN NOUN__Gender=Fem|Number=Plur
15 FALSE TRUE SPACE Sp
16 de de FALSE FALSE XX ADP ADP_AdpType=Prep
17 FALSE TRUE SPACE Sp
18 todo todo FALSE FALSE XXXK DET DET__Gender=Masc|Number=Sing|PronType=Tot
19 problema  problema  FALSE FALSE XKXX NOUN NOUN__Gender=Masc|Number=Sing
20 social social FALSE FALSE XXHX ADJ ADJ_Number=Sing

Fig. 2 — Fragmento del dataframe con tokenizacion, lematizaciéon y
etiquetado de partes del discurso

En el caso de este trabajo, como se mencion6 anteriormente, el corpus AnCora esta
basado mayoritariamente en articulos periodisticos por lo que se espera cierta pérdida
de precision en el analisis de discursos politicos o gubernamentales. En el caso de
Reconocimiento de Entiedades Nombradas (NER) el modelo en Espafiol utilizado en este
trabajo reconoce cuatro categorias de entidades, mientras que los modelos pre-

entrenados en inglés de la misma libreria Spacy reconocen 18 categorias.

ITBA — Escuela de Postgrado — Especializacién en Ciencia de Datos 13 | Pagina



Trabajo Final Integrador — Martin Olmos

10

11

12

13

14

15

16

17

18

19

20

ent
Estado

Estado argentino
Todo conflicto
En este sentido

Estado

Secretaria de Trabajo
Prevision

Estado

Estado

Por su parte

En tal sentido

La oportunidad de las reformas
La revision de los textos
Secretaria

Es impropio

Derecho del Trabajo

Estado

Lo que al respecto haga la nueva organizacion

En mérito

Consejo Superior de Trabajo

label

MIsC

LOC

MISC

MISC

MISC

ORG

ORG

MISC

PER

MISC

MISC

MISC

MISC

MISC

MISC

MISC

LOC

MISC

MISC

MISC

Fig. 3 — Fragmento del dataframe con reconocimiento de entidades
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~. Analisis de los Datos

Con la aplicacion del proceso de Extraccion y Procesamiento descripto en la
Seccion 6, hemos obtenido un dataframe unificado que contiene los 1163 discursos

emitidos entre 1943-12-01y 1955-09-19,

En la presente Seccion, inspeccionamos dicho dataframe con el fin de dar respuesta

a las cuestiones planteadas en los objetivos.

7.1. Analisis Descriptivo de los Discursos

Comenzamos analizando la frecuencia de los discursos a través del tiempo,

utilizando la siguiente consulta:

peron_df <- read_csv("peron_discursos_completos.csv")

peron_df %>%
mutate(anio = year(fecha)) %>%
count(anio) %>%
ggplot(aes(factor(anio), y = n)) +
geom_col(fill="1lightblue") +
theme_bw() +
labs(x = "Afo",

y = "Cantidad de discursos") +
geom_hline(aes(yintercept = mean(n), color = "Media")) +
geom_hline(aes(yintercept = median(n), color = "Mediana")) +

theme(legend.title = element_blank())

En la Figura 4 se puede ver el resultado en forma grafica.

De este analisis se desprende que, en promedio, Perén pronuncié 89.5 por afno.
Considerando que hay dos afios incompletos, 1943 y 1955, podemos tomar una medida

robusta a valores atipicos como la mediana. La misma es de 99.
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Fig. 4 — Periodicidad de los discursos a través del tiempo
Un anélisis més profundo puede detectar si hubo més discursos durante los afios de
elecciones:

peron_df %>%
mutate(anio = year(fecha),

elecciones = case_when(year(fecha) == 1946 ~ "Presidenciales"”,
year(fecha) == 1951 ~ "Presidenciales",
year(fecha) == 1948 ~ "Convencionales Constit

uyentes",
year(fecha) == 1954 ~ "De Vicepresidente",
TRUE ~ "Sin elecciones")) %>%
ggplot(aes(factor(anio),
fill = factor(elecciones,
levels = c("Sin elecciones”,
"Presidenciales"”,
"Convencionales Constituyentes",
"De Vicepresidente")))) +
geom_bar() +
theme_bw() +
labs(x = "Ano",
y = "Cantidad de discursos") +
scale_fill discrete(name = "Elecciones") +
theme(legend.position = "bottom")

En la Figura 5 podemos ver graficamente este resultado.
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Fig. 5 — Periodicidad de los discursos discriminados por afio electoral.

A simple vista podriamos concluir que en los afios de elecciones hubo menos
discursos. Sin embargo, este anélisis puede estar distorsionado si las elecciones se deban

al comienzo del ano, como las presidenciales de 1946 que se celebraron el 24 de febrero.

Refinamos el anélisis a través de la distribucion de discursos a lo largo de los meses:

peron_df %>%
mutate(anio = year(fecha),
mes = month(fecha)) %>%

count(anio, mes) %>%
group_by(mes) %>%
summarise(media_mes = mean(n)) %>%
ggplot(aes(factor(mes), media_mes)) +
geom_col(fill = "lightblue") +
theme_bw() +
labs(x = "Mes",

y = "Media")

Del resultado, podemos concluir que se destaca el mes de octubre como el mes en
que maés discursos realizaba Per6n. En la Figura 6 podemos ver el resultado en forma

visual.
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Un anélisis sociologico, que excede al presente trabajo, podria identificar la causa de

este comportamiento observable (acontecimientos politicos de contexto, cercania de

eventos personales, etc.),
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Fig. 6 — Periodicidad de los discursos discriminados por mes.

Ahora vamos a estudiar la extension de los discursos:

peron_meta <- read_csv("peron_discursos_completos.csv")
peron_meta <- peron_meta %>%

select(-text) %>%

mutate(Ano = lubridate::year(fecha))

peron_annot_docs_df %>%
group_by(id) %>%
summarise(Cantidad = n()) %>%
bind_cols(peron_meta) %>%
ggplot(aes(fecha, Cantidad)) +
geom_line(color = grey(9.8)) +

theme_bw() +
labs(x = "Fecha")

geom_point(color = "salmon") +
geom_smooth(method = "loess", formula = y ~ x) +
scale_x_date(date_labels = "%Y", date_breaks = "1 year") +
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En la Fig. 7 se puede visualizar la distribucion obtenida. Encontramos un valor
atipico, que excede el umbral de la extension del resto de los discursos, y que se sitda en

el afno 1951.
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Fig. 7 — Distribuci6n de los discursos por su extension.

Realizamos un analisis puntual del dato atipico en 1951, y detectamos que se trat6

del discurso de Apertura de las Sesiones Legislativas del 1ro de Mayo de 1951:

peron_annot_docs_df %>%
group_by(id) %>%
summarise(Cantidad = n()) %>%
bind_cols(peron_meta) %>%
arrange(desc(Cantidad)) %>%
top_n(1, Cantidad)

## # A tibble: 1 x 5

## id Cantidad fecha titulo

Afo

#H# <dbl> <int> <date> <chr>

<dbl>

##H 1 202 93708 1951-05-01 ASAMBLEA LEGISLATIVA ~ 1951

ITBA — Escuela de Postgrado — Especializacion en Ciencia de Datos 19 | Pagina




h ‘ \
Trabajo Final Integrador — Martin Olmos .TL ‘

Dado que este discurso podria considerare como “outlier”, lo excluimos y repetimos

el anAalisis d extension sobre el resto de los discursos:

peron_annot_docs_df %>%
group_by(id) %>%
summarise(Cantidad = n()) %>%
bind_cols(peron_meta) %>%
filter(id !'= 202) %>%
ggplot(aes(fecha, Cantidad)) +
geom_line(color = grey(0.8)) +
geom_point(color = "salmon") +
geom_smooth(method = "loess", formula = y ~ x) +
theme_bw() +
scale_x_date(date_breaks = "1 year", date_labels = "%Y") +
labs(x = "Fecha")

El resultado de este Gltimo analisis puede verse en la Figura 8.
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Fig. 8 — Distribucion de los discursos por su extension, excluyendo

la Apertura de las Sesiones Legislativas del 1ro de Mayo de 1951
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Dado que no se encuentra en esta distribucion patrén evidente a lo largo del tiempo,

repetimos el tltimo anélisis en forma independientemente del tiempo:

peron_annot_docs_df_sum <- peron_annot_docs_df %>%
group_by(id) %>%
summarise(Cantidad = n()) %>%
summarise(Media = mean(Cantidad), Mediana = median(Cantidad))

peron_annot_docs_df %>%
group_by(id) %>%
summarise(Cantidad = n()) %>%
filter(id != 202) %>%
ggplot() +
geom_histogram(aes(x=Cantidad),fill = "salmon", binwidth = 1000) +
scale_x_continuous(breaks = seq(0,35000,1000)) +

geom_vline(aes(xintercept = Media, color = "Media"), peron_annot_docs_df su
m) +

geom_vline(aes(xintercept = Mediana, color = "Mediana"), peron_annot_docs_d
f_sum) +

scale_color_manual(name = "Medida", values = c(Media = "black", Mediana = "
blue")) +

theme_bw() +

labs(title = "Distribucioén de la extensién de los discursos”,

x = "Extension", y = "Cant. de discuros") +

theme(axis.text.x = element_text(angle = 90, vjust = 0))

En la Figura 9 encontramos el resultado del anélisis en forma gréfica.
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Fig. 9 — Distribucién de los discursos por su extensién con independencia del tiempo
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De este resultado podemos concluir que los discursos tienen una distribuciéon
asimétrica hacia la derecha, con una mediana de aproximadamente 1.600 palabras y
algunos pocos discursos excepcionalmente largos, como el mencionado de la Apertura
de Sesiones de 1951, la primera de su segundo mandato. Ademas, concluimos que la

extension de los discursos no varia a lo largo del tiempo.

7.2. Analisis exploratorio del contenido de los discursos
En esta seccion hacemos un analisis sobre el contenido textual de los discursos.

Inicialmente, tratamos de identificar tendencia de los titulos de los discursos,

mediante Nube de Palabras:

library(tm)
library(wordcloud)

titulos <- select(peron_df, -text)

stop_words <- tibble(word = tm::stopwords("spanish"),
lexicon = "tm package")
titulos <- titulos %>%
unnest_tokens (word, titulo) %>%
anti_join(stop_words)

titulos %>%
count(word, sort = TRUE) %>%
{wordcloud(words = .$word,
freq = .%n,
max.words = 200,
random.order = FALSE,
rot.per = .35,
colors=brewer.pal(8, "Dark2"))}

En la Figura 10 podemos visualizar la nube obtenida.
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Fig. 10 — Nube de palabras sobre los titulos de los discursos.

Buscaremos a continuacion, la distribucion de las 25 palabras mas frecuentes en

los titulos:

titulos %>%
count(word, sort = TRUE) %>%
head(25) %>%
ggplot(aes(fct_reorder(word, n), n)) +
geom_col(fill = "lightsalmon") +
coord_flip() +
theme_bw() +
labs(x = "Palabras",
y = "Frecuencias")

En la Figura 11 se puede visualizar la distribucion obtenida de las 25 palabras mas
frecuentes en los titulos. Mas alla de palabras genéricas como “acto” o “inauguracion”
hay una clara preponderancia en los titulos a referencias sindicales a través de palabras

» o«

como “trabajo”, “delegados”, “obreros”.
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Fig. 11 — Distribucién de las 25 palabras mas frecuentes en los titulos

Finalmente, repetiremos el anélisis anterior sobre el contenido de los discursos, con

una primera aproximacion a través de los sustantivos:

peron_annot_docs_df %>%
filter(part_of_speech == "NOUN") %>%
group_by(lemma) %>%
summarise(Cantidad = n()) %>%
top_n(20, Cantidad) %>%
arrange(desc(Cantidad)) %>%
ggplot(aes(fct_reorder(lemma, Cantidad), Cantidad)) +
coord_flip() +
geom_col(fill = "salmon") +
theme_bw() +
labs(title = "Principales sustantivos"”,

x = "lemma")

En la Figura 12 se puede visualizar la distribucion obtenida de las 20 palabras mas

frecuentes en los textos de los discursos.
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Fig. 12 — Distribucion de las 20 palabras mas frecuentes en los textos de los discursos

Una lectura inicial de los principales sustantivos permite formular unas primeras
consideraciones y preguntas para profundizar luego en una lectura mas detenida de los

textos.

En primer lugar, el sustantivo mas repetido, “hombre”, hace referencia seguramente
a “persona”, lejos de las consideraciones de género actuales que las décadas de 1940 y

1950 no existian.

En segundo lugar, se pueden identificar un grupo de palabras relacionadas con el
mundo del trabajo o sindical, como son “organizacion”, “trabajar”, “trabajador”,
“compaiiero” o “pueblo”. También se puede identificar un grupo de palabras que pueden
estar relacionadas con la cosmovision nacionalista, como ser “poblar”, “argentino” o

“patrio”.

Buscaremos ahora, la “cobertura” de estas 20 principales palabras, es decir, la

cantidad de discursos en las que aparece cada una de ellas:
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peron_annot_docs_df %>%

filter(part_of speech == "NOUN") %>%
count(lemma, sort = TRUE, name = "Cantidad") %>%

top_n(20, Cantidad) %>%
{.$1lemma} -> peron_sust20

peron_annot_docs_df %>%
filter(lemma %in% peron_sust20) %>%
count(lemma, id) %>%
count(lemma, sort = TRUE, name = "cantidad _de_ discursos") %>%
ggplot(aes(x = fct_reorder(lemma, cantidad_de discursos),
cantidad_de_discursos)) +

y
coord_flip() +
geom_col(fill = "salmon") +
theme_bw() +
labs(title = "Cobertura de las principales palabras”,

x = "lemma", y = "Cantidad de discursos")

El resultado lo podemos apreciar en la Figura 13.
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Fig. 13 - Cobertura de los 20 principales sustantivos
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Teniendo en cuenta que estamos analizando un universo de 1.163 discursos casi
todas las palabras aparecen en aproximadamente la mitad o mas de los discursos. Esto

refuerza la idea que son conceptos que se mantuvieron a lo largo del periodo analizado.

Veamos ahora los principales verbos, excluyendo algunos muy genéricos como “ser”,

“estar” y “haber”:

peron_annot_docs_df %>%

filter(part_of speech == "VERB" & !(lemma %in% c("ser", "estar", "haber")))
%>%

count(lemma, sort = TRUE, name = "Cantidad") %>%

top_n(20, Cantidad) %>%

ggplot(aes(fct_reorder(lemma, Cantidad), Cantidad)) +

coord flip() +

geom_col(fill = "salmon") +

theme_bw() +

labs(title = "Principales verbos",

x = "lemma")

En la Figura 14 podemos consultar el resultado obtenido. Tomados aisladamente, no

parece poderse extraer ninguna conclusién del analisis de los verbos.
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Fig. 14 — Principales verbos utilizados
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Analizaremos ahora las Entidades reconocidas. Como se explicd anteriormente,

nuestro modelo reconoce cuatro categorias de entidades:

e PER: nombres propios o comunes

¢ ORG: empresas, agencias, instituciones, etc.

e LOC: tanto nombres propios de lugares, como nombres comunes (por ej.
montanas, lagos)

e MISC: miscelaneo se refiere a entidades diversas como pueden ser eventos,

nacionalidades, religiones, productos, obras de arte, etc.

En primer lugar, analizaremos las 20 principales entidades de las 4 categorias en un
mismo grafico y luego analizaremos las 20 principales de cada categoria. En todos los
casos se filtraron algunas palabras mal clasificadas o aquellas que son tan genéricas que

no aportan sentido al analisis:

peron_annot_ents_df %>%

filter(!(ent %in% c("Eso", "Por eso", "Por esa razoéon", "g", "“", "Asi",
"También"))) %>%

count(ent, label, sort = TRUE, name = "Cantidad") %>%

top_n(20, Cantidad) %>%

ggplot(aes(fct_reorder(ent, Cantidad), Cantidad, fill = label)) +

coord_flip() +

geom_col() +

theme_bw() +

labs(title = "Principales entidades",

x = "Entidad")

En la Figura 15 podemos ver el resultado graficamente.
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Fig. 15 - Las 20 principales entidades de las 4 categorias, PER, LOC, ORG y MISC

Finalmente, discriminaremos cada una de las cuatro categorias, para poder ver su

comportamiento por separado. Los resultados pueden consultarse en las Figuras 16 a 19.

e Principales personas:

peron_annot_ents_df %>%

filter(label == "PER" & !(ent %in% c("Aqui", "habia", "Qué", "Después",
"Piensen"”, "Previsién", "Esta", "Agradezco", "Habia", "Eso", "Mas", ".",
"¢Qué", "Puedo", "Naturalmente", "Quiero", "Deseo", "Recuerdo", "S6lo"))) %>%

count(ent, sort = TRUE, name = "Cantidad") %>%

top_n(20, Cantidad) %>%

ggplot(aes(fct_reorder(ent, Cantidad), Cantidad)) +

coord_flip() +

geom_col(fill = "salmon") +

theme_bw() +

labs(title = "Principales personas",

x = "Persona")
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Fig. 16 - Las 20 principales entidades de categoria PER.

e Principales organizaciones:

peron_annot_ents_df %>%
filter(label == "ORG" & !(ent %in% c("Afortunadamente"))) %>%
count(ent, sort = TRUE, name = "Cantidad") %>%
top_n(20, Cantidad) %>%
ggplot(aes(fct_reorder(ent, Cantidad), Cantidad)) +
coord_flip() +
geom_col(fill = "salmon") +
theme_bw() +
labs(title = "Principales organizaciones”,
x = "Organizacidn")
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Principales organizaciones

Nacidn

Secretaria de Trabajo
Republica

Congreso

Universidad

Secretaria

Ustedes

Nosotros

Movimiento Peronista 1
Confederacidon General del Trabajo
Prevision

Banco Central T

Movimiento

CGT 1

Instituto
Secretaria de Trabajo y Prevision
Consejo

Revolucion

Providencia

Partido Peronista 1

-

izacién

Organ

o 4
-.-.-....llllllll

560 10b0
Cantidad

Fig. 17 - Las 20 principales entidades de categoria ORG.

e Principales lugares:

peron_annot_ents_df %>%
filter(label == "LOC" & !(ent %in% c("Companeros", "También", "Sefores", "¢",
"Buenos", "Aires", "Como", "Después"))) %>%
count(ent, sort = TRUE, name = "Cantidad") %>%
top_n(20, Cantidad) %>%
ggplot(aes(fct_reorder(ent, Cantidad), Cantidad)) +
coord_flip() +
geom_col(fill = "salmon") +
theme_bw() +
labs(title = "Principales lugares",
x = "Lugar")
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Principales lugares

Estado 1
Argentina 7
Replblica Argentina
la Argentina
Buenos Aires
Repiblica 1
Chile 1

Europa 7

Brasil 1

Macidn
Mendoza
Inglaterra 1
Ministerio 7
Capital Federal q
Mueva Argentina
Macion Argentina
Gobierno
Estados Unidos
Estado.

La Argentina
Italia 7

Casa de Gobierno A

Lugar

400 00 1200
Cantidad

= 4

Fig. 18 - Las 20 principales entidades de categoria LOC.

e Principales misceldneas:

peron_annot_ents_df %>%

filter(label == "MISC" & !(ent %in% c("Por eso", "Eso", "Ese", "¢", "Asi",
"En", "Queremos", "Estamos", "Hemos", "No", "Y", "Por esa razén", "Sé", "Esa"
, "M, "Pero"))) %>%

count(ent, sort = TRUE, name = "Cantidad") %>%

top_n(20, Cantidad) %>%

ggplot(aes(fct_reorder(ent, Cantidad), Cantidad)) +

coord flip() +

geom_col(fill = "salmon") +

theme_bw() +

labs(title = "Principales MISC",

X = "MISC")
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Principales MISC

Republica
Nosotros
Nacidn

Dios

Ahora

Estado 1
Prevision
Constitucion
Perdn

Patria 1

Aplausos
Secretaria
Trabajo
Segundo Plan Quinguenal 1
Revolucidon

Plan Quinquenal
Poder Ejecutivo T
Nadie 1

Ellos

Plan 1

MISC

250 500 750 1000
Cantidad

o 4

Fig. 19 - Las 20 principales entidades de categoria MISC.

Como se puede apreciar en una primera lectura de las entidades reconocidas en las
4 categorias, se observan conceptos muy significativos en el universo conceptual del
peronismo en el periodo analizado. La repetida aparicion de palabras como Nacion y

Republica, con alta frecuencia en todo el corpus, da cuenta de un estilo de movimiento.

En este sentido, se puede afirmar que esta herramienta puede ser ttil en aportar
pistas de como abordar el estudio de un periodo histérico o un movimiento politico a

través de los discursos de sus lideres.
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8. Conclusiones y Trabajo Futuro

El anélisis de discursos de un presidente ayuda a entender muchos aspectos del
contexto politico. En este trabajo se propuso un posible anélisis de los discursos emitidos
por el expresidente argentino Juan Domingo Peron entre 1943 y 1955, tanto desde el

punto de vista descriptivo global como exploratorio de su contenido.

Se plante6 un proceso de varias etapas, a través del cual se pudo obtener un corpus
unificado sobre 1163 discursos en distintos formatos, con la aplicacion de técnicas de ETL
y de procesamiento de lenguaje natural, que incluyé tokenizacién, lematizacion,
etiquetado de partes de discurso (part-of-speech tagging) y reconocimiento de entidades

(named entity recognition).

El uso de lenguaje R y del ecosistema de librerias Tidyverse, junto con RMarkdown,
el moédulo Spacy, una libreria de co6digo abierto para NLP avanzado que soporta mas de
64 lenguajes humanos, nos han permitido desarrollar una prueba de concepto para
poder implementar un anélisis como prueba conceptual de la importancia de este tipo de

analisis.

A través del anAlisis de los resultados, se ha comprobado que la utilizacion de las
técnicas de anélisis del lenguaje natural puede tener un gran potencia para el estudio de
discursos, especialmente para aquellos investigadores que se acercan por primera vez a
un periodo historico, un movimiento politico o un lider politico, ya que permite
identificar conceptos clave que pueden servir de guia para realizar una lectura mas

detenida o profunda con otras técnicas de anélisis de discurso.

Como parte del analisis, se han podido detectar los principales temas del universo
conceptual de Per6n y el peronismo en el periodo analizado. Ademaés, se pudieron
detectar tanto regularidades como datos atipicos respecto de la extension y periodicidad

de los discursos.

Cabe senalar que lo presentado en este trabajo es escalable a todo tipo de

documentacion y tamafio del corpus que se desee analizar.

Un posible trabajo a futuro serd buscar correlaciones entre la aparicion de

determinados topicos en los discursos y otros factores de contexto historico y social. En
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el caso del periodo analizado, el conflicto con la Iglesia Catodlica, los problemas

econdmicos por la sequia de 1951-1952 o los intentos de golpe de Estado.

También seria interesante sumar a estos andlisis estadisticos, la participacion de

sociologos o antropologos, para enriquecer los resultados.

Finalmente, un aporte de este trabajo es también la puesta a disposicion de
la comunidad académica del corpus utilizado, luego del extenso trabajo de limpieza
que se realizO previo al andlisis. Dicho corpus puede ser accedido en

https://github.com/martinolmos/discursos peron.
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10. Anexos

10.1 Informacion de la Sesiéon

> sessionInfo()

R version 3.6.0 (2019-04-26)

Platform: x86 64-w64-mingw32/x64 (64-bit)
Running under: Windows 10 x64 (build 19041)

Matrix products: default

locale:

[1] LC COLLATE=Spanish Argentina.l252 LC CTYPE=Spanish Argentina.l252
[3] LC_MONETARY=Spanish Argentina.1252 LC NUMERIC=C

[5] LC TIME=Spanish Argentina.1252

attached base packages:
[1] stats graphics grDevices utils datasets methods base

other attached packages:

[1] magrittr 2.0.1 tidytext 0.2.0 wordcloud 2.6

[4] RColorBrewer 1.1-2 tm 0.7-6 NLP 0.2-0

[7] lubridate 1.7.4 forcats 0.4.0 stringr 1.4.0
[10] dplyr 0.8.3 purrr 0.3.2 readr 1.3.1
[13] tidyr 0.8.3 tibble 2.1.1 ggplot2 3.3.2
[16] tidyverse 1.2.1.9000

loaded via a namespace (and not attached):

[1] Rcpp_1.0.6 cellranger 1.1.0 pillar 1.3.1 compiler 3.6
.0

[5] tokenizers 0.2.1 tools 3.6.0 jsonlite 1.7.2 nlme 3.1-139

[9] gtable 0.3.0 lattice 0.20-38 pkgconfig 2.0.2 rlang 0.4.10
[13] Matrix 1.2-17 cli 1.1.0 rstudiocapi 0.10 parallel 3.6
.0

[17] haven 2.3.1 xfun 0.22 janeaustenr 0.1.5 withr 2.1.2
[21] xml2 1.2.0 httr 1.4.0 knitr 1.31 generics 0.0
.2
[25] vctrs 0.3.2 hms 0.4.2 grid 3.6.0 tidyselect 0
.2.5
[29] glue 1.4.2 R6 2.5.0 readxl 1.3.1 modelr 0.1.4
[33] SnowballC 0.6.0 backports 1.1.4 scales 1.0.0 rvest 0.3.3
[37] assertthat 0.2.1 colorspace 1.4-1 stringi 1.5.3 munsell 0.5.
0
[41] slam 0.1-45 broom 0.5.2 crayon 1.3.4
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10.2. Cddigo del Preprocesamiento y ETL

e Preprocesamiento de los archivos “.doc” (diferentes a “.DOC”) Rich

Text Format) .

Levantamos los archivos:
library (tidyverse)
library (magrittr)

peron_doc <- readtext::readtext(
file = "../../Discursos Presidentes/Peron/*.doc",
encoding = "latinl")

Encoding (peron doc$text) <- "latinl"
peron_doc2 <- peron doc

Extraemos la fecha:

library (lubridate)

peron_doc2 %<>% mutate (fecha = str_extract(doc id, "[[:digit:]]{6}"))
$>%

mutate (fecha pastel("19", fecha)) %>%

mutate (fecha lubridate::as_date(x = fecha,
format = "%YSm%d",
tz =

"America/Argentina/Buenos Aires"))

Eliminamos la primera linea que tiene la fecha:
peron doc2 %<>% mutate (
text = str_remove (text,

"M (NNE\\n) 2 ( *)2[0-9] . *\\r\\n"))

Eliminamos la primera linea en caso de que haya una linea vacia:

peron2 %<>% mutate (text = str_remove (text, ""“\\r\\n"))

Extraemos el titulo:
peron doc2 %<>% mutate(titulo = str_extract (text,

AL\ F) 2 (ANNC\ADL %) 2N\ \An (\\r\An | ) "))
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Sacamos los fin-de-linea que estén al final de cada titulo y
reemplazamos alguno que haya quedado en el medio por un espacio:

peron_doc2$titulo %$>% str_extract (" (?<=\\r\\n).*(?=:)")

Usamos regex para detectar las lineas que se colaron detrés del
titulo:
peron_doc2 %<>% mutate(titulo = str_remove (titulo,

"(?<=\\r\\n) .* (?=:)"))

Eliminamos todos los fin-de-linea del titulo y los reemplazamos por un
espacio. Luego “trimeamos” el titulo:
peron doc2 %<>% mutate(titulo = str_replace_all(titulo, "\\r\\n", "
")) £>%
mutate (titulo = str_trim(titulo, "both"))

Reemplazamos los fin-de-linea por espacios simples y luego
reincorporamos los punto y aparte:

peron doc2 %<>% mutate (text = str_replace_all (text, "\\r\\n", " "))

o°

>

o°

mutate (text = str_replace_all (text, "[.] ", ".\r\n"))

e Preprocesamiento de los archivos “.DOC” (Rich Text Format).

myfiles <- list.files(path = "../../Discursos presidentes/Peron",
pattern = "*.DOC")

peron DOC <- list()

tmp names <- list()

for (i in seq_along(myfiles)) {
peron DOC[[i]] <- tryCatch (
readtext: :readtext (

file = pasteO("../../Discursos presidentes/Peron/", myfiles[i]),
encoding = "latinl"

)

error = function (cond) {

message (paste ("Error leyendo con readtext el archivo", myfiles[i

1))
message (cond)
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message ("Probando con textreadr")

try ({
peron DOC[[i]] <- textreadr::read rtf(
file = pasteO("../../Discursos presidentes/Peron/", myfiles]

names (peron DOC) <- myfiles

Usamos readtext para levantarlos:

peron DOCa <- peron DOC[map (peron DOC, function(x) class(x)[1l]) == "re
adtext"]
peron DOCb <- peron DOC[map (peron DOC, function(x) class(x)[1]) != "re
adtext"]

peron DOCa <- bind rows (peron DOCa)

peron DOCb <- peron DOCb $%>%
map_df (~tibble (
doc_id = "",
text = paste(., collapse = "\n")
)) %>%
mutate (doc_id = names (peron_ DOCD) )

peron DOC2 <- bind rows (peron DOCa, peron DOCb)

e Preprocesamiento de los archivos “.rtf”

rtf files <- list.files("../../Discursos presidentes/Peron/", "*.rtf")

peron rtf <- rtf files %>%
map (function (x) textreadr::read rtf(
file = pasteO("../../Discursos presidentes/Peron/", x)))

names (peron_rtf) <- rtf files
peron rtf <- peron rtf %$>%
map_df (~tibble (

doc_id = "",

text = paste(., collapse = "\n")
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)) $>%
mutate (doc_id = names (peron rtf))

peron DOC_rtf <- bind rows(peron DOC2, peron rtf)
Encoding (peron DOC rtf$text) <- "latinl"

Extraemos la fecha:
library (lubridate)

peron get date <- function (df) {
df %>%
mutate (fecha
mutate (fecha
mutate (fecha

str_extract(doc_id, "[[:digit:]]{6}")) %>%
paste0("19", fecha)) %>%
lubridate::as_date(x = fecha,

format = "%YSm%d",

tz = "America/Argentina/Buenos Air
es"))

}

peron rtf2 <- peron_get date(peron rtf)

Eiminamos la primera linea con la fecha:
Los rtf tienen ‘\n’ en lugar de ‘\r\n’ para sefialar el fin-de-linea.
peron rtf2 %<>% mutate (

text = str_remove (text, "~ (\\n)?( *)2[0-9].*\\n"))

Eiminamos la primera linea en caso que haya una linea vacia:

peron rtf2 %<>% mutate(text = str_remove (text, ""\\n"))

Extraemos los titulos y los guardamos en nueva variable:
peron _get titulo <- function(df) ({
df $>%
mutate (titulo = str_extract(text, "~.*\\n"),
text = str_remove (text, "~.*\\n"))
}

peron rtf2 <- peron_get titulo(peron rtf2)
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El Gnico arreglo adicional que observamos es eliminar unos simbolos
chinos (##) que aparecen al final de cada discurso:
peron rtf2 < peron rtf2 %>%

mutate (text = str_remove (text, "#5+"))

e Preprocesamiento de los archivos “.pdf”

library (pdftools)

peron pdf <- pdf text("../../Discursos presidentes/Peron/publicacionPe
ron-1949tomol.pdf")

peron pdf indice <- peron pdf[6:10]

peron pdf discursos <- peron pdf[40:445]

Del indice extraemos la fecha y el titulo:

peron pdf indice df <- peron pdf indice %>%

paste (collapse = "\\r\\n") %>%
str_extract all(".*[0-9]1{2,3}\\r\\n( )2\\(.*\\)") %>% unlist() %>%
{tibble (titulo = str_extract(.,".* (2= [0-9]*\\r\\n)") %>% unlist(),
pagina = str_extract(.,"[0-9]+(?=\\r\\n( )?\\()") %>% unlis
t(),
fecha = str_extract(.,"\\ (.*\\)") %>% unlist())}

peron pdf indice df %<>% mutate (
titulo = str_remove all (titulo, "\\\\r\\\\n"),
pagina = str_remove_all (pagina, "\\r\\n")

fecha = str_remove_all (fecha, "\\r\\n")) %>%
mutate (
titulo = str_trim(titulo),
pagina = str_trim(pagina),
fecha = str_trim(fecha)
) $>%
mutate (
fecha = str_remove_all (fecha, "[()]")

Agregamos una columna con la ultima padgina de cada capitulo y sumamos
uno a la variable péagina por el desfasaje:

peron pdf indice df %<>% mutate (ultima = 0)
for (i in 1l:nrow(peron pdf indice df)) {
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peron pdf indice dfSultima[i] <- as.numeric (peron pdf indice df$pagi
nali + 171)
peron pdf indice df$paginali] <- as.numeric(peron pdf indice df$pagina
[i]) + 1
}
peron pdf indice df$ultimal[61] <- 443

Ahora trabajamos el texto aparte:

peron pdf[40] %>%
str_remove ("\\r\\n( +)2[0-91+\\r\\n +.* (\\r\\n.*)* (\\r\\n) 28")

Eliminamos los pie de pagina:

peron pdf2 <- peron pdf

peron pdf2 <- peron pdf %>%
map_chr (~str_remove (., "\\r\\n( +)?[0-91+\\r\\n +.* (\\r\\n.*)* (\\r\\n
)28"))

Eiminamos los tramos de los pie de pagina que se extendieron a la
padgina siguiente:
peron pdf2[41] <- peron pdf2[41] %>%

str_remove ("\\r\\n.*participado, por encargo de Perdn.* (\\r\\n.*)*\\

r\\ns$")

peron pdf2[85] <- peron pdf2[85] %>%
str_remove ("\\r\\n(.*) ?mental para los trabajadores del sector.*\\r\

\n. *\\r\\n")

peron pdf2[159] <- peron pdf2[159] %>%
str_remove ("\\r\\n(.*)?una operacién de apéndice.*\\r\\n.*\\r\\n3S")

peron pdf2[168] <- peron pdf2[168] %>%
str_remove ("\\r\\n(.*) ?sentados distintos sectores.* (\\r\\n.*)* (\\r\
\n)?$")

peron pdf2[195] <- peron pdf2[195] %>%
str_remove ("\\r\\n(.*)?mo Perdén, en una entrevista concedida.* (\\r\\

n.*)* (\\r\\n) 2s")

Eliminamos los numeros de pagina:
peron pdf2 <- peron pdf2 %>%
map2 _chr(.x = .,
Y as.character (2:446),
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.f = function(x, y) {
str_remove (x, vy)

})

Pegamos las paginas de un mismo discurso (cambiamos las variables
padgina y Ultima a numeric) :

peron pdf indice df %<>% mutate (pagina = as.numeric (pagina),
ultima = as.numeric(ultima))

peron pdf2 <- map2 chr (peron pdf indice df$pagina,
peron pdf indice dfS$ultima,
function (x, y) {
paste (peron pdf2[x:y],
collapse = "\r\n")

})

Eliminamos fecha y titulo del texto:

peron pdf2 <- peron pdf2 %>%
map_chr (., function (x) {
str_remove (x, "*.*\\r\\n.* (\\r\\n.*) 2 [A-Z]\\w*.*[0-9]+\\r\\n")
str_trim(side = "both")

o°
v
o°

Eliminamos las palabras cortadas, los fin que no corresponden y los es
pacios sin sentido:

peron pdf2 <- peron pdf2 %>%
map_chr (., function(x) ({

X $>%
str_remove_all("-\\r\\n( *)") %>%
str_replace_all("\\r\\n", " ") $>%
str_replace_all("\\. {4,}", ".\r\n ") $>%
str_replace all(": {4,}", ":\r\n ") %>%
(

str_replace all(" {4,}", " ")

Agregamos el texto al dataframe y transformamos la fecha al formato
correspondiente:

peron pdf df %<>%
mutate (
text = peron pdf2,
fecha = lubridate: :dmy(paste(fecha, 1949))) %>%
select (-texto)
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peron pdf df <- peron pdf df %>%
mutate (fecha = lubridate::dmy (paste(fecha, 1949))) %>%
rename (text = texto)

Aplicamos todo el mismo proceso al segundo lote de archivos .pdf, con
los discursos de Perdn de 1949:

library (pdftools)

peronB pdf <- pdf text("../../Discursos presidentes/Peron/publicacionP
eron-1949Tomo-II.pdf")

peronB pdf indice <- peronB pdf[6:11]
peronB pdf discursos <- peron pdf[12:425]

peronB pdf indice df <- peronB pdf indice %>%

paste(collapse = "\\r\\n") %>%
str_extract all(".*[0-9]1{2,3}\\r\\n( )2\\(.*\\)") %>% unlist() %>%
{tibble (titulo = str_extract(.,".*(?= [0-9]*\\r\\n)") %>% unlist(),
pagina = str_extract(.,"[0-9]+(?=\\r\\n( )2\\()") %>% unlis
t(O),
fecha = str_extract(.,"\\ (.*\\)") %>% unlist())}

peronB pdf indice df %<>% mutate (
titulo = str_remove all (titulo, "\\\\r\\\\n"),

pagina = str_remove all (pagina, "\\r\\n"),
fecha = str_remove_all (fecha, "\\r\\n")) %>%
mutate (

titulo = str_trim(titulo),

pagina = str_trim(pagina),

fecha = str_trim(fecha)
) $>%
mutate (

fecha = str_remove_all (fecha, "[()]")

peronB pdf indice df %<>% mutate (ultima = 0)

for (i in 1l:nrow(peronB pdf indice df)) {

peronB pdf indice df$ultimal[i] <- as.numeric (peronB pdf indice dfS$pa
ginal[i + 1])

peronB pdf indice df$paginal[i] <- as.numeric(peronB pdf indice df$pa
ginafi]) + 1
}
peronB pdf indice df$ultimal[64] <- 416

peronB pdf2 <- peronB pdf
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peronB pdf2 <- peronB pdf %>%
map_chr (~str_remove (., "\\r\\n( +)?2[0-9]+\\r\\n +.* (\\r\\n.*)* (\\r\\n
)28"))

peronB pdf2[139] <- peronB pdf2[139] %>%
str_remove ("\\r\\n.*para el gobierno presidido.*\\r\\n.*s$")

peronB pdf2[249] <- peronB pdf2[249] %>%
str_remove ("\\r\\n.*el proyecto de un monumento.*\\r\\n.*$")

peronB pdf2[340] <- ""

peronB pdf2[341] <- peronB pdf2[341] %>%
str_remove ("\\r\\n.*certifica asimismo.* (\\r\\n.*)*$")

peronB pdf2 <- peronB pdf2 %>%
map2 _chr(.x = .,
.y = as.character (2:420),
.f = function(x, y) {
str_remove (x, V)

})

peronB pdf indice df %<>% mutate (pagina = as.numeric(pagina),
ultima = as.numeric(ultima))

peronB pdf2 <- map2 chr (peronB pdf indice dfS$pagina,
peronB pdf indice df$ultima,
function (x, y) {
paste (peronB pdf2([x:y],
collapse = "\r\n")

P

peronB pdf2 <- peronB pdf2 %>%
map_chr (., function (x) {
str_remove (x, "~.*\\r\\n.* A\\rx\\n.*) 2 [A-Z]\\w*.*[0-9]+\\x\\n") %$>%
str_trim(side = "both")

})

peronB pdf2 <- peronB pdf2 %>%
map_chr (., function(x) ({

X $>%
str_remove all ("-\\r\\n( *)") %>%
str_replace_all ("\\r\\n", " ") %>%
str_replace_all("\\. {4,}", ".\r\n ") $>%
str_replace_all(": {4,}", ":\r\n ") $>%
str_replace all (" {4,}", " ")
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peronB pdf df <- peronB pdf indice df %>%
mutate (
text = peronB pdf2,
fecha = lubridate: :dmy (paste(fecha, 1949)))

Finalmente, unificamos todos los dataframes obtenidos parcialmete en
uno solo:

peron dfs <- list(peron doc2, peron DOC rtf, peron pdf df, peronB pdf
df)

peron df <- peron dfs %>%
map (~select (., fecha, titulo, text)) %>%

bind rows ()

write csv(peron df, "peron discursos completos.csv")
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10.3 Procesamiento NPL

import pandas as pd
import spacy

peron df = pd.read csv('C:/Users/marti/Documents/Ciencia de Datos/Tall
er/peron discursos completos.csv', encoding = 'latinl')

spacy es = spacy.load('es core news sm')

def doc_to df(doc, 1i):
df = pd.DataFrame ()

df['text'] = [token.text for token in doc]

df['lemma'] = [token.lemma for token in doc]

df['is punctuation'] = [token.is punct for token in doc]
df['is space'] = [token.is space for token in doc]
df['shape'] = [token.shape for token in doc]
df['part of speech'] = [token.pos_ for token in doc]
df['pos tag'] = [token.tag for token in doc]

df['id'] = 1

return df

def ents to df (doc, 1):
df = pd.DataFrame ()

df['ent'] = [ent.text for ent in doc.ents]
df['label'] = [ent.label for ent in doc.ents]
df['id'] = 1

return df

for i, row in peron df.iterrows():

doc = spacy es(row.text)

doc_df = doc to df(doc, i)

doc df.to csv('C:/Users/marti/Documents/Ciencia de Datos/Taller/an
not/doc %s.csv' % (str(i)), index=False)

ents _df = ents_to df(doc, i)

ents df.to csv('C:/Users/marti/Documents/Ciencia de Datos/Taller/a
nnot/ents %s.csv' % (str(i)), index=False)

peron annot docs <- list()
peron_annot ents <- list()

peron_annot docs files <- list.files("annot/", "doc.*\\.csv")
peron annot ents files <- list.files("annot/", "ents.*\\.csv")

for (i in seq_along(peron annot docs files))
peron_annot docs[[i]] <- read csv(pasteO("annot/", peron annot docs
files[[1]1]))

}
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peron annot docs df <- bind rows (peron annot docs)

for (i in seq_along(peron annot ents files)) {

peron_annot ents[[i]] <- read csv(pasteO("annot/", peron annot ents
files[[i]]))

}

peron annot ents df <- bind rows (peron annot ents)
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